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ABSTRACT
In dieser Arbeit stellen wir einen praxisorientierten Ansatz
zur Erstellung von Lastprofilen zur Vorhersage des Energie-
verbrauchs anhand von Smart-Metering-Zeitreihen vor. Die
prinzipielle Idee ist es, historische Verbrauchszeitreihen mit-
tels Fuzzy-Clustering in Gruppen zu unterteilen. Diese Ein-
teilung in Gruppen ermöglicht es Energiewirtschaftsunter-
nehmen Kunden mit jeweils ähnlichem Verbrauchsverhalten
zu identifizieren und darauf basierend den Einkauf von Ener-
giemengen entsprechend zu planen. Die Besonderheit die-
ses Ansatzes ist es, dass auch energiewirtschaftspezifisches
Anwendungswissen bei der Erstellung und Auswertung der
gewonnenen Lastprofile berücksichtigt wird; so ist beispiels-
weise das Konsumverhalten von Endverbrauchern an lokalen
Feiertagen unter Umständen gänzlich anders als an Werkta-
gen. Der hier vorgestellte Ansatz identifiziert daher nicht
nur unterschiedliche Kundengruppen sowie deren typisches
Verbrauchsverhalten, sondern unterteilt das Verbrauchsver-
halten darüber hinaus auch zeitlich. Die durch diese Unter-
teilung gewonnenen Lastprofile haben dadurch ein Format,
das sich stark an den bei den Stadtwerken eingesetzten Last-
profilen orientiert und eignen sich daher besonders gut für
den Einsatz in deren Geschäftsprozessen oder denen entspre-
chender Dienstleister.

Categories and Subject Descriptors
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1. EINLEITUNG
Für Betreiber von Stadtwerken ist die korrekte Bilanzie-

rung von Energiedaten von essentieller Wichtigkeit für die
Stabilität der Energieversorgung. Die Herausforderung von
Stadtwerken besteht dabei in der Notwendigkeit, den Ener-
gieverbrauch ihrer Kunden bereits im Voraus zu kennen
oder zumindest abschätzen zu können; dies ermöglicht es
den Stadtwerken, den Strombedarf frühzeitig bei Stromer-
zeugern anzumelden, wodurch diese die erforderlichen Ka-
pazitäten vorhalten können, sobald diese benötigt werden.
Die Abschätzung des Stromverbrauchs erfolgt dabei mit-
tels so genannter Lastprofile (siehe Abschnitt 3). Üblicher-
weise setzen Stadtwerke hierbei die Standardlastprofile ein,
welche vom Bundesverband der Energie- und Wasserwirt-
schaft (BDEW) bereitgestellt werden. Diese Standardlast-
profile wurden in den 1990er Jahren anhand von Messungen
des damaligen Verbands der Elektrizitätswirtschaft (VDEW)
erzeugt. Hieraus ergibt sich jedoch das Problem, dass die
Profile aufgrund mangelnder Anpassung an aktuelle Ent-
wicklungen zunehmend schlechter als Modell zur Prognose
des Energieverbrauchs geeignet sind [27]. Durch die Libe-
ralisierung des Strom- und Gasmarktes und dem dadurch
entstandenen Konkurrenzdruck zwischen den Energieversor-
gungsunternehmen, sowie durch den zunehmenden Einsatz
von Technologien wie Smart Metering, wurden Innovatio-
nen, welche eine höhere Effizienz bei gleichzeitig niedrige-
rem Risiko erlauben, sowohl ermöglicht als auch notwendig
[15]. Im Nachfolgenden stellen wir daher einen Ansatz vor,
welcher Fuzzy-Clustering [6] verwendet, um optimale Last-
profile anhand von Smart-Metering-Zeitreihen zu gewinnen.

2. VERWANDTE ARBEITEN
Mit dem zunehmenden Umfang, in dem im Verlauf der

letzten Jahrzehnte Daten auch im Bereich der Energiewirt-
schaft computergestützt erhoben, verarbeitet und ausgewer-
tet werden können, haben parallel dazu auch entsprechende
Forschungsarbeiten an Bedeutung gewonnen [18, 24, 9]. [1,
21] zeigen beispielsweise Methoden zur Verbrauchsprognose
auf. Weitere Anwendungsgebiete beinhalten unter Anderem
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Ausreißererkennung [29] sowie Marketing und Tarifoptimie-
rung [8, 20]. In vielen Fällen, in denen dabei Clustering zur
Datenanalyse zum Einsatz kommt, wird dabei auf den K-
Means-Algorithmus [4, 11, 16, 25, 22] oder darauf aufbau-
ende Verfahren [19] zurückgegriffen; zunehmend kommt aber
auch Fuzzy-Clustering zur Anwendung [29, 18, 26]. Neue
Möglichkeiten der Datenanalyse ergeben sich zudem durch
den stetig steigenden Ausbau des Smart Metering [3, 12].

In dem in dieser Arbeit vorgestellten Verfahren verwenden
wir einen Fuzzy-Clustering-Ansatz [6], um Lastprofile aus
einem Datensatz von Smart-Metering-Zeitreihen zu extra-
hieren. Diese wiederum eignen sich als Modell zur Prognose
des Energieverbrauchs. Als Neuerung werden hierbei jedoch
nicht nur Kundengruppen identifiziert, sondern auch Typta-
ge. Dies ermöglicht nicht nur eine praxisbezogenere Darstel-
lung der Lastprofile, da die Kombination aus Kundengrup-
pe und Typtag sehr gut von den heutigen IT-Systemen der
Stadtwerke verarbeitbar ist, sondern auch eine realistischere
Modellierung des Verbrauchsverhaltens.

3. STRUKTURELLER AUFBAU VON
LASTPROFILEN

Die Prognose des Energiebedarfs wird von Stadtwerken
typischerweise anhand von Lastprofilen durchgeführt: hierzu
werden zunächst alle Kalendertage in eine Menge von Typ-
tagen unterteilt. Ein Typtag im Sinne der Energiewirtschaft
ist hierbei eine Menge von Kalendertagen, an denen sich das
Verbrauchsverhalten der Kunden signifikant von dem ande-
rer Typtage unterscheidet. Die von der BDEW empfohlene
Einteilung besteht dabei aus 9 Typtagen, nämlich jeweils
Werktag, Samstag sowie Sonn- und Feiertag für drei festge-
legte Jahreszeiten Sommer, Winter und Übergangszeit. Diese
Einteilung lässt sich leicht als Modell eines typischen Wo-
chenablaufs nachvollziehen: so entspricht es beispielsweise
dem intuitiven Empfinden, dass ein durchschnittlicher Haus-
halt tagsüber an einem Werktag aufgrund von Berufstätig-
keit ein grundsätzlich anderes Verbrauchsverhalten aufweist
gegenüber einem Wochenendtag.

Darüber hinaus werden die einzelnen Kunden in Kunden-
gruppen eingeteilt, beispielsweise Haushalt, Landwirtschafts-
betriebe allgemein, Wochenendbetrieb und weitere. Jeder sol-
chen Kundengruppe wird für jeden Typtag ein Verbrauchs-
muster in Form einer Zeitreihe zugewiesen, welche das für
die jeweilige Kundengruppe typischste Verbrauchsverhal-
ten an dem jeweiligen Typtag beschreiben. Als Beispiel
zeigt Abbildung 1 den Lastprofilverlauf des Haushaltsprofils
(H0 ) für die Sommersaison. Die jeweiligen Verbrauchsmus-
ter bieten dabei eine zeitliche Auflösung von 15 Minuten
und sind normiert, das heißt sie stellen lediglich den rela-
tiven Energieverbrauch der einzelnen Kunden dar. Mithil-
fe des bei den Endverbrauchern im Rahmen der jährlichen
Stromzählerablesung erhobenen Jahresverbrauchs, welcher
die Grundlage für die Jahresverbrauchsprognose (JVP) des
Kunden für das Folgejahr bildet, und des für das jeweilige
Profil spezifischen Normierungsfaktors, lassen sich die Last-
profile für jeden Kunden individuell skalieren. Somit ermög-
licht die Kenntnis der Jahresverbrauchsprognose mithilfe der
Lastprofile für jeden Verbraucher eine viertelstundenscharfe
Prognose des Energiebedarfs für das komplette Jahr.

Aufgrund der Unterteilung der Energieverbräuche in zu-
vor festgelegte Typtage und Kundengruppen stellen Last-
profile ein sehr einfaches Prognosemodell dar. Je zuver-
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Figure 1: Übersicht des VDEW-Standardlastprofils
H0 (Haushaltsprofil), gültig für Sommermonate. Die
Zeitreihen sind normiert und stellen das repräsen-
tative Verbrauchsverhalten jeweils für die Typtage
Werktag, Samstag sowie Sonn- und Feiertag dar.

lässiger und präziser die verwendeten Lastprofile dabei je-
doch den tatsächlichen Energiebedarf der Kunden modellie-
ren, desto höher ist die Planungssicherheit der Stadtwerke
beim Einkauf des Stroms von den Kraftwerken. Hierbei wird
nicht vorausgesetzt, dass sämtliche einer bestimmten Kun-
dengruppe zugewiesenen Verbraucher an gleichen Typtagen
stets das gleiche Verbrauchsmuster aufweisen. Dies ist bei-
spielsweise aufgrund von für Stadtwerke unvorhersehbaren,
individuellen Urlaubsreisen einzelner Endverbraucher nicht
realisierbar. Stattdessen nimmt man an, dass die der jewei-
ligen Kundengruppe zugewiesenen Verbraucher als Ganzes
besagtes Verbrauchsmuster aufweisen. Aufgrund dieser Ei-
genschaft eignen sich Clustering-Ansätze, um Lastprofile ba-
sierend auf bekannten Energieverbrauchszeitreihen zu erzeu-
gen. Im nachfolgenden Abschnitt stellen wir ein solches Ver-
fahren vor.

4. ANSATZ ZUM ERZEUGEN VON LAST-
PROFILEN

Für die Zusammenstellung der Lastprofile aus Smart-
Meter-Zeitreihen verwenden wir ein dreistufiges Verfahren:

• Im ersten Schritt bestimmen wir die optimale Anzahl
an Typtagen sowie deren Aufteilung auf die einzelnen
Kalendertage

• Im zweiten Schritt bestimmen wir für jeden Typtag
die optimale Anzahl an Verbrauchsmustern sowie de-
ren konkrete Ausprägungen

• Im dritten Schritt werden die Lastprofile aus den zuvor
ermittelten Daten zusammengestellt und die Messstel-
len einem Profil zugewiesen

4.1 Bestimmung der Typtage
Zur Bestimmung von Typtagen ist es wichtig zu wissen,

ob und wie stark sich die Energieverbräuche pro Tag als
Ganzes voneinander unterscheiden. Diese Betrachtung muss
folgende Eigenschaften aufweisen:
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• Sie muss unabhängig von der Anzahl der Messstellen
sein

• Sie muss die Form der Verbrauchszeitreihe berücksich-
tigen, nicht aber die Menge der Energie

Der erste Punkt ist intuitiv leicht verständlich. Beim zweiten
Punkt hingegen fließt energiewirtschaftsspezifisches Anwen-
dungswissen mit ein: so werden Lastprofile seitens Stadtwer-
ken ausschließlich dazu verwendet, um zwischen verschie-
denen Arten von Verbrauchsmustern bei Kunden zu unter-
scheiden; eine Skalierung des vom Lastprofil prognostizier-
ten Tagesverbrauchs erfolgt anhand der Jahresverbrauchs-
prognose des jeweiligen Kunden. Diese errechnet sich aus
der jährlich von den Stadtwerken durchgeführten Ablesung
des Stromzählers und wird hier nicht weiter betrachtet.

Um die oben genannten Punkte bei der Identifikation der
Typtage zu berücksichtigen, konstruieren wir zunächst aus
den Smart-Meter-Zeitreihen Si, 1 ≤ i ≤ N aller N Kunden
mit den Messwerten si,j für die Zeitpunkte tj , 1 ≤ j ≤ T
eine neue Zeitreihe X = {x1, x2, ..., xT } wie folgt:

xj =
1

N

N∑

i=1

si,j∑T
j′=1 si,j′

(1)

Hierbei ist
∑T

j′=1 si,j′ ein zeitreihenspezifischer Normie-
rungsfaktor. Dieser ermöglicht es beim Clustering aus-
schließlich die Form des Verbrauchverhaltens zu berücksich-
tigen, wodurch Gering- und Vielverbraucher, deren Konsum-
verhalten sich bis auf einen skalaren Faktor sehr ähneln, nach
Abschluss unseres Verfahrens denselben Clustern zugeord-
net wurden. Anschaulich entspricht die Zeitreihe X somit ei-
ner Mittelwertszeitreihe aus allen normierten Smart-Meter-
Zeitreihen. Durch die Mittelwertsbildung wird eine Unab-
hängigkeit in Bezug auf die Anzahl der Messstellen erreicht.
Im Anschluss konstruieren wir aus X den Datensatz D mit
den Elementen dl wie folgt:

D =




dl = (xj , ..., xj+m)

∣∣∣∣∣∣∣∣

∀a mit
1 ≤ j ≤ a ≤ j + m ≤ T :

ta gehört zum
l-ten Kalendertag





(2)

(m + 1) entspricht hierbei der Anzahl der gemessenen Werte
pro Tag. In der Praxis häufig anzutreffende Messintervalle
für Smart-Meter-Zeitreihen sind 1 Messung alle 15, 30 oder
60 Minuten, wodurch die dl jeweils einem 96-, 48- bezie-
hungsweise 24-Tupel entsprechen. Diesen Datensatz D seg-
mentieren wir mittels Fuzzy-C-Means [6] mit verschiedenen
Werten für die Anzahl der Cluster (c); der optimale Wert
für c und die optimale Clustereinteilung werden anschlie-
ßend durch die Auswertung verschiedener Cluster-Validity-
Indizes [7] bestimmt. Mit dieser Vorgehensweise ist es nicht
nur möglich die optimale Anzahl an Typtagen auf Basis der
Smart-Meter-Zeitreihen zu bestimmen; aufgrund der Kennt-
nis, welche dl denselben Cluster-Zentroiden zugeordnet wur-
den und welchem Kalendertag sie jeweils entsprechen, ist es
möglich zu bestimmen welche Kalendertage zu einem Typ-
tag zusammengefasst werden. Ein Analyst begutachtet die
Kategorisierung der Kalendertage, arbeitet Regelmäßigkei-
ten heraus und überträgt sie auf zukünftige Tage.

4.2 Bestimmung typischer Verbrauchsmuster
Um die Anzahl und Ausprägungen der Verbrauchsmus-

ter in Hinblick auf die finalen Kundengruppen herauszuar-

beiten, unterteilen wir die zur Verfügung stehenden Smart-
Meter-Messwerte zunächst in disjunkte Mengen P1, ..., PL

ein. Seien hierzu Kn, 1 ≤ n ≤ L die in Abschnitt 4.1 be-
stimmten Typtage, welche jeweils die zum jeweiligen Typtag
zugeordneten tj enthalten. Dann konstruieren wir Pn, 1 ≤
n ≤ L mit den Elementen pe,n wie folgt:

Pn =





(yi,j , ..., yi,j+m)

∣∣∣∣∣∣∣∣∣

∀a, b mit
1 ≤ j ≤ a, b ≤ j + m ≤ T :

ta, tb ∈ Kn und
yi,a, yi,b gehören zu

demselben Kalendertag





(3)

mit yi,j =
si,j∑T

j′=1 si,j′

Anschaulich entspricht Pn ähnlich wie D in Abschnitt 4.1
einem Datensatz, bei dem Messwerte eines Kalendertages
zu jeweils einem (m + 1)-Tupel zusammengefasst wurden.
Anders als D basiert Pn jedoch auf den normierten Mess-
werten yi,j und enthält nur die Daten der Kalendertage,
die dem Typtag Kn zugeordnet wurden. Jeden der Daten-
sätze Pn segmentieren wir anschließend unter Verwendung
von Fuzzy-C-Means. Analog zur Bestimmung der Typtage
segmentieren wir auch in diesem Fall die Pn mit verschie-
denen Werten für die Anzahl der Cluster c und bestim-
men die optimale Clustereinteilung mithilfe von Cluster-
Validity-Indizes; die daraus resultierenden für den jeweili-
gen Pn-Datensatz als optimal bewerteten Cluster-Zentroiden
Cq,n, 1 ≤ q ≤ cn,optimal entsprechen den gesuchten typischs-
ten Verbrauchsmustern für den Typtag Kn.

4.3 Bestimmung der Lastprofile
Lastprofile im Sinne von Abschnitt 3 kann man als eine

Menge von L-Tupeln darstellen, bei denen der n-te Eintrag
eines solchen Tupels dem Verbrauchsmuster an zum Typ-
tag Kn gehörigen Kalendertagen beschreibt. Jedem Kunden
wird anschließend ein solches Lastprofil zugewiesen. Das Er-
zeugen der Menge von Lastprofilen G ist somit prinzipiell
durch Bildung des kartesischen Produktes aus den in Ab-
schnitt 4.2 gewonnenen Verbrauchsmustern Cq,n, gruppiert
anhand der in Abschnitt 4.1 ermittelten Typtage Kn, mög-
lich:

G =
L∏

n=1

Wn mit Wn = {Cq,n |1 ≤ q ≤ cn,optimal } (4)

Bei dieser Vorgehensweise fehlen allerdings noch die zur
praktischen Verwendung der Profile notwendigen Profilzu-
ordnungen Z; diese beschreiben, welcher Kunde welchem
Lastprofil zugewiesen wurde, und somit welche Verbrauchs-
muster als Grundlage für die Bilanzierung des zu erwar-
tenden Energieverbrauchs dieses Kunden dienen. Darüber
hinaus ist nicht garantiert, dass jedes durch das kartesische
Produkt gebildete Lastprofil einen Kunden zugewiesen be-
kommt. Aus diesem Grund schlagen wir vor, für jeden Kun-
den ein individuelles Profil zu berechnen; dabei sagen wir,
dass ein Kunde, hier repräsentiert durch die entsprechende
Smart-Meter-Zeitreihe Si, am Typtag Kn dem Verbrauchs-
muster Cq,n zugewiesen wurde, wenn die auf Si basieren-
den Tupel im Datensatz Pn beim Clustering am häufigs-
ten den höchsten Zugehörigkeitsgrad zum Verbrauchsmuster
Cq,n aufweisen.

Algorithmus 1 beschreibt diese Vorgehensweise in Pseu-
docode. Die Hilfsvariable H stellt hierbei ein Lastprofil in
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Algorithmus 1 Bestimmung der Lastprofile

Eingabe: Si, Pn,Kn, Cq,n, Un

Ausgabe: Menge aller Lastprofile G, Menge der Profilzu-
ordnungen Z

1: G← ∅
2: Z ← ∅
3: for i = 1 to N do
4: for n = 1 to L do
5: H [n]← Cq,n mit

q = arg maxq′

∣∣∣∣
{
pe,n

∣∣∣∣
∃j : (yi,j , ..., yi,j+m) = pe,n

∧ ∄q′′ : uq′′,e,n > uq′,e,n

}∣∣∣∣
6: end for
7: G← G ∪H
8: Z ← Z ∪ (Si,H)
9: end for

10: return G,Z

Form eines L-dimensionalen Arrays dar, bei dem H [n] dem
Verbrauchsmuster am Typtag Kn entspricht. Die Profilzu-
ordnungen Z werden durch eine Menge von 2-Tupeln be-
schrieben, wobei der jeweils erste Eintrag den Kunden be-
ziehungsweise seine Smart-Meter-Zeitreihe Si und der zweite
Eintrag das ihm zugewiesene Lastprofil enthält. Die in Al-
gorithmus 1 verwendeten uq,e,n ∈ Un entsprechen den in
Abschnitt 4.2 mittels Fuzzy-C-Means bestimmten Zugehö-
rigkeitsgraden des Datensatz-Tupels pe,n zum Verbrauchs-
muster Cq,n.

5. EXPERIMENTELLE UNTERSUCHUNG

5.1 Beschreibung des Datensatzes
Zur Evaluation des in Abschnitt 4 vorgestellten Verfah-

rens steht uns ein realer Smart-Meter-Datensatz zur Ver-
fügung. Die darin enthaltenen Zeitreihen entsprechen den
im Bilanzierungsgebiet eines Stadtwerks registrierten Kun-
den, darunter beispielsweise Haushaltskunden, Gewerbekun-
den und Landwirtschaftsbetriebe. In unserem konkreten Fall
entspricht dies 7668 Messstellen, jeweils mit Daten für einen
Zeitraum vom 26 Monaten, bei einer zeitlichen Auflösung
von 1 Messung pro Stunde. Aufgrund der Tatsache, dass es
sich hierbei um ein Gebiet mit einem vollständigen Rollout
von Smart-Meter-Zählern handelt, wird es uns hierdurch er-
möglicht, das vorgestellte Verfahren unter realistischen Be-
dingungen zu bewerten. Bei der Verarbeitung der Daten
wurden ausschließlich die Zeitreihenmesswerte berücksich-
tigt; Informationen über gegebenenfalls aktuell den Mess-
stellen zugeordneten Kundengruppen blieb außer Acht.

5.2 Auswertung
Um die optimale Einteilung in Typtage zu bestim-

men, wurden die zur Verfügung stehenden Smart-Meter-
Zeitreihen gemäß Formel 2 zu einem 24-dimensionalen Da-
tensatz aufbereitet und anschließend mittels Fuzzy-C-Means
mit verschiedenen Werten für c geclustert (2 ≤ c ≤ 25). Als
Distanzfunktion wurde die euklidische Distanz verwendet.
Um verfälschten Ergebnissen aufgrund der Initialisierung
der Cluster mit Zufallskoordinaten vorzubeugen, wurde für
jeden Wert für c das entsprechende Clustering-Experiment
100-mal unabhängig voneinander wiederholt und jeweils mit
Cluster-Validity-Indizes (CVI) bewertet.

Tabelle 1 zeigt eine Übersicht der Bewertung der Clus-
tereinteilungen anhand verschiedener, in der Literatur weit

verbreiteter, Cluster-Validity-Indizes. Die einzelnen Zellen
der Tabelle enthalten hierbei die Häufigkeit, wie oft von den
100 Iterationen der jeweilige Wert für c vom entsprechen-
den CVI als der beste bewertet wurde. Auf den ersten Blick
ist hierbei erkennbar, dass die CVIs VPC [5], VNPC [2, 23]
und VXIE [28] eine kleine Anzahl an Clustern (c ≤ 5) deut-
lich bevorzugen. Dem gegenüber stehen die CVIs VF H , VPD

und VAPD [13]; diese bewerten große Werte für die Anzahl
an Clustern (c ≥ 5) als sehr gut, darunter insbesondere den
Bereich 5 ≤ c ≤ 10, jedoch mit einer auffallend negativen
Bewertung des Wertes c = 6. Einzig der Index VBWS bewer-
tet den Bereich 5 ≤ c ≤ 7 durchgehend positiv.

Die Tendenz der CVIs VPC , VNPC und VXIE zu einer
eher geringen Anzahl an Clustern ist hierbei wenig überra-
schend. Im Falle von VXIE belegen zahlreiche Untersuchun-
gen die monoton abfallenden Werte des Bewertungsmaßes
für steigende c [17]; VPC beziehungsweise VNPC liefern nur
bei klar getrennten, sphärischen Clustern gute Ergebnisse
und unterschätzen in sonstigen Fällen den besten Wert für
c sehr häufig [7, 17]. Die CVIs VF H , VPD und VAPD hinge-
gen weisen eine zu große Streuung der Ergebnisse auf, als
dass diese für eine aussagekräftige Schlussfolgerung heran-
gezogen werden können. VBWS konnte sich in experimentel-
len Untersuchungen sowohl bei synthetischen als auch realen
Datensätzen als hervorragendes Bewertungsmaß profilieren
[7, 17]. In unseren Experimenten hat VBWS die Clusterein-
teilungen im Bereich 5 ≤ c ≤ 7 als sehr gut eingestuft; für
weiterführende Experimente zur Bestimmung typischer Ver-
brauchsmuster und Erzeugung der Lastprofile erachten wir
daher die Zugrundelegung der Typtagunterteilungen mit 5
bis 7 Typtagen für sinnvoll.

6. AUSBLICK
In dieser Arbeit haben wir einen Ansatz zur Generie-

rung von Lastprofilen aus Smart-Meter-Zeitreihen vorge-
stellt. Aufgrund der Tatsache, dass wir bei diesem Verfah-
ren weder die Anzahl der Typtage, die Anzahl der Kun-
dengruppen, noch deren konkrete Ausprägungen fest vorge-
ben, bilden die finalen Lastprofile das Verbrauchsverhalten
der Kunden optimal ab. Durch Herausarbeiten von Regel-
mäßigkeiten in dem Auftreten der ermittelten Typtage und
deren Übertragung auf zukünftige Tage wird es den Stadt-
werken somit ermöglicht, das zukünftige Konsumverhalten
von Verbrauchern zu prognostizieren und so die Menge der
einzukaufenden Energie besser an den tatsächlichen Bedarf
anzupassen.

Die weiterführende experimentelle Untersuchung unseres
Verfahrens hinsichtlich der Identifizierung von Verbrauchs-
mustern, der Erzeugung der Lastprofile, deren Vergleich zu
den BDEW-Standardlastprofilen und den Einfluss von Aus-
reißern auf die Qualität der Ergebnisse steht derzeit noch
aus; diese werden wir in zukünftigen Veröffentlichungen pu-
blizieren.

In dieser Arbeit haben wir zur Bestimmung der Typtage
und Verbrauchsmuster Fuzzy-C-Means verwendet. Prinzipi-
ell wären hierfür auch andere zentroidbasierte, partitionie-
rende Clustering-Verfahren wie Gustafson-Kessel [14] oder
Fuzzy Maximum Likelihood Estimation (FMLE) [13] denk-
bar. Während bei der Bestimmung der Typtage auch dichte-
basierte Clustering-Verfahren wie DBSCAN [10] zum Ein-
satz kommen können, ist dies bei der Erkennung der Ver-
brauchsmuster nach unserem Ansatz nicht möglich, da die
bei dichtebasierten Clustering-Verfahren fehlenden Zentro-
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Table 1: Clusterbewertung für die Bestimmung der Anzahl und Ausprägung der Typtage anhand der Cluster-
Validity-Indizes Partition Coefficient (VPC), Normalized Partition Coefficient (VNPC), Compactness & Separa-
tion by Xie and Beni (VXIE), Compactness & Separation by Bouguessa, Wang and Sun (VBWS), Fuzzy Hyper-
volume (VF H), Partition Density (VPD) sowie Average Partition Density (VAPD). Für jeden Wert von c wurde
das entsprechende Clustering-Experiment 100-mal wiederholt. Die Werte in den Zellen beschreiben daher,
wie oft der jeweilige Cluster-Validity-Index den entsprechenden Wert für c als den besten bewertet hat.

c 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25

VPC 79 15 3 3 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
VNPC 79 14 4 3 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
VXIE 79 14 4 3 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
VBWS 0 0 0 26 36 23 8 4 1 2 0 0 0 0 0 0 0 0 0 0 0 0 0 0
VF H 0 0 0 8 1 15 7 9 10 5 6 2 6 7 4 1 4 4 3 4 0 1 2 1
VPD 0 0 0 5 0 15 8 7 6 4 6 4 6 7 5 2 5 5 3 4 2 4 1 1
VAPD 0 0 0 22 0 16 7 12 9 6 4 1 5 4 4 1 2 2 1 1 0 1 1 1

iden die typischsten Verbrauchsmuster darstellen, welche ge-
mäß Algorithmus 1 Teil der Lastprofile sind. In weiterführen-
den Arbeiten planen wir auch den Vergleich der Qualität der
durch die Verwendung verschiedener zentroidbasierten, par-
titionierenden Clustering-Verfahren gewonnenen Lastprofi-
le.

Bei den von uns durchgeführten Experimenten konnten
die Typtage von einem handelsüblichen Desktop-Computer
(Intel Core i7-4790 @ 3,6 GHz) innerhalb von 30 Minuten
gefunden werden. Da jedoch unser Verfahren die Lastprofile,
insbesondere die Verbrauchsmuster, anhand der Messwerte
aller Smart-Meter-Zeitreihen zusammenstellt ist zu erwar-
ten, dass die benötigte Rechenzeit durch zukünftig gemes-
sene Smart-Meter-Daten bei einer Neuerstellung der Last-
profile signifikant zunimmt. Dies betrifft speziell Stadtwerke
mit vielen Kunden. Ein möglicher Ansatz für weiterführen-
de Arbeiten bestünde daher darin zu bestimmen, welchen
Zeitraum die Smart-Meter-Daten für eine sinnvolle Erstel-
lung der Lastprofile mindestens abdecken müssen. Wäre dies
bekannt, könnten Stadtwerke ihre Datenbestände entspre-
chend filtern, sodass nur die aktuellsten für das Clustering
notwendigen Messwerte herangezogen werden; dies würde
den Rechenaufwand auch für große Stadtwerke in einem an-
gemessenen Rahmen halten. Eine alternative Vorgehenswei-
se wäre es, neu hinzukommende Smart-Meter-Messwerte in-
krementell in existierende Lastprofile zu integrieren und die
Qualität der auf diese Weise erzeugten Profile mit denen
einer Neuberechnung zu vergleichen.
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