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Automatische Kategorisierung fiir Web-basierte Suche

— Einfiihrung, Techniken und Projekte —

Benno Stein und Sven Meyer zu Eien

Suchmaschinen wie Google, Overture oder Altavista haben sich zu den Killeranwendungen des Internets gemausert. Sie indizieren bis
zu 4 Milliarden Seiten und erméglichen einen extrem schnellen Zugriff hierauf. Dabei bilden Einzelwortsuchanfragen (keyword search)
den Einstiegspunkt fiir fast alle Benutzer — und hier beginnt auch das Problem der meisten Suchenden: Nicht selten werden zu einer
Anfrage mehrere Tausend Dokumente geliefert, und es hdngt von der Erfahrung des Benutzers ab, durch eine Anfrageverfeinerung

die Suche zu fokussieren.

Einen Ausweg aus diesem Problem stellt die kategorisierende Suche dar. Mittels ihr gelingt eine Einschrankung des Suchraums und, an
Stelle des zufallsgetriebenen Stocherns in der Dokumentliste kann sogar eine Benutzerfiihrung treten. Voraussetzung hierfiir ist, dass
die von den Suchmaschinen gelieferten Dokumente bestimmten Kategorien zugeordnet sind, und dass ein kategoriebasierter Zugriff
in der Benutzerschnittstelle realisiert ist. Dieses Potential haben sowohl die Anwender als auch die Entwickler von Suchmaschinen
erkannt: Kategorisierende Suchmaschinen sind im Kommen. Dieser Beitrag widmet sich dem Thema; er stellt zugrundeliegende
Konzepte vor, diskutiert vewandte Fragestellungen und gibt einen Uberblick iiber entsprechende Suchmaschinenprojekte.

1 Einfiihrung

Kategorisierung in Zusammenhang mit Web-basierter Suche be-
deutet die automatische Sortierung einer Menge von Dokumenten
aus dem Korpus ,Internet”. Die fiir eine solche Sortierung in Frage
kommenden Kategorien sind entweder unbekannt oder sie miissen
aus einem Katalog ausgewdhlt werden, der in der GréRenordnung
10° Kategorien enthilt. Aus Akzeptanzgriinden sollte die Einord-
nung der Dokumente in passende Kategorien den Suchprozess
eines Anwenders kaum verzdgern—also quasi auf Knopfdruck ge-
schehen.

Dass eine solche ,ad-hoc-Kategorisierung” mdoglich ist und dass
sie sogar eine gewisse Alltagstauglichkeit erreicht hat, demon-
striert das Vivisimo-Projekt. Abbildung 1 zeigt die Ergebnisseite
einer Suche mit Vivisimo fiir die Anfrage , Turing Test". Links
auf dieser Seite sind ca. 200 Dokumentausschnitte, sogenannte
wsnippets”, innerhalb eines Kategoriebaums einsortiert; die rechte
Seite zeigt die iibliche Listensicht, die hier gem&B der einzelnen
Kategorien sortiert ist.

Suchmaschinen, die besondere Suchleistungen wie z. B. eine Ka-
tegorisierung oder andere Ergebnisanalysen durchfiihren, sind oft
als Meta-Suchmaschinen realisiert. D. h., sie pflegen keinen eige-
nen Index der Internet-Dokumente, sondern benutzen (und be-
zahlen) die Such-Services der groRen Suchmaschinenfirmen wie
Google, Inktomi, Fast, Microsoft, etc. Der gesamte Ablauf einer
kategorisierenden Suche, angefangen von der Eingabe des An-
fragewortes bis hin zur Ergebnisdarstellung, gliedert sich in fiinf
Schritte:

1. Analyse der Anfrage und deren Weiterleitung an registrierte
Suchmaschinen.

2. Indizierung der erhaltenen Dokumentausschnitte auf Basis
eines bestimmten Dokumentmodells.

3. Struktursuche, d.h., Analyse der Beziehungen zwischen
den indizierten Dokumentausschnitten hinsichtlich eines
AhnlichkeitsmaRes.

4. Konstruktion von Kurziiberschriften (Kategorienamen, La-
bels) fiir Gruppen dhnlicher Dokumentausschnitte.

5. Darstellung der gefundenen Kategoriestruktur und der Do-
kumentausschnitte.

Die Schritte 2 und 3 bilden das Herz jedes Kategorisierungspro-
zesses und werden im néchsten Abschnitt behandelt. Man unter-
scheidet hierbei zwischen iiberwachten Ansitzen, die auf einem
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Abbildung 1: Snapshot der Vivisimo-Benutzerschnittstelle. Links
befindet sich ein Baum mit den automatisch konstruierten Ka-
tegorien. Auf der rechten Seite sind die Suchergebnisse in einer
klassischen, nach Kategorien sortierten Listensicht aufgefiihrt.

existierenden, festen Kategorisierungsschema, einem sogenannten
directory aufsetzen und den uniiberwachten Ansitzen, die auf
einer Clusteranalyse basieren. Der Abschnitt 3 behandelt Aspekte
von Schritt 4 und insbesondere die Schliisselfrage: ,Wie gut sind
automatisch erzeugte Kategorien?". Der letzte Abschnitt gibt Bei-
spiele zu Schritt 5 sowie eine Ubersicht iiber kommerzielle und
wissenschaftliche Suchmaschinenprojekte, in denen Kategorisie-
rungstechnologie implementiert ist.
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2 Kategorisierungsansatze

Menschliche Editoren benutzen bewusst und unbewusst eine Rei-
he von Regeln, um Dokumente in Kategorien einzusortieren. Aus
Klassifikationssicht kann ein solches Regelwerk sehr leistungsfa-
hig sein, aus Sicht der Wissensakquisition und -pflege, oder in
Punkto Erweiterbarkeit um neue Kategorien ist dieser Ansatz
problematisch. Vor allem aus Kostengriinden haben Ansitze aus
dem Bereich des maschinellen Lernens die regelbasierten Ansétze
weitgehend verdringt, und der Fokus dieses Textes liegt auf den
letzteren.

Automatische Dokumentenkategorisierung kann iiberwacht oder
uniiberwacht erfolgen. Im ersten Fall liegt eine typische Klassifi-
kations- bzw. Auswahlsituation vor, bei der Dokumente in ein exi-
stierendes Schema einzuordnen sind. Im zweiten Fall gilt es, eine
in der Dokumentenmenge latent vorhandene Struktur — das Kate-
gorisierungsschema — durch eine Clusteranalyse zu identifizieren.
Die hierbei gefundenen Dokumentgruppen werden als Kategorien
interpretiert.

Ein wesentlicher Schwachpunkt des iiberwachten Ansatzes ist der
Aufbau und die Pflege eines Kategorieschemas durch menschliche
Editoren. Auch die Konstruktion eines entsprechenden Klassifizie-
rers ist nicht unproblematisch, denn nur ein Bruchteil aller indi-
zierten Internetseiten kann zu Lernzwecken verwendet werden.
Die Folge ist eine miRige Klassifikationsqualitit, insbesondere
dann, wenn nur Dokumentausschnitte die Eingangsinformation
des Klassifizierers bilden. Ein Cluster-Ansatz arbeitet quasi anfra-
gespezifisch, da er nur die Dokumente der Anfrage beriicksichtigt;
die Erfahrung zeigt zudem, dass die kurzen Dokumentausschnit-
te ausreichend sind, um eine Struktur zwischen den Dokumenten
einer Anfrage aufzudecken. Die gréRten Schwachen von Cluster-
basierten Ansitzen resultieren aus dem Problem, aussagekrafti-
ge Kategoriebezeichner zu finden, und der Schwierigkeit, die ge-
fundenen Kategorien in einem ontologischen Sinne zueinander in
Beziehung zu setzen.

Zur Zeit ist es schwer abzuschétzen, mit welchem der beiden An-
satze sich auf Dauer die leistungsfihigeren Ergebnisse produzie-
ren lassen, beide haben ihre Vor- und Nachteile (siehe Tabelle 1).
Klar ist, dass bei den kategorisierenden Suchmaschinen zur Zeit
die Cluster-basierten Ansdtze dominieren, wobei Vivisimo die Na-
se vorn hat.

2.1 Indexing und Dokumentenmodelle

Die von den Suchmaschinen fiir eine Anfrage gelieferten Doku-
mentausschnitte werden nicht in ihrer originalen Form klassifi-
ziert oder geclustert, sondern zundchst in eine kanonische Form
iberfiihrt. Dieser Abstraktionsprozess heifit Indexing und bein-
haltet u.a. Parsen, Stoppworteliminierung, Stammwortreduktion
und die Berechnung eines Merkmalsvektors gemdR eines Doku-
mentmodells.

Wiéhrend des Parsens werden die HTML-Auszeichnungen, die Bil-
der sowie Scripting-Code entfernt. Worte, die sehr hiufig auf-
treten, werden als Stoppworte bezeichnet; sie tragen wenig In-
formation zur Unterscheidung zwischen Texten bei und werden
auf Basis bekannter Stoppwortlisten geléscht. Algorithmen zur
Stammwortreduktion dienen zur Entfernung von Wortteilen, die
Deklinations-, Konjugations- oder Numerus-anzeigend sind; d. h.,
sie reduzieren ein Wort auf dessen Stamm-Morpheme [1].

Ein Dokumentmodell ist ein Konzept, das beschreibt, wie eine
aussagekraftige Menge von Merkmalen d von den vorverarbeite-
ten Worten eines Dokuments zu berechnen sind. ,,Aussagekriftig"
heilt, dass sich eine Funktion ¢ angeben |4Bt, die von den Merk-
malsmengen d1 und d2 zweier Dokumente d1, d2 auf das Intervall

schemabasiert  Cluster-basiert

(iberwacht) (uniiberwacht)
sinnvolle + o
Kategoriebezeichner
Unabhéngigkeit bzgl. - +
Domaénen und Sprachen
Klassifikationsqualitat o o
Kategoriestruktur passt + -
zum Ontologieverstdndnis
anfragespezifische o +

Kategorien

Tabelle 1: Schemabasierte versus Cluster-basierte Kategorisie-
rung: Vor- und Nachteile aus Sicht der Web-basierten Suche.

[0; 1] abbildet und die folgende Eigenschaft hat: Falls ¢(d1,dz2)
nahe bei Eins ist, so sind die Dokumente d; und dz dhnlich zuein-
ander — bzw. umgekehrt: Ein Wert nahe bei Null steht fiir eine
groRe Unihnlichkeit. Grundsatzlich lassen sich alle Dokumentmo-
delle hinsichtlich folgender vier Dimensionen einordnen:

1. Dem Termkonzept, das die Granularitit der Texteinheiten
definiert, die als Merkmal verwendet werden: Worte, n-
Gramme, Nominalphrasen, Halbs3itze, etc.

2. Dem Termgewichtungsschema, das eine Vorschrift zur Be-
urteilung der Bedeutung von Termen definiert.

3. Der Verwendung linguistischer Statistiken wie Konzept-,
Satzbau- und Wortklassenanalysen (latent semantic inde-
xing, syntactic group analysis, part-of-speech analysis).

4. Der Verwendung einfacher Textstatistiken und présentati-
onsbezogener Analysen.

Die beiden ersten Dimensionen bilden die Grundlage der meisten
Dokumentmodelle, die zur Textkategorisierung eingesetzt werden;
die anderen Dimensionen spielen eine wichtige Rolle im Bereich
der Text-Genre-Analyse oder der Textsynthese.

Sei n die Anzahl der Dokumente fiir eine gegebene Anfrage und
sei m die Gesamtzahl der verschiedenen Worte nach der Vorverar-
beitung, auch Worterbuch oder ,Bag-of-Words" genannt. Dann
ist ein Dokumentmodell d in der einfachsten Form ein Vektor
der Lange m, dessen i-ter Eintrag anzeigt, ob der i-te Term des
Woérterbuches in d vorkommt. Weil die Dokumente zu Vektoren
im m-dimensionalen Raum aller Wérterbucheintrdge abstrahiert
sind, heiRt dieses Dokumentmodell auch Vektorraummodell (siehe
Abbildung 2). Durch die Einfiihrung von Termgewichten an Stelle
Boolescher Werte l&sst sich das einfache Vektorraummodell deut-
lich verbessern [2, 3]: Die am weitesten verbreitete Variante kom-
biniert die normalisierte Termh3ufigkeit ¢f mit der inversen Doku-
menth3ufigkeit idf. Hierbei bezeichnet tf (i, j) die Hiufigkeit von
Term i in Dokument j, und idf (¢) ist definiert als log( ;7). wo-
bei df (i) der Anzahl derjenigen Dokumente entspricht, die Term
i enthalten. Die Idee hinter dem idf-Termgewichtungsschema ist,
dass Terme, die nur in wenigen Dokumenten Verwendung finden,
sich besonders zur Diskriminierung eignen.

Man beachte, dass das Vektorraummodell typischerweise keine
Information iiber die Reihenfolge enthilt, in der die Worte in ei-
nem Dokument auftauchen. Ein in dieser Hinsicht wesentlich an-
spruchsvolleres Dokumentmodell basiert auf Suffix-Badumen, die
in Abschnitt 2.4 vorgestellt werden.

Dokumentmodelle und Ahnlichkeitsfunktionen ¢ bedingen einan-
der: Das Vektorraummodell und seine Varianten spielen sehr gut
mit dem Kosinus-AhnlichkeitsmaR (= normalisiertes Skalarpro-
dukt) zusammen, es kann aber auch mit dem Euklidischen Ab-
standsmaR, einem UberdeckungsmaR oder anderen Abstandskon-
zepten benutzt werden. Das Suffix-Baum-Dokumentmodell hin-
gegen bendtigt ein MaR, das die Ahnlichkeit zwischen zwei Gra-
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Abbildung 2: Illustration des Vektorraummodells: Die zwei Punk-
te stehen fiir Dokumente im Vektorraum des Worterbuchs {boy,

father, play}. Als Ahnlichkeitsfunktion ¢ dient die Kosinus-Ahn-
lichkeit, die dem Kosinus des Winkels zwischen d; und d2 ent-
spricht.

phen abschitzt; in der Praxis ist diese Ahnlichkeitsberechnung
Teil des Algorithmus zum Suffix-Baum-Clustern.

2.2 Verzeichnisbasierte Kategorisierung

Hinsichtlich der Kategorisierung von Dokumenten in ein festes
Klassifikationsschema existieren umfangreiche Forschungsarbei-
ten, die ihren Ursprung in den Sechziger Jahren haben. Die zum
Einsatz kommenden Verfahren des maschinellen Lernens basieren
auf dem Vektorraummodell und verwenden probabilistische Me-
thoden, Entscheidungsbdume, Regression, neuronale Netze, Sup-
port-Vektor-Maschinen oder Benutzerprofile [4, 5].

Im Zusammenhang mit Web-basierter Suche ist das Prinzip der
verzeichnisbasierten Kategorisierung jedoch die Ausnahme: Hier
ist nur das Yahoo!-Planet-Projekt bekannt geworden. Die Ursa-
che dafiir liegt in den bereits angesprochenen Schwierigkeiten,
die aus der Wissensakquisition und -pflege oder dem maschinel-
len Lernen resultieren. Verzeichnisbasierte Kategorisierung ist er-
folgreich in eingegrenzten Domanen, wie sie in Form der Reuters-
Datenbank mit Wirtschaftsnachrichten oder der Ohsumed-Text-
kollektion aus dem Bereich der Medizin vorliegen (vgl. Tabelle 3).
Ein Klassifizierer fiir die ,,allgemeinste Doméne Internet” miisste
in der Lage sein, Dokumente einzuordnen, die aufgrund beliebiger
Anfragen geliefert werden. D. h., als Kategorieschema wiére eine
Art allgemeine Ontologie notwendig, vergleichbar dem Yahoo!-
Verzeichnis.

Obwohl es einige starke Argumente gibt, die fiir eine verzeichnis-
basierte Kategorisierung von Web-Suchergebnissen sprechen (sie-
he Tabelle 1), bilden Cluster-Algorithmen die Schliisseltechnolo-
gie fiir alle kategorisierenden Suchmaschinen, die zur Zeit online
sind.

2.3 Clustern unter dem Vektorraummodell

Definition (Clustering) Sei D eine Menge von indizierten Doku-
menten. Ein (exklusives) Clustering C = {C | C C D} von D
ist eine Aufteilung von D in paarweise disjunkte Teilmengen mit

Ue,ec Ci = D.

Abbildung 3 zeigt ein Clustering mit zwei Clustern bzw. Kate-
gorien. Informell gesagt, ein Clustering bzw. eine Kategorisie-
rung ist ,gut” hinsichtlich eines AhnlichkeitsmaRes ¢, falls die
durchschnittliche Ahnlichkeit der Dokumente innerhalb eines Clu-
sters groR ist, verglichen mit der durchschnittlichen Ahnlichkeit
von Dokumenten, die aus verschiedenen Clustern stammen. Clu-
ster-Algorithmen sind speziell entwickelte Strategien, um ein glo-
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Abbildung 3: Cluster-Algorithmen versuchen, Cluster von Doku-
menten zu identifizieren mit dem Ziel, die Intra-Cluster-Ahnlich-
keit im Vergleich zu der Inter-Cluster-Ahnlichkeit méglichst hoch
zu gestalten. Die Cluster entsprechen den gesuchten Kategorien.

bales Optimum hinsichtlich dieser Ahnlichkeitswiinsche zu fin-
den. Aus algorithmischer Sicht werden die n Elemente einer Do-
kumentkollektion D oft als Knoten eines gewichteten Graphen
G = (V,E, ) interpretiert, dessen Kantengewichte als die Ahn-
lichkeiten der zugehdrigen Dokumente definiert sind.

Es ist schwer zu beurteilen, welcher der existierenden Cluster-
Algorithmen fiir die Aufgabe der Dokumentenkategorisierung am
besten geeignet ist. Der folgende Text nennt die wichtigsten Klas-
sen von Cluster-Algorithmen, die in Zusammenhang mit dem Vek-
torraummodell Verwendung finden (siehe auch Abbildung 4) und
stellt ein neues, dichtebasiertes Verfahren vor.

Hierarchische Algorithmen. Hierarchische Algorithmen erzeugen
einen Baum mit Knotenteilmengen, in dem sie nach und nach
die Knoten des gegebenen Ahnlichkeitsgraphen entweder auftei-
len oder zusammenfassen. Um ein eindeutiges Clustering zu erhal-
ten, ist ein zweiter Schritt notwendig, der festlegt, wo innerhalb
des Baumes der Aufteilungs- oder Zusammenfassungsprozess ge-
stoppt wird. Die hierfiir eingesetzten Heuristiken analysieren die
k ndchsten Nachbarn, die Cluster-Distanzen und -Durchmesser,
die Cluster-Varianzen (Ward), minimale Spannbdume oder Kan-
tenschnitte.

Iterative Algorithmen. Cluster-Algorithmen diesen Typs versu-
chen, ein existierendes Clustering stufenweise zu verbessern; sie
lassen sich weiter einteilen in exemplarbasierte und austauschba-
sierte Verfahren. Die erstgenannten unterstellen fiir jeden zukiinf-
tigen Cluster einen Reprdsentanten — genauer: einen Zentroiden
fiir geometrische Graphen oder einen Medoiden fiir andere Di-
stanzgraphen — dem die Knoten gemé@ ihrer Entfernung zugeord-
net werden. Austauschbasierten Verfahren starten mit einem vor-
ldufigen Clustering und tauschen solange Knoten zwischen Clu-
stern aus, bis ein gegebenes QualitdtsmaR erfiillt ist.

Meta-Suchverfahren. Unter diesem Begriff fasst man Algorithmen
zusammen, die ein Cluster-Problem als generische Optimierungs-
aufgabe betrachten. Aus Sicht einer Cluster-Aufgabe bietet diese
Herangehensweise ein Maximum an Flexibilitét, ist in der Realitdt
aber mit Laufzeiten verbunden, die meist weit iiber den Laufzeiten
anderer Cluster-Algorithmen liegen.

Dichtebasierte Algorithmen. Dichtebasierte Algorithmen versu-
chen, Cluster gleichm&Riger Dichte zu erzeugen. Im Idealfall be-
stimmen sie die optimale Cluster-Anzahl automatisch und ma-
chen keine Einschrankung bzgl. Cluster-Form und GroRenvertei-
lung [6].

Ein solcher dichtebasierter Clustering-Algorithmus ist MajorClust
[7]; er hat sich im Bereich der Dokumentkatgorisierung bewahrt
und findet u. a. in der Meta-Suchmaschine Alsearch Verwendung.
Da es sich um ein relativ neues Verfahren handelt und sich sein
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Abbildung 4: Einteilung existierender Cluster-Algorithmen hin-
sichtlich ihres algorithmischen Prinzips.

Prinzip algorithmisch gut beschreiben I14Rt, ist er nachfolgend vor-
gestellt. MajorClust ist ein heuristisches Verfahren zur Maximie-
rung von A, dem gewichteten partiellen Zusammenhang eines
Ahnlichkeitsgraphen G.

Definition (A) SeiC = {C1,...,Cy} ein Clustering der Knoten-
menge V eines gewichteten Graphen G = (V, E, ).

k
A©@) =Y _[Cil - N,
i=1

wobei A; den gewichteten Kantenzusammenhang des indu-
zierten Subgraphen G(C;) bezeichne. Der gewichtete Kan-
tenzusammenhang X\ eines Graphen G = (V,E,p) ist als
min Z{H’U}EE/ o(u,v) definiert, mit der Bedingung, dass G' =
(V,E\ E') nicht zusammenhinged ist. A wird auch als die Ka-
pazitit eines minimalen Cuts von G bezeichnet.

Zu Anfang entspricht jeder Knoten seinem eigenen Cluster. In den
nachfolgenden Reorganisationsschritten wird ein Knoten v demje-
nigen Cluster zugeordnet, der augenblicklich die héchste Kanten-
gewichtssumme beziiglich v besitzt (siehe auch Abbildung5). Der
Algorithmus terminiert, wenn kein Knoten mehr seine Cluster-Zu-
gehorigkeit dndert.

Algorithmus. MajorClust.

Input.  Graph G = (V, E, ).

Output. Funktion ¢ : V' — N, die Knoten auf Cluster abbildet.
(1) n=0,t= false

2) YweVdon=n+1, ¢(v) =nend
3) while t = false do

4) t = true
5)
6)

Yv eV do

o = .arginax ( Z w(u,v))

{u,v}eE
A e(u)=i

(7) if c(v) # ¢* then c(v) = ¢*,t = false
(8) end
(9) end

(
(
(
(
(

2.4 Clustern mittels Suffix-Biaumen

Suffix-Baum-Clustern, im Folgenden mit STC abgekiirzt, unter-
scheidet sich grundlegend von den vektorraumbasierten Ansitzen
[8]. STC definiert Dokumentihnlichkeit mittels Wort- bzw. Satz-
tiberdeckungen und Wortreihenfolge. Folgende Eigenschaften lie-
gen dem STC zugrunde:
1. Je mehr Satzfragmente zwischen Dokumenten {berein-
stimmen, desto dhnlicher sind die Dokumente.
2. Die natiirliche Reihenfolge der Worte innerhalb eines Do-
kumentes ist wichtig fiir die Ahnlichkeitsberechnung.
3. Ein Dokument kann mehrere Themen beinhalten und kann
daher in mehreren Clustern auftauchen.

bee-l3e

Abbildung 5: Illustration von Schritt 6 und 7 in MajorClust: Ei-
ne definite Mehrheitsentscheidung (links) und ein Unentschieden
(rechts) bei der Zuweisung des mittleren Knotens zu einem Clu-
ster.

Diese Eigenschaften kénnen mittels eines Suffix-Baumes imple-
mentiert werden. Hierfiir wird ein Dokument als Folge von Wor-
ten d = w1 ... wn betrachtet. Der i-te Suffix eines Dokumentes
ist diejenige Teilfolge von d, die mit dem Wort w; anfingt. Ein
Suffix-Baum einer Wortfolge ist ein Baum, der jeden Suffix der
Wortfolge auf einem Pfad enthilt, wobei die Kanten des Pfades
mit den Worten des Suffix markiert sind. Die Konstruktion eines
Suffix-Baumes geschieht wie folgt: Bei der Einfligung des i-ten
Suffix in den Baum wird gepriift, ob eine Kante mit der Markie-
rung w; inzident zur Wurzel ist. In diesem Fall wird die Kante
traversiert, und es wird gepriift, ob eine nachfolgende Kante die
Markierung w;41 tragt usw. Trifft man auf einen Knoten oh-
ne eine passend markierte Kante, so wird ein neuer Knoten als
Nachfolger generiert und mit einer entsprechend markierten Kan-
te verbunden. Abbildung 6 zeigt einen Suffix-Baum fiir drei kleine
Dokumente mit den Inhalten ,boy plays chess”, ,boy plays bridge
too” und ,father plays chess too".

Offensichtlich realisiert diese Struktur die eingangs beschriebenen
Eigenschaften. Z. B. beinhaltet Knoten a (,boy plays”) eine Teil-
wortfolge der ersten beiden Dokumente; Knoten c (,,chess"”) steht
fiir Dokument eins und drei, und Knoten b (,plays”) enthélt eine
Teilwortfolge aller Dokumente. In der STC-Terminologie werden
Knoten, die Teilwortfolgen von mehr als einem Dokument enthal-
ten, Basis-Cluster (base cluster) genannt. Abbildung 6 zeigt die
fiinf Basis-Cluster der drei Dokumente.

Aus der Menge der Basis-Cluster werden nun die groRten aus-
gewshlt. Sie entsprechen den Knoten eines Ahnlichkeitsgraphen,
wobei zwei Basis-Cluster mit einer Kante verbunden werden, falls
sie mehr als die Hilfte ihrer Dokumente gemeinsam haben (siehe
Abbildung 7). Die Zusammenhangskomponenten dieses Graphen
bilden die gesuchten Kategorien.

3 Angrenzende Fragestellungen

Cluster-Algorithmen sind die Grundlage der meisten Kategorisie-
rungsansdtze. Die Auswahl eines Cluster-Algorithmus und seine
Parametrisierung ist jedoch eine Kunst fiir sich: Der Algorithmus
muR effizient sein, und natiirlich sollen die generierten Cluster
moglichst gut die menschliche Vorstellung einer Kategorisierung
nachbilden. Weiterhin benétigt man Verfahren, um kurz und tref-
fend den Inhalt eines Clusters zusammenfassen und ihn hinsicht-
lich anderer Cluster abgrenzen. Beide Aspekte sind Gegenstand
aktueller Forschung und werden in diesem Abschnitt ndher be-
leuchtet.

3.1 Validierung und Benchmarks

Hierarchische, exemplarbasierte oder dichtebasierte Cluster-Algo-
rithmen werden auf breiter Basis zur Dokumentkategorisierung
eingesetzt [9, 10]. Obwohl die Leistungsfahigkeit der Algorith-
men signifikant von ihren Parametern abhingt (siehe Tabelle 2),
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too

) "boy plays chess"
D "boy plays bridge too"
"father plays chess too"

Abbildung 6: Ein Suffix-Baum fiir die Dokumente ,boy plays
chess”, ,boy plays bridge too” und ,father plays chess too”. Die
eingefarbten Knoten reprisentieren die Dokumente, die den Suffix
beinhalten, der an dem jeweiligen Knoten endet.

ist deren automatische Bestimmung im Zusammenhang mit der
Dokumentkategorisierung wenig erforscht. Eine Moglichkeit, um
geeignete Parameter zu finden, sind Clustering-QualitdtsmaRe.
Sie bilden — gem&R ausgewihlter Eigenschaften — ein Clustering
auf eine reelle Zahl ab. Hat man nun eine Menge von Clusterings,
die mit verschiedenen Parametern erzeugt wurden, so l3sst sich
auf Basis des QualitdtsmaRes eine Giiterangfolge definieren.
Was macht ein gutes Clustering aus? Traditionelle Qualitdtsma-
Re wie der Dunn-Index oder der Davies-Bouldin-Index definieren
Qualitdt mittels Varianzen innerhalb von Clustern, Distanzen zwi-
schen Clustern und Distanz-Durchmesser-Verhiltnissen. Diese Ei-
genschaften beziehen sich auf die strukturelle Natur der Cluster
und sollen deren Homogenitdt und Separierung messen. Es bleibt
die Frage, ob ein vom Menschen erstelltes Clustering einen ho-
hen Wert unter einem solchen QualitdtsmaR erzielt — oder anders
gefragt, ob es ein Clustering-QualitdtsmaR gibt, das dem mensch-
lichen Informationsbediirfnis (information need) im Dokumenten-
Retrieval Rechnung tragen kann.
Abbildung 8 zeigt ein Streudiagramm, in dem jeweils die Giite
eines Clusterings beziiglich einer menschlichen Kategorisierung
sowie der zugehdrige Dunn-Index-Wert gegeniibergestellt sind.
Schwéchen im Dunn-Index zeigen sich in den eingekreisten Clu-
sterings: Die alleinige Orientierung an diesem Index fiihrt nicht zur
Auswahl des besten Clusterings. Grundlage solcher und dhnlicher
Analysen sind von Menschen erstellte Testkollektionen; Tabelle 3
nennt einige bekannte.
Es wird nun ein graphbasiertes QualitdtsmaR vorgestellt, das kei-
ne expliziten Abstands- und Streukriterien verwendet [11]. Dazu
folgende Voriiberlegung: Ein Graph G = (V, E)) heift diinn, falls
|E| = ©(|V]); er heit dicht, falls |E| = ©(|V]?). D.h., man
kann ein MaR fiir die Dichte 0 eines Graphen aus der Gleichung
|E| = |V|° ableiten. Fiir gewichtete Graphen G = (V, E, ) lasst
sich diese Beobachtung verallgemeinern:

In(p(G))

e(G)=V]" & 0= Ta(v])

wobei p(G) = [V + > _p¢(e). Offensichtlich kann 6 dazu

Cluster-Algorithmen Parameter

exemplarbasiert Anzahl von Kategorien,

initiale Wahl von Stellvertretern,
initiale Clusterings

Agglomerations- bzw. Divisionslevel

Dichteschwellwert

hierarchisch
dichtebasiert

Tabelle 2: Einige Parameter von Cluster-Algorithmen.

Abbildung 7: Der Ahnlichkeitsgraph fiir die Basis-Cluster aus Ab-
bildung 6. Da es nur eine Zusammenhangskomponente gibt, wer-
den alle Basis-Cluster zu einer Kategorie zusammengefasst. Ware
das Wort ,,plays” auf einer Stoppwortliste, wiirden drei Kategorien
entstehen, da der mittlere Basis-Cluster — und mit ihm seine vier
inzidenten Kanten — verworfen wiirden.

benutzt werden, um die Dichte eines induzierten Subgraphen
G' = (V' E',¢') von G anzugeben: G’ ist diinn (dicht) im Ver-
gleich zu G, falls ©(G")/|V'|’ kleiner (groRer) als 1 ist. Diese
Uberlegung fithrt zum QualitdtsmaR der erwarteten Dichte, j.

Definition (erwartete Dichte) Sei C = {Ci,...,Cx} ein Clu-
stering der Knotenmenge V von G = (V, E, ), und sei G; =
(Vi, Ei, @) der von G induzierte Subgraph beziiglich C;. Dann
ist die erwartete Dichte eines Clusterings C wie folgt definiert:

k

_ Vi G; .

)= ||V|| : ‘T‘(W), wobei [V]° = (G)
i=1

Experimente mit dem Reuters-Korpus RCV1 bestatigen die Ro-
bustheit dieses MaRes [11]; exemplarisch ist die Performance im
Streudiagramm in Abbildung 9 dargestellt.

3.2 Cluster-Benennung

Die gefundenen Cluster sind mit wenigen und fiir ihren Inhalt tref-
fenden Worten zu benennen, um einem Anwender einen Uberblick
tiber identifizierte Themen zu geben. Fiir eine Cluster-Benennung
wiinscht man sich unter anderem die folgenden Eigenschaften:
verschiedene Cluster sollen verschiedene Bezeichnungen erhalten,
die Bezeichnungen sollen zwischen den Clustern diskriminieren
und die Bezeichnungen sollen méglichst genau den Inhalt der
ihnen zugeordneten Dokumenten wiedergeben. Ein formaler Rah-
men mit wichtigen Eigenschaften einer Cluster-Benennung ist in
[12] beschrieben.

Aktuelle Ansdtze zum Benennen von Kategorien und Unterkate-
gorien in Kategorieb3umen benutzen unter anderem den x2-Test:
Jedem Blatt des Kategoriebaumes wird die Vereinigung aller Wor-
te der assoziierten Dokumente zugewiesen; jeder innere Knoten
erhilt die Vereinigung der Worte seiner S6hne. Ausgehend von der
Wourzel wird fiir jedes Wort w ein x2-Test fiir die Hypothese ,Die
Wahrscheinlichkeit, dass w in einem der Nachfolger auftaucht, ist

Name Organisation Inhalt #Dok. #Kat.
Reuters-21578 flach Nachrichten 10,000 90
Reuters RCV1 hierarchisch Nachrichten 800,000 120
Ohsumed hierarchisch Medizintexte 230,000 14000
TREC divers divers >20 GB  divers

Tabelle 3: Bekannte Testkollektionen. Die Anzahl von Dokumen-
ten und Kategorien bezieht sich auf den kategorisierten Teil der
Kollektion. In den Reuters-Kollektionen kann ein Text zu mehre-
ren Kategorien zugeordnet sein.
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Abbildung 8: Experiment zum Dunn-Index. Die Testkollektion
enthalt 800 Dokumente, die in fiinf Kategorien unterteilt sind.

Die Ahnlichkeit jedes Clusterings beziiglich der Referenzkatego-
risierung wurde mit dem F-Measure quantifiziert und auf der y-
Achse aufgetragen, die entsprechenden Werte des Dunn-Index auf
der z-Achse. Die eingekreisten Clusterings zeigen kritische Dunn-
Index Werte: die zugehdrigen F-Measure-Werte sind schlechter
als bei vielen anderen Clusterings; der Dunn-Index bewertet die-
se Clusterings besser, als sie aus Sicht des Menschen sind. Die
gestrichelte Kurve zeigt den Verlauf eines idealen Qualitatsmales.

gleich.” durchgefiihrt. Kann die Hypothese nicht verworfen wer-
den, so wird w als Bestandteil des gemeinsames Vokabulars des
aktuellen Unterbaumes interpretiert und aus dem Vokabular aller
Nachfolger gestrichen. Die hiufigsten Worte aus dem Vokabular
eines jeden Knotens bilden dann die Cluster-Benennung.

Weighted Centroid Covering (WCC) ist eine effiziente Methode
zur Cluster-Benennung, die auf nicht-hierarchische Kategorisie-
rungen angewandt werden kann. Sie versucht unter Beriicksichti-
gung der Cluster-GroRe mdoglichst fair die wichtigsten Worte im
virtuellen Wortvektor des Cluster-Zentroiden zu iiberdecken [12].

4 Kategorisierende Suchmaschinen

Tabelle 4 zeigt eine Projektiibersicht zu kategorisierenden Such-
maschinen. Nur noch wenige der Forschungsprojekte sind online;
kommerzielle Projekte dominieren die Szene. Jedes der Projek-
te folgt unterschiedlichen Paradigmen was Benutzer-Interaktion,
Kategoriebildung, Visualisierung und — vom softwaretechnischem
Standpunkt aus — Aufteilung von Funktionalitdt in Client und
Server angeht.

Vivisimo (siehe Abbildung 1) ist das bislang erfolgreichste Pro-
jekt. Es begann im Jahr 2000 als Forschungsprojekt der Carnegie
Mellon Universitdt und beantwortet mittlerweile iiber eine Million
Anfragen pro Monat. Nach der Formulierung einer Anfrage star-
tet Vivisimo eine Meta-Suche auf konventionellen Suchmaschi-
nen. Obwohl iiber die zugrundeliegende Cluster-Technologie auf
Vivisimos Web-Seiten nichts zu erfahren ist, liegt die Vermutung
nahe, dass eine Variante des Suffix-Baum-Clusterns zum Einsatz
kommt. Die gefundenen Kategorien werden in einem Kategorie-
baum angezeigt: Die Cluster-Benennungen der groBten Katego-
rien sind auf der linken Seite des Browsers dargestellt, wihrend
der Inhalt einer Kategorie im rechten Teilfenster als HTML-Liste
zu sehen ist. Der Kategoriebaum kann dabei dhnlich wie beim
Windows-Explorer expandiert werden: Vivisimo erzeugt serversei-
tig HTML/JavaScript-Code und iiberldsst dem Browser das Ak-
tualisieren des Baumes und der HTML-Liste. Vivisimos Cluster-
Technologie wird seit 2003 auch von MetaCrawler, WebCrawler

5 Klassen, 800 Dokumente
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Abbildung 9: Experiment zur erwarteten Dichte p auf den glei-
chen Daten wie im Experiment zum Dunn-Index in Abbildung 8.
Die vier besten Clusterings werden als solche erkannt, und das
Maximum von p identifiziert hier die ideale (menschliche) Kate-
gorisierung.

und DogPile eingesetzt.

Turbol0 bietet die Option, eine Meta-Suche auf bis zu 10
von insgesamt ca. 1.600 Suchschnittstellen durchzufiihren [13].
Die meisten davon sind Datenbank-Frontends; dementsprechend
wirbt TurbolO damit, Informationen aus dem ,Deep Web", also
von Standardsuchmaschinen nicht-indizierte Seiten, systematisch
nutzbar zu machen. Das Clustern findet asynchron statt: Nach-
dem die Suchergebnisse an den Browser iibermittelt wurden, er-
stellt JavaScript-Code immer genau 10 Cluster. Jeder dieser Clu-
ster ist mit einem Schliisselwort bezeichnet und dhnlich wie in
Vivisimo dargestellt.

Bei Alsearch (siehe Abbildung 10 und [14]) werden Eingaben wah-
rend der Anfrageformulierung mit dem SmartSpell-Algorithmus
syntaktisch gepriift. Alsearch fiihrt eine Meta-Suche auf meh-
reren Suchmaschinen aus und analysiert ca. 200 Suchergebnisse
hinsichtlich ihrer thematischen Ahnlichkeit. Die gefundenen Kate-
gorien werden durch einen Graphen dargestellt, wobei verwandte
Kategorien rdumlich n3dher angeordnet sind, als nicht verwandte.
Der Graph ist in einem hyperbolisch verzerrten Raum dargestellt:
Sobald eine Kategorie mit der Maus in Richtung Zentrum bewegt

3 AISEARCH - Microsoft Internet Explorer, [=1e3)
? 2
i

. 3| B weshsonau | Links
Turing Test' Alsearchl 3
.:‘ = = 40. chatterbols, tinymuds, and the turing
) test

ity Lt comtifpfsa il
(etscape)

MACHINERY INTELLIGENCE
3

41, the ultimate turing test

COMMUNICATION (2, 0.19)] CAPABILITY HUMAN (7, 0.15)

(Yahoo) -

42, computing machinery and intelligence
—am turing, 1950

GUESTIONS TELL (2, 0.41)]

Abbildung 10: Snapshot der Alsearch-Benutzerschnittstelle. Auf
der linken Seite ist ein Graph mit den gefundenen Kategorien
zu sehen. Ein Klick auf einen Cluster zentriert diesen und stellt
seinen Inhalt auf der rechten Seite des Fensters dar.
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Name Stapellauf  Status Entwicklungs-  Kategorisierungs-  Dokumenten- URL

stadium methode modell
Grouper 1997 inaktiv Forschung uniiberwacht Suffix-Baum keine Demo verfiigbar
Oasis 1997 inaktiv Forschung uniiberwacht VRM keine Demo verfiigbar
EuroSearch 1998 inaktiv Forschung uniiberwacht VRM keine Demo verfiigbar
Yahoo Planet 1998 inaktiv Forschung tiberwacht VRM http://www-ai.ijs.si/DunjaMIladenic/
ZNow 1998 jetzt Endymion  kommerziell uniiberwacht unbekannt http://www.goendymion.com/
Vivisimo 2000 online kommerziell uniiberwacht unbekannt http://www.vivisimo.com
Infonetware 2000 online kommerziell uniiberwacht unbekannt http://www.infonetware.com
Lighthouse 2000 inaktiv Forschung uniiberwacht VRM http://www-ciir.cs.umass.edu/~leouski
KartOO 2001 online kommerziell uniiberwacht unbekannt http://www kartoo.com
Alsearch 2002 online Forschung uniiberwacht VRM http://www.aisearch.de
WebRat 2002 z. Zeit inaktiv Forschung uniiberwacht VRM http://www.know-center.at/webrat/
Turbol0 2003 online kommerziell uniiberwacht unbekannt http://www.turbo10.com
Mooter 2003 online kommerziell uniiberwacht unbekannt http://www.mooter.com

Tabelle 4: Projekte zur kategorisierenden Dokumentsuche im Internet. Einige der friihen Forschungsprojekte sind inzwischen inaktiv,
und es gibt daher keine Demonstrationswebseiten. Viele der kommerziellen Projekte machen keine Angaben {iber Dokumentmodell oder

Cluster-Technologie. Die Abkiirzung VRM steht fiir Vektorraummodell.

wird, bekommt diese und angrenzende Kategorien mehr Platz.
Ein Klick auf eine Kategorie zeigt die hierzu gehdrige Liste der
gefundenen Suchergebnisse.

KartOO holt sich fiir eine Anfrage zwdlf Dokumente von einer
Suchmaschine und zeigt diese mit einem Flash-Browser-Plugin
an: Jedes Dokument ist durch einen Knoten symbolisiert, der mit
der URL des Dokumentes beschriftet ist. Wenn der Mauszeiger
sich iiber eines der dargestellten Themen bewegt, werden Doku-
mente, die mit dem Thema assoziiert sind, kurzzeitig mit einer
Hyperkante verbunden.

Mooter ist ein relativ junges Projekt, das im Jahr 2003 ins Leben
gerufen wurde. Nach einer ersten Suchanfrage generiert Mooter
ein Bild, in dem gefundene Kategorien sternférmig um die ein-
gegebene Anfrage angeordnet sind. Auf Mausklick erscheint eine
neue Seite, die nur die Unterkategorien der gewadhlten Kategorie
auf der linken und eine Linkliste fiir den Inhalt einer selektierten
Unterkategorie auf der rechten Seite zeigt.

WebRat gruppiert die Ergebnisse einer Meta-Suche und stellt
das Clustering in einer ,\Wolkenlandschaft” innerhalb eines Java-
Applets dar [15]. Fiir jeden gefundenen Cluster entsteht eine mit
Schliisselworten beschriftete Wolke, deren GroBe sich nach der
Dokumentanzahl richtet. Der Abstand zwischen den Wolken spie-
gelt die Cluster-Ahnlichkeit wider.

LightHouse benutzt ebenfalls eine Meta-Suche, um Wortvekto-
ren aus gefundenen Treffern zu erstellen [16]. Interessanterweise
werden hier die Wortvektoren nicht geclustert — ihre Abstandsma-
trix dient als Eingabe fiir einen MDS-Algorithmus, der ein Layout
gemiR der Ahnlichkeit im zwei- oder dreidimensionalen Raum er-
stellt: Je dhnlicher sich Dokumente sind, desto geringer ist ihre
Distanz. Jedes Dokument wird durch eine Kugel dargestellt, und
das Clustern obliegt dem Auge des Betrachters.

Die Webseite von Infonetware ist eine Demonstration der Clu-
ster-Technologie von Infogistics. Vergleichbar zu Vivisimo werden
Meta-Suchergebnisse hierarchisch in Kategorien organisiert. Die
Strategie der Kategorisierungstechnologie (RealTerm) besteht
aus vier Schritten: Rechtschreibkorrektur, Identifikation wichtiger
Phrasen, Clustering und Hierarchiebildung auf Basis von Wortas-
soziationen.
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