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corta como fuente de información

Karen E. Villagrana-Bañuelos1, Laura A. Zanella-Calzada2,
Carlos E. Galván-Tejada1, Hamurabi Gamboa-Rosales1,

Jorge I. Galván-Tejada1

1 Universidad Autónoma de Zacatecas,
Unidad Académica de Ingenieŕıa Eléctrica,
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Resumen. La inteligencia artificial y su aplicación en el área médica, ha
venido a coadyuvar al diagnóstico de diversas enfermedades. La manipu-
lación, procesamiento, análisis, e interpretación de grandes y complejos
datos, ha permitido, identificar relaciones, que en muchas ocasiones,
permanecen imperceptibles para la mente humana. El desarrollo del
aprendizaje automático, permite, diseñar modelos, que ayuden a predecir
enfermedades; algunas de ellas, se desconoce aún con los avances cient́ıfi-
cos, la razón que las genera, por lo que encontrar patrones, permite inferir
sobre dichas enfermedades, para prevención y diagnóstico. El śındrome de
muerte súbita del lactante (SMSL), es la muerte de un menor de un año
de edad, sin causa aparente. Una de la posibles explicaciones al SMSL son
los errores innatos del metabolismo (EIM), especialmente los defectos en
la beta-oxidación de los ácidos grasos, por lo que este estudio se centra
en analizar la relación de los ácidos grasos de cadena corta (AGCC)
con casos identificados de muerte por SMSL contra controles, evaluando
y comparando el rendimiento de los clasificadores k Nearest Neighbors,
Random Forest, Näıve Bayes y Regresión Loǵıstica, para incrementar las
pruebas de que existe una relación de los procesos metabólicos con este
śındrome. Los modelos de Random Forest y de Näıves Bayes obtienen
un desempeño igual para esta muestra de sujetos de SMSL, con un área
bajo la curva de 0.75 y una exactitud de 0.8889 para ambos clasificadores.

Palabras clave: Śındrome de muerte súbita del lactante, ácidos grasos
de cadena corta, k vecinos más cercanos, bosque aleatorio, Näıve Bayes,
regresión loǵıstica.
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Evaluation of Four Classifiers for the Recognition
of Sudden Infant Death Syndrome Using Short
Chain Fatty Acids as a Source of Information

Abstract. Artificial intelligence and its application in the medical area,
has come to contribute to the diagnosis of various diseases. The mani-
pulation, processing, analysis, and interpretation of large and complex
data has allowed us to identify relationships that, on many occasions,
remain imperceptible to the human mind. The development of machine
learning allows to design models that help to predict diseases; some of
them, even with scientific advances, the reason that generates them is
unknown, so finding patterns allows us to infer about these diseases, for
prevention and diagnosis. Sudden infant death syndrome (SIDS) is the
death of a child under one year of age, with no apparent cause. One of the
possible explanations for SIDS, is the inborn errors of metabolism (IEM),
especially defects in fatty acid beta-oxidation, so this study focuses on
analyzing the relationship of short chain fatty acids (SCFAs) in cases
identified from death by SIDS versus control cases, evaluating and com-
paring the performance of k Nearest Neighbors (kNN), Random Forest
(RF), Näıve Bayes and Logical Regression to increase the evidence that
there is a relationship of metabolic processes with this syndrome. The
Random Forest and Näıves Bayes models obtained the same performance
for this sample of SIDS subjects, with an area under the curve of 0.75
and an accuracy of 0.8889 for both classifiers.

Keywords:Sudden infant death syndrome, short chain fatty acids, k
nearest neighbors, random forest, Näıve Bayes, logical regression.

1. Introducción

Por décadas la inteligencia artificial, ha existido, pero su relación con la
medicina se vio retrasada debido a cuestiones éticas y culturales [18]. A pesar
de ello el aprendizaje automático, por medio de los modelos predictivos, ha
cobrado gran relevancia en las ciencias médicas, estudiando diferentes enferme-
dades multifactoriales [1, 10,23], especialmente en el área pediátrica [16], donde
ha permitido incursionar en la asistencia diagnóstica tal como el trabajo de
Homer Warnerm, que en 1961 desarrolló un sistema de diagnóstico automatizado
para diagnosticar correctamente a pacientes con cardiopat́ıas congénitas a partir
de cincuenta variables cĺınicas, obtuvo como resultado, que el sistema fue más
certero, comparado con los diagnósticos de los cardiólogos [18], otro ejemplo
más reciente es el trabajo de Halabi et al [13], quienes trabajaron con técnicas
de aprendizaje automático en la identificación de la edad ósea pediátrica; y
aśı múltiples investigaciones han consolidado la pertenencia del uso de técnicas
de aprendizaje automático en el área médica [24], buscando proporcionar un
instrumento de apoyo.

Existen múltiples enfermedades que en nuestro siglo, siguen siendo un reto
para la comunidad cient́ıfica, ya que no se ha logrado esclarecer consistentemente
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el origen de las mismas. Resultan de interés, ya que la inteligencia artificial per-
mite manipular grandes y complejas cantidades de datos, encontrando relaciones
que ha simple vista, parecen inexistentes. Aśı patoloǵıas, de las cuales aún no se
ha descubierto la causa certera, podŕıan beneficiarse, de la inteligencia artificial,
para lograr identificar patrones, que no se teńıan contemplados, y aśı inferir con
el objetivo de prevenirlas o tratarlas.

El śındrome de muerte súbita del lactante (SMSL) es definido como la muerte
de un menor de un año de edad, que permanece sin explicación después de una
autopsia y de una investigación exhaustiva de la escena de muerte [14]. A pesar
de los múltiples esfuerzos de investigaciones en área médica, las explicaciones
posibles abarcan una amplia rama de teoŕıas sobre el origen de éste śındrome,
dentro de las cuales destacan los defectos en el corazón [7, 19, 26, 27], teoŕıas
del triple riesgo [11, 15], pérdida del automatismo cardiorrespiratorio [2, 3], los
errores innatos del metabolismo [17], entre otros.

Atendiendo, a la teoŕıa patogénica que los errores innatos del metabolismo
(EIM) pudieran explicar las muertes por SMSL; entenderemos por EIM a un
grupo de enfermedades causadas por una mutación genética que tiene como
efecto la producción de una protéına anómala que conlleva la alteración del
funcionamiento fisiológico de la célula; según sea la función alterada, los efectos
fisiopatológicos del acumulo de sustancias no metabolizadas dependen del grado
de acumulación y de su posible toxicidad [6], de ah́ı la gran variedad de pre-
sentaciones cĺınicas, y la dificultad en el diagnóstico si no se busca de manera
intencionada. Los trastornos del ciclo de beta-oxidación de ácidos grasos, forman
parte de los EIM. La enzima acetil coenzima A, es generada a partir de ciclos
repetidos de oxidación, necesitando de grupos de cuatro enzimas espećıficas para
cada una de las longitudes de cadena de los ácidos de cadena muy larga, larga,
media y corta. Se han estudiado los defectos de oxidación de los ácidos de cadena
media, sin embargo, Opdal et al [20] destaca la necesidad de investigar otros tipos
de defectos como los EIM, en especial los defectos del metabolismo de los ácidos
grasos de cadena corta (AGCC) [5]. Siendo de especial interés identificar, si existe
relación entre el SMSL y los niveles de ácidos grasos de cadena corta, lo cual
permitiŕıa tener marcadores para pronosticar riesgo de presentar el śındrome.

Debido a lo anterior, el objetivo de este estudio es evaluar y comparar el ren-
dimiento de los clasificadores k Nearest Neighbors (kNN), Random Forest(RF),
Näıve Bayes(NB) y Regresión Lógistica(RL) en el reconocimiento de SMSL
utilizando AGCC.

2. Materiales y métodos

En la presente sección se describen los datos utilizados para el desarrollo de
los modelos de clasificación, al igual que una breve descripción de los mismos.
También, las métricas utilizadas para la validación y la comparación de los
modelos son mencionadas.
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2.1. Descripción de la base de datos

Para el desarrollo de este trabajo fue utilizada la base de datos, ’SCFA
profile in babies dying from SIDS’, la cual se encuentra públicamente dispo-
nible en https://www.metabolomicsworkbench.org proporcionada por el NIH
Common Fund′s National Metabolomics Data Repository, con el número de
proyecto asignado PR000512.

La información contenida en esta base de datos se refiere a 18 sujetos, cinco
controles y 13 pacientes diagnosticados con SMSL. Esta información incluye
los valores obtenidos para las caracteŕısticas presentadas en la Tabla 1, los
cuales fueron calculados post-mortem a través de la extracción fŕıa medida con
ionización de electrones - cromatograf́ıa de gases espectrometŕıa de masas sin
derivación.

Tabla 1. Caracteŕısticas contenidas en la base de datos de perfil de AGCC, en
lactantes fallecidos por SMSL.

Caracteŕısticas

1 Horas de intervalo post-mortem
2 Semanas de edad gestacional
3 Semanas de edad post-natal

4 Ácido isovalérico

5 Ácido octanoico

6 Ácido propiónico

7 Ácido isobut́ırico

8 Ácido but́ırico

9 Ácido hexanoico

10 Ácido valérico

11 Ácido acético

2.2. Modelos de clasificación

En esta sección se describen brevemente los modelos de clasificación que han
sido utilizados para la identificación de lactantes que presentaron śındrome de
muerte súbita. Estos clasificadores fueron seleccionados debido a sus diferentes
caracteŕısticas, aśı como por ser utilizados en el campo de la biomédica para
diferentes enfermedades, ya sea para dar pronósticos o diagnóstico de las mismas
[9, 24,28].

Random Forest
Random forest (RF) o bosques aleatorios, se refiere a un conjunto de clasifi-
cadores que aprenden de manera aleatoria múltiples árboles de decisión. Este
método consiste en dos etapas principales, entrenamiento y prueba. En la etapa
de entrenamiento se construyen los múltiples árboles de decisión, mientras que
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en la etapa de prueba se lleva a cabo la clasificación o la predicción de la variable
de salida con base en las variables de entrada.

La distribución que se obtiene de los árboles de decisión de cada bosque es
inicialmente promediada para después llevar a cabo la clasificación. Los predic-
tores de cada muestra son combinados usando la media para el caso donde las
variables son continuas y el voto mayoritario para el caso donde las variables son
categóricas.

Una caracteŕıstica de esta técnica es que no presenta problemas significativos
de sobreajuste, y no se ve afectada por el ruido o los valores at́ıpicos que pueden
estar presentes en los datos. Además, puede reducir los errores de generalización,
permitiendo lograr un valor alto de precisión [4].

Regresión Loǵıstica
Los modelos de regresión loǵıstica (RL) presentan como requisito que la variable
de salida sea categórica, y calculan generalmente la probabilidad, en un rango
de 0 a 1, de que una clase pertenezca a alguna de las categoŕıas del conjunto de
datos.

La probabilidad estimada que se obtiene como salida es usada para inferir
qué tan confiable puede ser el valor que se predijo en comparación con el valor
real, dado un valor de entrada.

Existen diferentes tipos de RL, tales como regresión loǵıstica binaria, multi-
nominal y ordinal, las cuales vaŕıan dependiendo del número de categoŕıas que
presente la variable de salida [8].

K-Nearest Neighbor
K-NN o K-vecinos cercanos, es una técnica regularmente utilizada cuando se
tiene poco o nulo conocimiento sobre la distribución de los datos.

K-NN consiste en minimizar la distancia Euclidiana de la muestras de entra-
da con respecto a las caracteŕısticas, buscando de esa manera que cada muestra
se categorice con sus vecino más cercanos.

Por lo tanto, esta técnica se basa en una regla de clasificación en donde se
asigna a cada muestra la etiqueta de la categoŕıa mayoritaria de sus K muestras
más cercanas. Regularmente K es asignado con un número impar, para evitar
de esta manera lazos [21].

Näıve Bayes
Näıve Bayes (NB) se refiere a una técnica de clasificación basada en probabilidad,
en donde se calcula el conjunto de probabilidades a través de contar la frecuencia
y las combinaciones de valores en un conjunto de datos.

Esta técnica asume que todas las variables son independientes considerando
el valor de la variable dependiente o de salida. Esta suposición de independencia
condicional es raramente aceptada en aplicaciones reales, por lo que se le ca-
tegoriza como ’ingenua’, pero este algoritmo tiende a aprender rápidamente en
problemas de clasificación controlados.
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Por lo tanto, el teorema Bayes es usado para determinar la probabilidad
condicional, en donde se calcula la probabilidad de la ocurrencia de un evento
A, de un evento B, de un evento A cuando un evento B ocurre, y de un evento
B cuando un evento A ocurre. Con base en esto, se obtiene la probabilidad de
cada muestra de corresponder a alguna de las dos categoŕıas posibles [25].

2.3. Validación

Con el fin de evaluar el comportamiento de los modelos desarrollados se llevó
a cabo una etapa de validación, con base en tres métricas principales, la curva
ROC (acrónimo de receiver operating characteristic), al área bajo la curva (AUC,
por sus siglas en inglés) y la exactitud.

Para el cálculo de estas métricas es necesario conocer el número de verdaderos
positivos (VP), verdaderos negativos (VN), falsos positivos (FP) y falsos negati-
vos (FN). Con base en esto, es posible obtener la sensibilidad y la especificidad.
La sensibilidad calcula con la Ecuación 1, la cual permite conocer la probabilidad
de que un caso de positivo SMSL sea clasificado correctamente:

Sensibilidad =
V P

V P + FN
. (1)

La especificidad se calcula con la Ecuación 2, la cual permite conocer la
probabilidad de que un caso negativo de SMSL sea clasificado correctamente:

Especificidad =
V N

V N + FP
. (2)

A través de estas dos métricas es posible obtener la curva ROC, la cual
permite visualizar el comportamiento de los clasificadores, en conjunto con el
AUC. El AUC representa la probabilidad que una muestra positiva aleatoria sea
identificada de manera correcta [12].

Por otro lado, la medición de la exactitud se refiere a la tasa del número de
predicciones correctas con respecto al total de predicciones hechas, y se puede
calcular con la Ecuación 3:

Exactitud =
predicciones correctas

total de predicciones
. (3)

3. Experimentos y resultados

En esta sección se describen los experimentos y los resultados obtenidos a
través de la metodoloǵıa seguida.

Para este trabajo fue utilizado un conjunto de datos contenido por once
caracteŕısticas que describen los valores presentados por pacientes con SMSL
positivo y SMSL negativo. Estos datos fueron modelados a través de cuatro
clasificadores: RF, RL, K-NN y NB, con el fin de identificar automáticamente la
clase a la que pertenećıa cada paciente. Para el entrenamiento de los modelos se
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tomó el 70 % de los datos y el 30 % restante se utilizó para prueba. Una vez que
los modelos fueron desarrollados, se sometieron a una evaluación a través de una
validación estad́ıstica, para poder conocer el grado de generalización alcanzado.

En la Tabla 2 se presentan los resultados obtenidos de la validación de los
modelos, en donde se pueden observar los valores de exactitud y AUC calculados
para cada clasificador.

Tabla 2. Resultados de la validación de los modelos obtenidos.

Clasificador Exactitud AUC

RF 0.8889 0.7500
RL 0.6667 0.6071

K-NN 0.7777 0.6786
NB 0.8889 0.7500

Por otro lado, en la Figura 1 se muestran las curvas ROC obtenidas para
cada modelo de clasificación, dónde se puede observar además su comporta-
miento en términos de sensibilidad y especificidad, permitiendo conocer también
el desempeño de cada clasificador para reconocer los verdaderos positivos y
verdaderos negativos, siendo dos métricas comúnmente utilizadas para evaluar
pruebas médicas.

Toda la experimentación fue desarrollada en R [22], un entorno de software
libre para gráficos y computación estad́ıstica.

4. Discusión y conclusiones

Se realizó un estudio comparativo sobre distintos clasificadores reportados en
la literatura para la clasificación de diferentes problemas en el área biomédica,
tomando en cuenta el perfil de AGCC para clasificar los casos de muerte por
SMSL e incrementar las pruebas de que existe una relación de los procesos
metabólicos con este śındrome.

Los clasificadores que se tomaron en cuenta fueron: Regresión Loǵıstica (RL),
K-Nearest Neighbor (kNN), Random Forest (RF) y Näıve Bayes (NB). En la
Tabla 2, se muestran los diferentes clasificadores, con su valor respectivo de
exactitud y de área bajo la curva. De esta comparación se puede concluir los
siguientes puntos:

– Independientemente del modelo de clasificación seleccionado, todos tiene la
capacidad de tener un área bajo la curva mayor a 0.5, lo cual es un factor a
tomar en cuenta en un tamizaje de AGCC.

– El desempeño del modelo de regresión loǵıstica es menor que el resto en
ambas métricas, sin embargo es un modelo de bajo costo computacional que
permite evaluar el comportamiento de los algoritmos de clasificación para
este problema, aśı como ser un algoritmo que de manera clásica se utiliza en
el área de medicina.
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(a) RF ROC (b) RL ROC

(c) K-NN ROC (d) NB ROC

Fig. 1. Curvas ROC obtenidas para los distintos modelos de clasificación.

– Los modelos de Random Forest y de Näıves Bayes obtienen un desempeño
igual para esta muestra de sujetos de SMSL, con un área bajo la curva de
0.75 y una exactitud de 0.8889 para ambos clasificadores. Ambos con una
sensibilidad de 1, pudiendo aśı clasificar correctamente a todos los positivos.

Es importante mencionar que la base de datos utilizada para realizar este
análisis es limitada a 18 sujetos, y es un conjunto desbalanceado ya que 5
son sujetos de control y 13 casos diagnosticados con SMSL, lo cual dificulta
la generalización del comportamiento de los clasificadores, aśı como el hecho de
que RF y NB tengan el mejor desempeño, ya que debido a la naturaleza de
ambos clasificadores pueden estar sobre ajustados a la clase de casos y por ello
tener una sensibilidad de 1.
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5. Trabajo futuro

Debido a que el SMSL es un proceso multifactorial el cual incluye procesos
metabólicos de los ácidos grasos, se propone como trabajo a futuro, realizar
pruebas utilizando técnicas de reducción de caracteŕısticas para identificar los
ácidos grasos de cadena corta que tienen mayor influencia en este proceso, aśı
como la revisión del desempeño de algoritmos de mayor costo computacional.
De manera espećıfica quedando los siguientes puntos:

– Selección de caracteŕısticas utilizando métodos stepwise.
– Análisis univariado de los ácidos grasos de cadena corta para observar su

comportamiento relacionado con el SMSL.
– Implementación de algoritmo genético para observar la interacción de dife-

rentes combinaciones de ácidos grasos aśı como la importancia de los mismos.
– Implementar técnicas complejas de aprendizaje por computadora, con la

limitante del número de sujetos, que es pequeña.
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A., Cruz, M., Valladares-Salgado, A., Galván-Tejada, J.I., Gamboa-Rosales, H.:
Identification of diabetic patients through clinical and para-clinical features in
mexico: an approach using deep neural networks. International journal of environ-
mental research and public health 16(3), 381 (2019)

2. Bright, F., Vink, R., Byard, R., Duncan, J., Krous, H., Paterson, D.: Abnormalities
in substance p neurokinin-1 receptor binding in key brainstem nuclei in sudden
infant death syndrome related to prematurity and sex. PLoS ONE 12(9), 1–14
(2017)

3. Buchanan, G.: Impaired co2-induced arousal in sids and sudep. Trends in Neuros-
ciences 42(4), 242–250 (2019)

4. Byeon, H.: Is the random forest algorithm suitable for predicting parkinson’s
disease with mild cognitive impairment out of parkinson’s disease with normal
cognition? International Journal of Environmental Research and Public Health
17(7), 2594 (2020)

5. Chavez-Ocaña, S.; Bravata-Alcantara, J., Sierra-Martinez, M.: Errores innatos del
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so González, O., Moreno Báez, A., Celaya Padilla, J.M., Zanella Calzada, L.A.,
et al.: Image registration measures and chronic osteoarthritis knee pain prediction:
Data from the osteoarthritis initiative. Revista mexicana de ingenieŕıa biomédica
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