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Resumen. La tarea de atribución de autoría se ha realizado bajo dos enfoques: 

basado en perfil e instancias, a través del análisis de características textuales o 

rasgos lingüísticos que permiten encontrar el estilo de escritura del autor. El 

conjunto de datos es uno de los principales problemas que enfrentan los enfoques 

y métodos de atribución de autoría debido a que no siempre se cuenta con un 

conjunto de documentos representativos de cada autor. En los enfoques de perfil 

e instancias, al extraer las características a partir del conjunto de documentos de 

los autores, se genera una alta dimensionalidad de características. Por lo que se 

propone un nuevo enfoque que no dependa del conjunto de documentos para la 

extracción de características, la clasificación de textos se realizó con máquina de 

soporte vectorial como método de aprendizaje supervisado. Este determina si 

están contenidas todas las características de un autor en un solo documento que 

describan su estilo de escritura. Para la experimentación se trabajó con tres 

corpus (C10, C50 y PAN12), estos fueron seleccionados basándose en la revisión 

de la literatura. De acuerdo a los resultados obtenidos se concluyó que el enfoque 

muestra resultados superiores al estado del arte en muestras desbalanceadas, 

resultados consistentes cuando es evaluado en diferentes contextos y robusto al 

analizar 10 y 50 autores. A partir de este enfoque se puede determinar que con 

500 palabras sin repetir se puede identificar el estilo de escritura de un autor, 

presentando una exactitud de clasificación del 79.68%. 

Palabras clave: Atribución de autoría, clasificación de textos, máquina de 

soporte vectorial, extracción de características, enfoques de autoría. 

New Approach for the Extraction of Characteristics in 

the Classification of Texts for Attribution of Authorship 

Abstract. The task of attribution of authorship has been carried out under two 

approaches: based on profile and instances, through the analysis of textual 

features or linguistic features that allow finding the author's writing style. The 
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data set is one of the main problems faced by attribution approaches and methods 

of authorship because it does not always have a set of documents representative 

of each author. In profile and instance approaches, by extracting the features from 

the authors' set of documents, a high dimensionality of features is generated. 

Therefore, a new approach is proposed that does not depend on the set of 

documents for the extraction of features, the classification of texts was carried 

out with a vector support machine as a supervised learning method. This 

determines if all the features of an author are contained in a single document that 

describes her writing style. For experimentation, we worked with three corpora 

(C10, C50 and PAN12), these were selected based on the literature review. 

According to the results obtained, it was concluded that the approach shows 

results superior to the state of the art in unbalanced samples, consistent results 

when evaluated in different contexts and robust when analyzing 10 and 50 

authors. From this approach, it is determined that an author's writing style is 

contained in 500 words without repeating, presenting a classification accuracy 

of 79.68%. 

Keywords: Attribution of authorship, classification of texts, vector support 

machine, extraction of characteristics, approaches of authors. 

1. Introducción 

El problema computacional de identificación de autoría ha sido abordado bajo dos 

enfoques; basado en perfil e instancias, utilizando modelos de clasificación generativos 

o discriminativos [1]. En el enfoque basado en perfil se extrae el estilo de escritura de 

cada autor, este es creado a través de la concatenación de los documentos obteniendo 

un solo documento por autor, del cual son extraídas las características para el 

entrenamiento del modelo [1, 2]. A diferencia del enfoque basado en instancias, la 

extracción de características se realiza por cada documento del autor, una vez extraídas 

forman un solo conjunto con el que se realiza el entrenamiento del clasificador y se 

genera el modelo de atribución de autoría. El enfoque más utilizado es el basado en 

instancias mediante la clasificación de textos [1-5]. 

En [5] se implementa un enfoque de instancias mediante los modelos de aprendizaje: 

máquina de soporte vectorial (Support Vector Machine, por sus siglas en inglés SVM) 

y máquina de soporte tensorial implementado el método del término más frecuente para 

seleccionar los 2500 términos más frecuentes. En este trabajo analizan las muestras 

balanceadas y desbalanceadas volviéndose uno de los trabajos más referenciados con 

el corpus C10. El proceso de extracción de características se realiza con el conjunto de 

documentos de los autores. Sin embargo, no siempre existe el número de documentos 

para cada autor por lo que se requiere determinar si en un solo documento se puede 

encontrar el estilo de escritura de un autor. 

En la presente investigación se propone un nuevo enfoque para atribución de autoría, 

este propone utilizar un método de clasificación de textos extrayendo las características 

de un solo documento del conjunto de entrenamiento sin la implementación de métodos 

de selección de características, analizando este nuevo enfoque con características 

léxicas (n-gramas y bolsa de palabras), con una representación booleana y máquina de 

soporte vectorial como método de aprendizaje supervisado. 

818

Omar González Brito, José Luis Tapia Fabela, Silvia Salas Hernández

Research in Computing Science 149(8), 2020 ISSN 1870-4069



Para la experimentación se utilizaron tres diferentes corpus: C50, C10 y PAN12, 

analizando diferentes contextos, tamaños de muestras y diferentes números de autores. 

2. Trabajos relacionados 

Actualmente los métodos del estado del arte analizan ambos enfoques: perfil e 

instancias como se muestra en los trabajos de [2, 6]. En [2] realizaron una clasificación 

mediante los enfoques de perfil e instancias con el modelo LDA (Latent Dirichlet 
Allocation, por sus siglas en inglés LDA) para el análisis de datos dispersos y de alta 

dimensionalidad, utilizando la medida de similitud de coseno para determinar la 

autoría. Este modelo utilizó el conjunto de documentos de entrenamiento para la 

extracción de las características, posteriormente implementa el modelo LDA para 

realizar la selección de características. 

En el trabajo presentado en [6] se realizó la construcción de grafos sintácticos bajo 

los enfoques de instancias y perfil debido que al implementar las técnicas de bolsa de 

palabras o n-gramas se pierde información sintáctica y semántica, caso que en los 

grafos sintácticos se conserva, para determinar la autoría usaron la métrica de similitud 

de coseno, esta ha sido implementado en las dos tareas de autoría; verificación y 

atribución. En los enfoques de perfil e instancias, al extraer las características a partir 

del conjunto de documentos de los autores, se genera una alta dimensionalidad de 

características, debido a esto surge la necesidad de implementar métodos de selección 

de características para extraer las más representativas, como lo realizaron [5, 7, 8].  

El conjunto de datos es uno de los principales problemas que enfrentan los métodos 

de atribución de autoría [6]. En el análisis de las muestras desbalanceadas los resultados 

no son los mismos que en muestras balanceadas [9], esto se debe a que dependen del 

número de documentos para extraer las características.  

3. Artefactos propuestos 

El enfoque propuesto se analiza a partir de la clasificación de textos; que se compone 

de seis etapas: adquisición de datos, análisis y etiquetado de datos, construcción y 

ponderación de características, selección o proyección de características, entrenamiento 

del modelo y evaluación de la solución [10]. Los métodos de clasificación han sido 

utilizados en los enfoques de instancias y perfil de autor. En la presente investigación 

la etapa del análisis y etiquetado de datos se realizó considerando la extracción de 

características de un solo documento, la etapa de selección o proyección fue omitida. 

Para la etapa de experimentación el conjunto de datos con el que se trabajó fueron los 

corpus C50, C10 y PAN12. Los corpus C50 y C10 están compuestos por documentos 

del corpus REUTERS volumen uno, que se encuentra dentro de la categoría CCAT 

formado de noticias acerca de la industria, por cada autor tiene 50 documentos de 

entrenamiento y 50 de validación, la diferencia entre el corpus C50 y el C10 es el 

número de autores, en el C50 se consideran 50 autores y en el C10 se consideran 10 

autores. El corpus PAN12 está compuesto por 14 autores cada uno con tres documentos 

en idioma ingles del contexto novelas [1, 11]. 
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3.1. Adquisición de datos 

En 2009 surge la primera competición internacional de detección de plagio en el 

marco del taller PAN (CLEF, Conference and Labs of the Evaluación Forum). Su 

objetivo ha sido fomentar el desarrollo de herramientas automáticas para la detección 

de plagio y actualmente también la identificación de autoría y otros usos abusivos del 

software social [1]. En la página web de PAN (https://pan.webis.de/) se encuentran los 

corpus C50, C10 y PAN12, estos corpus han sido utilizados para la tarea de atribución 

de autoría en diferentes trabajos de la literatura, el acceso a estos es de dominio público. 

3.2. Análisis y etiquetado de datos 

Para la extracción de características únicamente se consideraron las características 

de un solo documento por autor. El análisis del método se realizó con dos modelos de 

representación que han sido utilizados en trabajos de la literatura [3, 5]: bolsa de 

palabras y trigramas de carácter. Para la representación con bolsa de palabras se 

eliminaron los siguientes caracteres especiales; signos de puntuación, signos de 

admiración e interrogación, y con el modelo de trigramas no se realiza ningún pre 

procesamiento. 

3.3. Construcción y ponderación de características  

La ponderación booleana o binaria consiste en asignar un valor a un término dentro 

de un documento, el valor asignado al término refleja la importancia del mismo, se 

asigna un valor de uno cuando el término se encuentra presente en caso contrario se 

asigna un valor de cero. A través de esta ponderación se puede conocer la importancia 

de cada uno de los términos. Lo anterior se representa a través de la ecuación uno, 

Donde: 𝑡𝑗 representa la frecuencia de término j que tiene la oración 𝑝𝑖  [12, 13]: 

𝑝𝑖 (𝑡𝑗) = {
0, 𝑠𝑖 𝑎𝑝𝑎𝑟𝑒𝑐𝑒,

1, 𝑒𝑛 𝑜𝑡𝑟𝑜 𝑐𝑎𝑠𝑜.
 (1) 

La Tabla 1 muestra la representación vectorial utilizada en la presente investigación, 

donde en una columna se coloca el documento de cada autor y en la fila el termino, 

posteriormente se va llenando la tabla con la ponderación, donde 1 significa que el 

término está presente dentro del documento del autor, caso contrario se coloca un cero, 

este proceso se realiza hasta terminar con todos los documentos de los autores. 

Tabla 1. Representación vectorial con ponderación booleana. 

Documento/autor Término 1  Término2 Término n-1 Término n 

Documento1 autor1 0 0 1 1 

Documento n-1 autor1 0 1 0 0 

Documento n autor1 0 0 1 1 

Documento n-1 autor n-1 1 1 0 1 

Documento n autor n 1 0 0 1 
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3.4. Entrenamiento del modelo 

El modelo se construyó a partir de aprendizaje supervisado implementando máquina 

de soporte vectorial, los parámetros fueron un kernel lineal, el parámetro 𝐶 igual a uno, 

utilizando una clasificación de uno contra todos, la máquina de soporte vectorial fue 

entrenada con las características de cada uno de los autores, una vez generado el modelo 

se realizó la evaluación. 

3.5. Evaluación de la solución  

La métrica utilizada para la evaluación fue la exactitud. Esta consiste en el porcentaje 

de instancias que se clasifican correctamente se define en términos de verdaderos 

positivos (True positives, por sus siglas en inglés TP), Falsos positivos (False positives, 

por sus siglas en inglés FP), Verdaderos negativos (True Negatives, por sus siglas en 

inglés TN) y falsos negativos (False Negatives, por sus siglas en inglés FN) como se 

muestra en la ecuación 2 [14]:  

𝑒𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 =  
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
. (1) 

3.6. Experimentación y resultados  

Para la comprobación del método propuesto se realizaron 4 experimentos, estos 

fueron validados mediante la técnica de validación cruzada a diez pliegues, utilizando 

una máquina de soporte vectorial para la clasificación, estos experimentos muestran la 

robustez del método, ya que se analiza en primera instancia el método con respecto a 

los del estado del arte con el corpus C10.  

En el segundo experimento se observa la robustez del método con cincuenta autores 

con el corpus C50.  

En el tercer experimento se analiza la exactitud para la clasificación con diferentes 

corpus, para este experimento se utilizaron los corpus C10 y PAN12, en el cuarto 

experimento se analizan las muestras balanceadas y desbalanceadas con el corpus C50. 

El primer experimento se realizó con el corpus C10, el objetivo de este experimento 

fue observar la robustez del método analizando una muestra balanceada con diez 

autores y por cada autor 50 documentos de entrenamiento y 50 de validación.  

El método propuesto se compara con uno de los más referenciados del corpus C10 

el modelo de espacio de tensores [5], y algunos de los métodos más recientes como 

Doc2vec presentado en [14] y el método de aprendizaje profundo presentado en [15] 

como se muestra en la figura 1.  
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El método propuesto alcanza una exactitud de 79.68 % con una diferencia de 1.12 

% del modelo de espacio de tensores presentado en [5], obteniendo mejores resultados 

que algunas propuestas del estado del arte como se puede observar en la Fig. 1.  

El segundo experimento se realiza de la misma manera que el primero, pero con el 

corpus C50, que contiene 50 autores cada uno de ellos con 50 documentos de 

entrenamiento y 50 de validación a diferencia del C10 que contiene 10 autores, el 

objetivo de este experimento es conocer si el método obtiene una buena exactitud en la 

clasificación con cincuenta autores, la exactitud obtenida es de 72.04, un resultado 

competitivo con respecto al estado del arte como se muestra en la Fig. 2. 

En el tercer experimento se analizó el método bajo dos diferentes contextos: correos 

electrónicos y obras literarias. Se analizó el método propuesto considerando como 

características a los trigramas y bolsa de palabras. Utilizando el trabajo de [16] para 

comparar los resultados, en este trabajo reproducen los métodos más referenciados del 

estado del arte para atribución de autoría realizando la experimentación con los corpus 

C10 y PAN12. 

 

Fig. 1. Exactitud en relación al número de documentos para la extracción de características en el 

corpus C10. 

 

Fig. 2. Exactitud en relación al número de documentos para la extracción de características en el 

corpus C50. 
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Se puede observar en la Fig. 3 que el método propuesto se mantiene constante en los 

dos corpus obteniendo resultados superiores al 70%, en comparación a los evaluados 

por [16] donde los métodos con un corpus obtienen buenos resultados y con el otro 

bajo  resultado.  

El método propuesto obtiene mejores resultados que algunos de los métodos 

evaluados por [16]. El análisis de muestras balanceadas y desbalanceadas se aborda 

principalmente en el estado del arte con el corpus C10. Se analiza el método propuesto 

considerando como características a los trigramas y bolsa de palabras. 

Como se puede observar en la Fig. 4, los métodos propuestos obtienen mejores 

resultados en las muestras desbalanceadas que el propuesto por [5] y en las muestras 

balanceadas se obtienen resultados competitivos e incluso en las muestras balanceadas 

de tamaño cinco y diez es mejor, donde se puede determinar que el método propuesto 

es también robusto con muestras balanceadas y desbalanceadas.  

 

Fig. 3. Evaluación del método bajo diferentes contextos. 

 

Fig. 4. Análisis de muestras balanceadas y desbalanceadas en el Corpus C10. 
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4. Conclusiones y trabajo futuro 

El número promedio de palabras por documento en el corpus C10 es de 507 con esto 

se obtiene una exactitud de 79.68%, para el C50 el promedio es de 500 de acuerdo a la 

experimentación, con estas se obtiene una exactitud de 72.004%, lo anterior puede 

observarse en la Fig. 1 y Fig. 2 donde el método presenta competitividad con los 

trabajos revisados en la literatura. A través de esta experimentación se concluye que en 

un solo documento se encuentra contenido el estilo de escritura de un autor. 

La comparativa de resultados entre el corpus C10 y PAN12 en diferentes contextos 

muestra la robustez del método, esto se puede observar en la Fig. 3, donde el método 

se mantiene consistente en los resultados esto comparado con los métodos analizados 

en [16]. El análisis de métodos presentado por [16] muestra que algunos métodos 

presentan variabilidad en sus resultados cuando trabajan con corpus de diferentes 

contextos, un ejemplo de este es el método de [11] donde el resultado con el corpus 

C10 es de 78% y 7.1% de exactitud con PAN12 o el método [26] donde el resultado 

con el corpus C10 es de 9% y 85.7% de exactitud con PAN12. 

El análisis de muestras desbalanceadas puede trasladarse a la vida real donde en 

algunos casos no existe el mismo número de documentos para cada autor, los resultados 

de la experimentación muestran la superación de los trabajos revisados en la literatura, 

donde el porcentaje de superación de la muestra 2:10 es de 8.3%, para la muestra 5:10 

es de 6% y para 10:20 es de 8.92%, con este tipo de muestras permite asemejar la 

situaciones de la vida real donde no se cuenta con el mismo número de documentos por 

cada uno de los autores como se observa en la Fig. 4. 

Los resultados presentados muestran que la presente investigación supero a los 

trabajos revisados en la literatura, esto se puede observar en la Fig. 4. Para las muestras 

balanceadas el método supera a dos de las tres muestras de tamaño cinco y diez con una 

diferencia de 18.32% y 7.04%. Sin embargo, en la muestra de tamaño 50 el método 

propuesto por [5] supera al método con 1.12% como se observa en la Fig. 4. Sin 

embargo, hay que considerar que utilizamos en promedio 1820 características y el 

método de [5] utiliza 2500. 

Un área de oportunidad que surge a partir de esta investigación es el desarrollo de 

métodos que puedan determinar la autoría a partir de un solo documento mediante la 

implementación de métricas de similitud, con una exactitud superior a la de los trabajos 

de la literatura. 
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