
HAL Id: tel-01511178
https://theses.hal.science/tel-01511178v1

Submitted on 20 Apr 2017

HAL is a multi-disciplinary open access
archive for the deposit and dissemination of sci-
entific research documents, whether they are pub-
lished or not. The documents may come from
teaching and research institutions in France or
abroad, or from public or private research centers.

L’archive ouverte pluridisciplinaire HAL, est
destinée au dépôt et à la diffusion de documents
scientifiques de niveau recherche, publiés ou non,
émanant des établissements d’enseignement et de
recherche français ou étrangers, des laboratoires
publics ou privés.

Un système personnalisé de recommandation à partir de
concepts quadratiques dans les folksonomies

Mohamed Nidhal Jelassi

To cite this version:
Mohamed Nidhal Jelassi. Un système personnalisé de recommandation à partir de concepts quadra-
tiques dans les folksonomies. Autre [cs.OH]. Université Blaise Pascal - Clermont-Ferrand II, 2016.
Français. �NNT : 2016CLF22693�. �tel-01511178�

https://theses.hal.science/tel-01511178v1
https://hal.archives-ouvertes.fr


756

UNIVERSITE BLAISE PASCAL - CLERMONT II
UNIVERSITE TUNIS EL MANAR

ECOLE DOCTORALE

SCIENCES POUR L NGENIEUR DE CLERMONT-FERRAND

T h è s e

D O C T E U R D U N I V E R S I T É
SPECIALITE

Titre de la thèse :
Un système personnalisé de  recommandation
à partir de concepts  quadratiques
dans les folksonomies



���������

� �� ����� 	���
 �����

� �
 ���� ���� ������

� �
 ��
�������� ���� ���

� �
 ���� ����� ������ �� �
 ����� ������

� �
 ������� 
���� �����
�

� ��� ��
��� ����� �� ��� ��� ���! ����� �� ������ " ��� 
����� ����
� �� ����
��

� ��� ������ 	������ #����� $����� �� 	����





������������	

�� ����� ���� 	
���	 � ������ ������� ������ ���	���
�� ��� ����

������� 	� ����	� �� ��� 	� �� �����������

�� ����� � ������ �� ������	� � ������� �����
� ����
� �������

�� ������� ����� �����
� ��� ���� ������� 	� ������ �� ������� ����� ��
�

��	��� ��
� ���	� �� ������� ������
 ������� �� 	� �� ���� �
������ 	�

���� ����� 	� ��� 	� ����� ������

�� ����� � ������ ��� ������� �� ������	� �� ��� ���� ��������� �����������

� ������� ����� �
� ������  ������� � �� !������ 	�� "������� 	� #���� ��� ����

��� ��� 	������ 	� ������ ���� ��� ��� $ %���	��� ���	������� ������
�� � ���������

���� �� ������ ��� ������ 	�  !% �� 	� ������� �� �� ������ ��� ��� ���������

�� ���� 	� ���� �� ��� ������ &��� �� �
����� ����� ���' �� �� ������ 	��������� 	�

	���� ����� 	� ���� 	� �� �������� ����� �� �
���� ������ ����� �
��������� ����

������ 	� ������

�� ���	�� ����� ������ ������� ��	
��
�� �
��� �	�����  ������� 	��

(��������� � �
(�������� )�����  ����� 	� *������ !���	 ��� ���� ��+	���� �����

������ �
�� ��������� ������� �� ���	� ���,���� ��
�� � ������ �� ��� �� �� ���

��������� �
�� ������ ������� 	� ������� �� 	� ����� &	� ����� ��������' ������� �

�� ����� �-�� � ���� .� �
� 	���� /���� �������/ 	�� �� 	����� �� ��� 	� ���������

�0����� ��� �������� 	� �� ���� ������ ���,����� .� �
� ������ ���� �� 	���� ��

�������� 	� ���� � ���� ����� ������ �� �
��� ������� 	� ������ ���� ��� ������

	��� ��� ������	� �� �� ������������ ��������

�� ����� � ������ ���� ���� ��� ��� �������� 	� ��� �� 	� ���� � �� ����������

	� �� ������� �������������� ��	��� "���� 1��+2���� ��� �
���� ������ ���

��� ����������� ���� ��������� � �� ����� 	� *������+!���	 ��� �
���� ������

��� ����� 	
���	�� �,� 	� ������ �� 	����� ����� 	� ������





��������

����� ������ �	 
�
���� � ������ � ��� ��
�����
��� ����� ��
��� ��
� �� ���
���

� ��� ��������� ��� ���
� ��� ������ �� ��	 �������������� ����� ��� ��	� ���
� ����

����

��	���� ��	 ���� �	� �� ��	����� 
��������� � �������� �������� ��� �	� �� ��	����

��
��� ��	��� � ����� 
� ����� ����� ��� ����� �	 �	���� �����

�� ����� ��	 
���

��	 �	��	 ��� �����	��	 ������� �	�������	 �	 ���� �	�� 	� �	 ���� ��������� �	 �	 ����	� 	�

����	�� � ������	 	��	 	�� �� ����� �	 ������	 ��� ���	 �	 ���� ��	� �� �	 ! �	 ��������

�� � ��	 ���� ��� ���������	 ���� ��� �����	�� �� ����	��	 �����	��	 	� �� �����	 "	��� ! ���

����� ��� ����� ��"�� � ������	��� �	� ����	� ���� ���� 	� ���� ��	 ���������� ������ #

���� �� ��$�	 �	 ���� �	��� �������	��	�	�� ��� �	� �����	�� �	 ����	���� ���	��	 ��� ������

	� ��� �����������	�� %��� 	� ����

&�����	� �� ' � �� ��� ��� �����	��	 (�	��' )	�������	 ������	�����	 �	 �	 ����	 	� ��	��	�

�������	�� �	 �	� ������*� �� � ����	�	�� ��������� ! �	 
������	� �� � ��	 	� ! �	 �	���	 ����

�	� �	���	��	� ���������� �� � ��� ��� ���� �	� 
������ �	 �������� 	� �����	 �	 ��	� �	 ���

���� ��"���	�� �	����������� ��������������	 ������	

+	 ��� 	� �� �	��	 ����	�� �� �����	 ��������� ��� 	�� ��� 
�$�	 ,����� ���� ������-

�����	� �	 �������� �� 	�� ��� ���$�	 �	���� �� ���� �	� �	��� .�������	 �	���� ����� ������	

! ����	��� 	� ����� 
�$�	 �/	���	�*� %	 ����	 ������	�� 	� ���	 �	� �����	�* 	� ����������	�

���	��� ������ 	��	���	 ! (�	����� 	� �����-&��	��	 	���	 ������������ %	�*� ������� 	�

�����	� ���� �	� ��	� �	� �	�* ����	� &�"�� ��	�� �� �	��	 �	�����	 ! �	 �����	 ������$�	�	��

! 0�01� 0# 	� 2�� 3� 	� %	��	 +	 �����	 �������� ������� �� �� ����� �	 ����� �	 �	 ����	�

��	 ��������	 �����	� ������� ��� ��� ����	�� ��	� ����	����	 ��	4 	��	 	� �	����� �	� �	����

����� ������	��� &��	 	�� �� ��	�� �����	 ��� �������� ! ���������	 �	 �	 ����	 (	 �����	 �

����� ��������	 ! ��	 �����	��	 5 6�����	 �� ��$�	 ���
���	 7��	�� 
����	� %�	� �� �����	8

	�� �� ��'�� �	 ���	�� ���� �� ��	� �����	 �����������	 �	 ����	�� 	� �� ������	 �������	�*

�	 �	�* ����	� ����	 ����� ! �� 
���	 	� ! ��	�
��� ��� ����	���	 ���%���� 	� ���� ��	� 	��	



�� ��������

���� ��� ����� ��	
���� ��� �� �� ����� �� ������� �� ������ 
�� � � ����� ��� ����

��� ��� ���� ��� 	�� 
������ ����� ����� ���� 	�� ������ � ����� ����� 
������� � 
��

����� �� � 
�� ������� ��� 
����� � ����� �� 	����� �� ����������	��� ��������� �� �!����

�� ������� � 
�� ������� ��� ����� "�#��� ������������ ���	��� �� 
�$�� � ���� 
��� 	��

�������� %���� &� ���' ��� #��� 
���� 
������� ��#���� ���������� � %����� ����� #������ ��


���� �����
������� �� ��������� �����	��� ���� �� ����� ��(����� %���� )� ��� � ���#����

��� 
������� 
��� 	�� �� 	�� ������� ���� �������� ���' �� �� ��*� +���� %���� ��� 	��

���#���� �������	��� �������� ���' �� ��		� ��� �������	� *�� 	� ������� ��	
�������

��$��� �� ��	��� ,��� ���� ����� ��� �� ���
����� � ��	�� #��� �� �-� 
��
�������� �� 	��

��		���� ���� ����� � 	�� ������� "���� ���� �� ����� �� �� ��������� .������ ����	
�/���

�� ��-�� 	�� ������
��� .���	�� �� %�	� 01�����0 ����� ���� 	�� ���� "�#��� 	�� ��������

��������� �� 	�� ��������� ���� 2��������� 3������� � ( � ��� ����� ��	�� ��� � �������


��	
�� 
��� 	��� �� .����� � �� 
������� 4		��� 2��������� .��'� �� ���� ���������

�� ����� ���� ������ ����� �������� ������� � ���#���� ������ �� ��������� ������� � ���

�-���� 5��� ������ ��� ������� �� �������� 
�������� 
�� ����� �
��������� 6 ���� ��������

7��� 	�� *��� ��	
����� ��
��� �� �����	
� ��� #��� ��	
������� ���� � ���#���� ��� ��

�� ��������� � ��		���� ���� �� � ( � 8 ���� �� �� #��� #��� ���� �������� �� ��
������

���� ��� ���	���� ���� �� �� ����	� � ��� ���� !	� ��
����� �� ��� ���
�� 3������� &����

����� ������ ���� ��� #��� 
������ ��� ��������� �� 	�	���� �
����� �� ��-��� ����		��� ��

����������� ���������� � ����� �� ����� � 5���� � ���� ���� ����� �� � 	���� 
������� ���	��

.���� ��� �� �	� � 
���� ����� �� ��������� �� ������ 	�� ������ ���9��������� �� ����	���

�� �������� �������� ���� ��� 
������� ��:����� 3�*�� ��� ���� ��� .���	�� ; < ��� ����(��


������ ��� #��� �� � ����� � 	�� �-���� �� 07��0 � 	�� ������ � ��� ��� � ������ ����������

�������� 
�������� ���������� �� ��������� ���9���� ���� ���������� ����� �
����� �� #���


����� ��� ������������ ����� �������� ��������� ����	�������� 
����� ����	�� ���' 	��� �

3''����� � 1��	����=������� � .���
���� �� �����������	��� 
�� ���
����>%+(
� 	����

���� � ��������� ��������	��� 	� ������ <	
������� <����
������� ?���� ,�*������	����

5������� ����� ���� ����	��� � ����� � .������� 
�� �� ������������ ������	���� ���������

�� ��� ����� ������ .������ 	�� ����� ������ ��� �� �(�� @	��� 
��� �� ���� 	�	���� ��

A������� 	�� ����� 
��������

B 
������� ���� ���� ��	����� �� 
���� 
�� � ��	
�� ��������� ��� 
���������� �(���

#��� ������ �� �-� 
��������� ������ �� ������ ��� � <	��� 	���� ��� �������� ��� 
�����


��� �� ������ 2�	'�� "�#��� &������ <���� .��+� C	���� "�#��� 4	���� .������ "�����

D�� 
����� ����	��� 
��� 	�� �	��� �� ��	
� ����������� �� ����� ��� ��� �� ��

����� 	��

��������� �������� 	� 	������� ��� �� 	�� ����� ��������� ��� ������������ 
������ �� ���� �

2�	�� 4(	��� .���	��� .���������



�������� ���

��������� ����	� 
��� ��� ���� �� ���
�� 
�����	� ������ ����� �� ����� �� �� ������ 
��	

���� 	��	����	 ��� ������ ������ ��� 
����� ����	� �� ���� � ���� �� ��	
� 
	������	�� ������

������ ���������� �� ����� �� ��� ���� �� 	��� �����	 ���� �� ��	������ 
�	�����	������

������ ����� 
����� �� ������ �� �� 
	�� 
	���	�� � ��� �� �� ������� ������  �	���

��	�������� �� 
	�� �� 
��� ����� �� ��� �� ����� �� ������ !����� 
	�� "������ ��


�����	� ���	�� ��� �� 	���� �	�� �������� #$������	� ��� ���� �%�	"�� �� 	������	�� ��"����

�� �$��� 		��
��&����� �� ���� ������	� � ��� ����� �����	�$%� ' �� ����	 (��� ������

!)�	� *���� ��"%��� +�������

#� ���
� 
���� �� �� ,�� 
�	 
����	 �� �$���	� ���� �� �$���	��� 
��	 �����	 
	�� �� 
����	

�� 	���� ��� ��������� -������ ������ ��� ������� �$� ��� �� 	������	� �$������ ��"���� ��

���������� �� �$��� 
�� ��� �

	� �� ���� ������� ��� �� ,� �� ���
� ' .%���� /%������

*����� .����� ������� ��� ���%��� 0�%���� #��	� �� �$�� 
�����

1 2��	����3��		���� ��	���� �� �$� 
�� 	���� � �� ��	� �� ��	��� �$��� ���� ��	���

�� ������� %��	����� �� ������	� ���
�"�� ��� �$� �� ��� 2��	���� ����3�4��� �� �����

�� ��	���� ������� ���� �� ���	� ������� �� ����3� �$��%�

� 
�� � �� 	�"��� 0$� �� ��

�%���� �$�����	 ���� ��� ���� �������������� ����� �� ����5������ 2��	���� � ���� �$���

����� ����� ���� �� ���	 ��� ������ ������ (��	� �� ��	�� #����� ��� ����	��� 
�	��� ���

	��� �� 0����� ��� 
	�������� �� ,� �� �$.���	� �$�������� �� -��3��3����� ��� ��	4�� ��	�3

"������� ��� ����� ����� ��� ���� � ���
�	 �� ���6�� ��� 
�	�� ������	�� �$����� ���	 
����

�������
 
��� �� ���
� ���� �� ����	� ����	"���� ��	�������� ��$���� ���� ��� ��	����

#$���� ��� 
���3�%���� � � � 
	���	
����

7� ��	�� ������ �� 	���	� ��� ���� ������� 
����� � 2��	���� � �� ����� 7� �$��� �		�� 
��3

���	� 	������	�� "������ ���� ��� 
�	������ ��
�	��� ' 8���	�� �� #7�9!� ����� �� "�������

�� ����� �� ���� �� �$� ��� �� ����	� �,� �� ��� :
�	��� ��� �
	��3�� ����	�� ;< ����

��� ����� ������	���� �������� �� ���
	���� 	��� 2����� 	��
������� �� �� �����%����

���� �� 	�������� ���� �� �$� �� ��� ��������� ��=������ 
������ ��� %��	�� �����	 ��

�������� 2%	����� "�	���� � 0����� 
��	 ���� ��� ���� 		�� ��$�� � �� ���� ��� ��"���

����� �� 
����� �%�> �����  �%��� ?�"� �� ��@����� �� ��� �� ���
� 	���������� ���	�


�	��"� ��� ��	��� �� ���� �� �$� �������
 ���
��%���

A������ � 
	����� �� ����� ��� %����� 
��	 �� ����� ������	� �,� �� 	���	� ��

%����"� ����	� �� ��	�� � ��� �%�� ����� �� � ���� �� �$4�	� %���� ���� �� ���	 ��� �����

2�3������	� ����� � � ��� 
	����� 
��	 �� 
��� ��� �$�
�	�� ���� %���� �� �$�

�	����

�$�B����� �������	�� (� �"������� �� %����"� � ���� ��� �%��� �� 	���"� .-. �� 2��	�����

�%�> �� �� 
���� 	�"���	����� ��� ������� ��	��� (�,�� 
��	 ��	���	 ��	 ��� ���� �$%����	

��� ��� ������ �� ��	��� �� 	���� %����"� � �����	 �� !������ #�� �
����� �� C3����


����� �� ������ �$��� �����
�"�� ��� ��� �����



������ � ��� �������� 	� 
������	���� ��� ����� ��� ��
���� �����
��� �
�� ���

���
����
�� �� 	� ����
����� ��
����� ��� ��� �
������� 	�� � �����
��
�� ��� ���������
�

	�� ������������ �
����� 	�� ����� ������ ���
��� ����� �����  ��� ����! �� ��� ������

��� 	�� ��� ���
����� �������� "��� �#����
 	� $�� 2.0� ��� ���������
� ���� 	������ ���

�
������% ����
� 	� ������� ���� 	���� ��#��� ���� & � ���� ��� ����
������
� �� �
����
�

	� �#����
������ "����� �� ��� ����
��� 	� 
����	
� & ���
� ������� �� ���
 �
������ ���


������	���� ���� ������� '��
 �� ��
�� ���� �����	�
��� ��� �������� 	�������� 	��

��� ����	�
���� ������������ �������� 	� �
��� 	��������� <���������
������
�����
���>

�� ���� �
������� ��� ��
���� �� 	� 
��
����
 ��� ���������
� ��� 	�� ����
(�� �
����� &

�
��
� 	�� ��
����
�� ������� �������� ��	
������� )������� ���� ��������� ��� ��
����
��

�� 	� �
�����
 �� ������ ������� ��
�������� 	� 
������	����� *��� ������� ���

��
����� ��
 	���
� +��% 	� 	������ 	� ���	� 
���� ,�� �%��
���������� ��� 	�����
�

	� ���� 
������� �� ��
��� 	� �
������� �� 	� 
���� ���� ��#��� ����� �������� �������

-� ����� ���� ���	���� �������� ���� 	�� ���
����� ��������� ���
 �����
 �� �������� 	�


������	������ ����� � �����
��
�� � 	���
����� �#	�������� � ��
��	����� �� ����
�

� ���������� '
 �����
�� ���� ������ ��� ���	� 	� �� ��
 �������� ���������
� �����

���������� & ���
� �������� �� 	#���
 �#��� 	�� ���������
� ��
 ���
� �������� )����

���� �
������� �� ������ ���
����� ��� ��
��� 	� ����
� & +��
 �� �������� 	� ��������

�
�	����� ��� ���
 & 
�.�����
 �#�����
� ����	�
����� ��� �
����
� 
������� ����
�� ���

��
��
����� 	� ���
� �
��������� �
 
���
� � 
�	��

�� 	� �
������� 	#�%�
����� 	��

�������� �
�	����� ��
 ���
� +��% 	� 	������ 	� ���	� 
���  	�����
� ��� �/������

���� 	
�� � ������������ �������� ��	
������� �������� 	� 
������	����� ��
.

������0����� �
���� ������ �
�������� 
����� ���
������ �
��
������ �����
��
�� ���� &

+��
�

�����	� � 1�������	�
 ������� 
� �� �����
 ���� �����
����� �  ��� �

 ����� ��� 
���
�� ����������  ��
� ��� ��
����� ��� ���� ��������	 ��
 �
���	���


�������	������ 2�����������# ���
� 
� ��
��� ����� ������ ������� ������ �����
���

����! �� �������� ����  ��� �
���� ������ ���� $����� ��� $�� 2.0 ��� ���
� ������ ���

��
� �� ��� ������ ����� ���� 
� ���� ��� ����
�����
� �	 ��� �
���
� �� ��� ����
������

3� ���� 
������� �� �� �� �
����� ����
���� �� ���� ����
 ���	� ��
 �
���	���  ��
�

�
����	 
�������	����� 2�
 ���� ��
�����  � �����	�
  �� 	�������� ��  ����	�
��

��������� �������	 �� ��
�� 	��������� <���
������
����
���> �	 �
����� � ��
��� ��

�
��� ���
�  ��� ����� ����
���� ��
���� ��	
��� ��������� 4����  � ��� ���� ��
����
��

�� �
	�
 �� �
����� ��
 ��
�����0�	 
�������	���� ������ �� ���
�� ��� �	 
����
����



�������� ��

�� ������� �	
 ��
����� ���������
 �� 
�� ��������� ��
��
� ����� ��������� ���

	��
������� ����� ��������
 ���� ��	�
 �� 
��� �� �������� ��� ������ � ���� � �

�������� ����� ����	�
���� ��������� �� 
	�� ��� �� 
�� ��� �����
 ��
��� ������

��������� ������
�� ����
���
�� ��������
� ��� ��������
�� �� ����
���� �� ����	�
 � 	��


	�� � � ���	���� ���������
 
� �	� ����	�
��� �� ����� 
� ��
 �	�
��� �����
� �������� ��

������ � ��� ������
�� 
��
 ��� 
� ����
��� � �
 �� 
������ ������
 ��
��	
 
�� ������

�� 
�� ����� ����	�
���� ���  �
 ��	�
 ��������� 
�� ����������� �� �	� ������
��� ���


�� �	����� ���� ���
�� 
�� ����� ����� ���� ��	� ��������� ��
��
 ��� �
 �!�������

��� ����� " ���������� #	����
�� ������
� ����������� �
��� ��������$�
����

��� ��� 
���
���� ��������� ������� ��
���� ������
��� �������� 	���
��





Table des matières

Introduction générale 3

1 Extraction des concepts quadratiques dans les folksonomies 9

1.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 9

1.2 L'Analyse Formelle des Concepts (AFC) . . . . . . . . . . . . . . . . . 9

1.2.1 Folksonomie . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 10

1.2.2 Tri-set et Tri-concept . . . . . . . . . . . . . . . . . . . . . . . . 11

1.2.3 Opérateur de fermeture, classe d'équivalence et générateurs mi-

nimaux . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13

1.2.4 TriCons : un algorithme pour l'extraction des tri-concepts . . 16

1.3 Extraction des quadri-concepts . . . . . . . . . . . . . . . . . . . . . . 16

1.3.1 Problématique et motivation sur la quatrième dimension . . . . 17

1.3.2 Data Peeler : un algorithme pour l'extraction des concepts

n-aires (Cerf et al., 2009) . . . . . . . . . . . . . . . . . . . . . . 18

1.3.3 Exemple illustratif . . . . . . . . . . . . . . . . . . . . . . . . . 18

1.3.4 Critique de l'algorithme et Contributions . . . . . . . . . . . . . 19

1.4 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20

2 Systèmes de recommandations dans les folksonomies 23

2.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23

2.2 Systèmes de Recommandations . . . . . . . . . . . . . . . . . . . . . . 23

2.2.1 Types de systèmes de recommandations . . . . . . . . . . . . . 24



ii TABLE DES MATIÈRES

2.2.2 Métriques de qualité : Précision, Rappel et F1-Score . . . . . . . 27

2.2.3 Propriétés des systèmes de recommandations . . . . . . . . . . . 29

2.3 État de l'art sur les systèmes de recommandations dans les folksonomies 33

2.3.1 Approches basées sur la popularité . . . . . . . . . . . . . . . . 33

2.3.2 Approches basées sur les mesures de similarité . . . . . . . . . . 34

2.3.3 Approches hybrides combinant l'historique de tagging et les me-

sures de similarités . . . . . . . . . . . . . . . . . . . . . . . . . 37

2.3.4 Approches basées sur le pro�l des utilisateurs . . . . . . . . . . 37

2.3.5 Tableau Comparatif des di�érentes approches . . . . . . . . . . 40

2.3.6 Critiques et contributions . . . . . . . . . . . . . . . . . . . . . 42

2.4 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 43

3 QuadriCons, un algorithme pour l'extraction des quadri-concepts

fréquents 45

3.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45

3.2 Nouvelles notions mathématiques de l'AFC . . . . . . . . . . . . . . . . 46

3.3 Pseudo code de QuadriCons . . . . . . . . . . . . . . . . . . . . . . . 52

3.4 Exemple illustratif . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55

3.5 Validité et complexité . . . . . . . . . . . . . . . . . . . . . . . . . . . . 58

3.5.1 Correction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 59

3.5.2 Terminaison . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 59

3.5.3 Complexité théorique . . . . . . . . . . . . . . . . . . . . . . . . 60

3.6 Étude expérimentale . . . . . . . . . . . . . . . . . . . . . . . . . . . . 60

3.6.1 Jeux de données . . . . . . . . . . . . . . . . . . . . . . . . . . . 60

3.6.2 Exemples de quadri-concepts . . . . . . . . . . . . . . . . . . . . 61

3.6.3 Compacité des quadri-concepts par rapport aux quadri-sets . . . 67

3.6.4 Temps d'exécution . . . . . . . . . . . . . . . . . . . . . . . . . 67

3.6.5 Mémoire consommée de QuadriCons vs. Data Peeler . . . . 69

3.7 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 70



TABLE DES MATIÈRES iii

4 Un système personnalisé de recommandation dans les folksonomies 75

4.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 75

4.2 Le Pseudo code de PersoRec . . . . . . . . . . . . . . . . . . . . . . . 78

4.3 Vers une meilleure qualité des recommandations . . . . . . . . . . . . . 80

4.3.1 Motivations . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 80

4.3.2 La mesure de ranking . . . . . . . . . . . . . . . . . . . . . . . . 80

4.3.3 Pseudo code de FolkRec . . . . . . . . . . . . . . . . . . . . . 81

4.4 Étude expérimentale . . . . . . . . . . . . . . . . . . . . . . . . . . . . 83

4.4.1 Jeux de données . . . . . . . . . . . . . . . . . . . . . . . . . . . 83

4.4.2 Quelles informations de pro�l améliorent le plus la recommanda-

tion ? . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 85

4.4.3 Exemples de recommandations personnalisées . . . . . . . . . . 91

4.4.4 Exemple illustratif . . . . . . . . . . . . . . . . . . . . . . . . . 92

4.4.5 Précision, Rappel et F1-score . . . . . . . . . . . . . . . . . . . 93

4.4.6 Évaluation Sociale . . . . . . . . . . . . . . . . . . . . . . . . . 100

4.4.7 Couverture de l'espace . . . . . . . . . . . . . . . . . . . . . . . 101

4.4.8 Couverture de l'espace Utilisateur . . . . . . . . . . . . . . . . . 102

4.4.9 Démarrage à froid ou Cold Start . . . . . . . . . . . . . . . . . 103

4.4.10 Sérendipité . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 103

4.4.11 Diversité . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 105

4.4.12 Adaptativité . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 105

4.4.13 Scalabilité . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 107

4.5 Étude de cas . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 109

4.6 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 111

5 FolkIncr, un algorithme pour la mise à jour des tri-concepts 115

5.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 115

5.2 Problématique . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 116

5.3 État de l'art sur les algorithmes . . . . . . . . . . . . . . . . . . . . . . 118



iv TABLE DES MATIÈRES

5.4 Pseudo code . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 122

5.4.1 Notions de base . . . . . . . . . . . . . . . . . . . . . . . . . . . 122

5.4.2 Intuition derrière l'algorithme . . . . . . . . . . . . . . . . . . . 123

5.4.3 Pseudo code . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 123

5.5 Exemples illustratifs de mise à jour . . . . . . . . . . . . . . . . . . . . 126

5.6 Propriétés de FolkIncr . . . . . . . . . . . . . . . . . . . . . . . . . . 130

5.7 Évaluation de l'approche . . . . . . . . . . . . . . . . . . . . . . . . . . 131

5.7.1 Jeux de données . . . . . . . . . . . . . . . . . . . . . . . . . . . 131

5.7.2 Temps d'exécution . . . . . . . . . . . . . . . . . . . . . . . . . 132

5.7.3 Expérimentations qualitatives . . . . . . . . . . . . . . . . . . . 135

5.8 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 136

Conclusion générale et perspectives 137



LISTE DES ALGORITHMES v

Liste des algorithmes

1 QuadriCons . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 54

2 FindMinimalGenerators . . . . . . . . . . . . . . . . . . . . . . . . 55

3 ClosureCompute . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 56

4 PersoRec . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 79

5 FolkRec . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 82

6 FolkIncr . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 125





Liste des �gures

1.1 Exemple illustratif de l'Algorithme Data Peeler sur la folksonomie

décrite par le Tableau 1.2 . . . . . . . . . . . . . . . . . . . . . . . . . 20

2.1 Illustration de l'approche de Qumsiyeh et al. . . . . . . . . . . . . . . . 39

3.1 Trace d'exécution de QuadriCons sur la v-folksonomie présentée dans

la Figure. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 58

3.2 Nombre de quadri-concepts fréquents vs. celui des quadri-sets fréquents

par rapport au nombre de quadruplets sur le jeu de données MovieLens. 68

3.3 Nombre de quadri-concepts fréquents vs. celui des quadri-sets fréquents

par rapport au nombre de quadruplets sur le jeu de données Last.FM. 68

4.1 Valeurs de précision des recommandations pour di�érents degrés de

proximité. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 89

4.2 Précision moyenne pour la recommandation de ressources sur Movie-

Lens. (F) FolkRec (B) Bellogìn et al. (Q) Qumsiyeh et al.(P) Per-

soRec (cf., Table 4.7) . . . . . . . . . . . . . . . . . . . . . . . . . . . 96

4.3 Précision moyenne pour la recommandation de ressources sur Book-

Crossing. (F) FolkRec (K) Kim et al. (Q) Qumsiyeh et al.(P) Per-

soRec (cf., Table 4.8 . . . . . . . . . . . . . . . . . . . . . . . . . . . . 97

4.4 Rappel moyen pour la recommandation de ressources sur MovieLens.

(F) FolkRec (B) Bellogìn et al. (Q) Qumsiyeh et al.(P) PersoRec

(cf., Table 4.9) . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 98



viii LISTE DES FIGURES

4.5 Rappel moyen pour la recommandation de ressources sur BookCros-

sing. (F) FolkRec (K) Kim et al. (Q) Qumsiyeh et al.(P) PersoRec

(cf., Table 4.10) . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 98

5.1 (Gauche) Le contexte d'entrée K = (O = {1, 2, . . ., 8}, A = {a, b, . . .,

h},R) et le nouvel objet 9. (Droite) Le treillis extrait à partir de K. . 120

5.2 Le treillis extrait à partir de K suite à l'insertion du nouvel objet 9. . . 121

5.3 Un aperçu de notre système personnalisé de recommandation pour le

jeu de données MovieLens. (gauche) Le pro�l de Yasmine, les �lms

qu'elle a partagé et la liste de ses amis (centre) les recommandations de

�lms pour l'utilisateur Yasmine (droite) la liste d'amis proposés pour

Yasmine. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 142

5.4 La recommandation de tags pour Yasmine qui souhaite partager le �lm

Raiders of Lost Ark. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 143

5.5 Consultation du pro�l de l'utilisateur nader avant l'ajout à la liste des

amis. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 143



Liste des tableaux

1.1 Une folksonomie. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 11

1.2 Une folksonomie réduite. . . . . . . . . . . . . . . . . . . . . . . . . . . 19

2.1 Un exemple de pro�l pour l'utilisateur Dana Scully. . . . . . . . . . . . 35

2.2 Un exemple de recommandations de collaborateurs pour l'utilisateur

Dana Scully s'appuyant sur les tags. . . . . . . . . . . . . . . . . . . . 36

2.3 Un exemple de recommandations de collaborateurs pour l'utilisateur

Dana Scully s'appuyant sur les ressources. . . . . . . . . . . . . . . . . 36

2.4 Comparaison entre les travaux de la littérature par rapport aux proprié-

tés des systèmes de recommandation. . . . . . . . . . . . . . . . . . . . 41

3.1 un exemple d'une v-folksonomie . . . . . . . . . . . . . . . . . . . . . . 47

3.2 Caractéristiques des jeux de données considérés. . . . . . . . . . . . . . 62

3.3 Un aperçu des jeux de donnéesMovieLens et Last.fm lorsque la qua-

trième dimension correspond au temps. . . . . . . . . . . . . . . . . . . 62

3.4 Un aperçu du jeu de données MovieLens lorsque la quatrième dimen-

sion correspond au pro�l. . . . . . . . . . . . . . . . . . . . . . . . . . . 63

3.5 Examples de quadri-concepts fréquents extraits à partir des jeux de don-

nées MovieLens et Last.fm. . . . . . . . . . . . . . . . . . . . . . . . 64

3.6 Exemples de quadri-concepts extraits à partir du jeu de données Mo-

vieLens. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 65

3.7 Exemples de quadri-concepts selon le pro�l profession. . . . . . . . . . 66

3.8 Exemples de quadri-concepts selon the pro�l âge. . . . . . . . . . . . . 66



LISTE DES TABLEAUX 1

3.9 Exemples de quadri-concepts selon le pro�l genre. . . . . . . . . . . . . 67

3.10 Performances de QuadriCons vs. celles de Data Peeler sur le jeu de

données MovieLens. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 70

3.11 Performances de QuadriCons vs. celles de Data Peeler sur le jeu de

données Last.FM . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 71

4.1 Un aperçu du jeu de données MovieLens. . . . . . . . . . . . . . . . . 84

4.2 Un aperçu du jeu de données BookCrossing. . . . . . . . . . . . . . 85

4.3 Exemples de quadri-concepts extraits à partir du jeu de données Book-

Crossing. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 86

4.4 Exemples de quadri-concepts extraits à partir du jeu de données Mo-

vieLens. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 87

4.5 Valeurs de précision des recommandations pour di�érents degrés de

proximité pour le jeu de données MovieLens. . . . . . . . . . . . . . . 88

4.6 Les di�érences dans les méthodes abordées entre les di�érentes approches. 94

4.7 Précision moyenne pour la recommandation de ressources surMovieLens. 96

4.8 Précision moyenne pour la recommandation de ressources sur Book-

Crossing. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 97

4.9 Rappel moyen pour la recommandation de ressources sur MovieLens. 97

4.10 Rappel moyen pour la recommandation de ressources sur BookCrossing. 98

4.11 F1-Score moyen pour la recommandation de ressources sur MovieLens. 99

4.12 F1-Score moyen pour la recommandation de ressources sur BookCros-

sing. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 100

4.13 Temps moyen d'exécution des recommandations de FolkRec. . . . . . 108

4.14 Comparaison entre les travaux de la littérature par rapport aux proprié-

tés des systèmes de recommandation. . . . . . . . . . . . . . . . . . . . 109

5.1 Un exemple d'une folksonomie. . . . . . . . . . . . . . . . . . . . . . . 122

5.2 Caractéristiques des di�érents jeux de données. . . . . . . . . . . . . . 133





Introduction générale

Une folksonomie désigne un système de classi�cation collaborative par les inter-

nautes. L'idée est de permettre à des utilisateurs de partager et de décrire des objets

via des mots-clés (tags) librement choisis. Formellement, une folksonomie est composée

de trois ensembles : un ensemble d'utilisateurs, un ensemble de tags (ou étiquettes) et

un ensemble de ressources (�lms, livres, sites web, photos, etc.). Les utilisateurs sont

les acteurs principaux du système et contribuent au contenu par l'ajout de ressources

et l'a�ectation de tags. Cependant, il s'avère que le choix de tags et de ressources

partagées par un utilisateur d'une folksonomie varie selon plusieurs critères : le genre,

l'âge ou encore la profession de celui qui partage l'information. Cela a incité les cher-

cheurs à proposer des systèmes de recommandation personnalisés a�n de suggérer les

tags et ressources les plus appropriés aux utilisateurs et de répondre aux besoins de

chaque utilisateur. En e�et, le domaine de personnalisation tente de fournir des solu-

tions a�n d'aider les utilisateurs à partager les bons tags et les bonnes ressources parmi

le très grand nombre de données dans les folksonomies. Ainsi, un système de recom-

mandation o�re à l'utilisateur une liste de tags ou de ressources recommandés qu'il

est susceptible d'aimer et lui permet de trouver plus facilement ses tags et ressources

préférés dans la folksonomie. De plus, la personnalisation tente d'aider les utilisateurs

à aborder le problème de surcharge d'information. Pour atteindre cet objectif, nous

considérons une nouvelle dimension dans une folksonomie, classiquement composée de

trois dimensions (utilisateurs, tags et ressources), et nous proposons une approche de

regroupement des utilisateurs aux intérêts équivalents sous forme de structure appelées
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concepts quadratiques. Cette quatrième dimension peut recouvrir di�érents aspects :

par exemple le pro�l (genre, âge, profession, etc.), ou le temps si on veut étudier la

dynamique temporelle des folksonomies. L'utilisation des concepts quadratiques est

motivée par le fait que si on peut facilement étudier les tags utilisés par un seul uti-

lisateur sur une ressource, il est évident de constater que la tâche devient rapidement

intraitable lorsque cela implique plusieurs utilisateurs et plusieurs ressources. Grâce

aux concepts quadratiques, nous pouvons résoudre ce problème. De plus, ces concepts

sont une représentation réduite de la folksonomie qui peut contenir des milliers de

quadruplets dans la vraie vie. Une fois extraits, ces concepts quadratiques sont utilisés

pour notre algorithme de recommandation personnalisée multi-mode (utilisateurs, tags

et ressources).

L'objectif de notre thèse consiste à proposer un algorithme d'extraction des concepts

quadratiques et puis à mettre en place un système personnalisé de recommandation.

Nous justi�ons la pertinence des approches proposées par une argumentation théo-

rique, et évaluons leur e�cacité à travers une étude expérimentale sur des jeux de

données arti�cielles ou/et réelles. La validation expérimentale regroupe à la fois les

temps d'exécution mais aussi la précision et le rappel du système de recommandation

ainsi qu'un ensemble de métriques de qualité. Dans ce mémoire, nous allons proposer

trois principaux axes complémentaires qui sont les suivants :

1. un nouvel algorithme pour l'extraction des quadri-concepts à partir

des folksonomies : la tâche d'extraction des quadri-concepts à partir des folk-

sonomies représente le contexte sous forme de quadruplets maximaux <utilisa-

teurs,tags,ressources,variables>. La première problématique de la thèse est donc

d'abord de proposer un algorithme qui permet d'extraire les quadri-concepts. Le

principal algorithme concurrent pour l'extraction des quadri-concepts est l'algo-

rithme Data Peeler qui est générique, i.e., capable d'extraire des concepts n-

aires et donc capable d'extraire des quadri-concepts à partir de contextes à quatre

dimensions. Toutefois, l'algorithme est très gourmand en mémoire puisqu'il stocke

tout le contexte en mémoire tout en générant un nombre exponentiel de candidats.

L'idée est donc de proposer un nouvel algorithme appelé QuadriCons spéciale-

ment dédié pour la tâche d'extraction des quadri-concepts. A cet e�et, nous avons

recouru à la dé�nition d'un nouvel opérateur de fermeture spécialement dédié aux

contextes à quatre dimensions. De plus, QuadriCons propose en premier lieu de

localiser les quadri-générateurs a�n de faciliter l'extraction des quadri-concepts.
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Ces éléments sont considérés comme les plus petits éléments d'une classe d'équi-

valence dont la fermeture correspond à un quadri-concept. De point de vue perfor-

mance, le principal point fort de Data Peeler, i.e., sa généricité pour un contexte

n-aire, constitue également sa faiblesse. En e�et, lorsque le nombre de dimensions

est égal à 4, i.e., une instance particulière du problème général traité par Data

Peeler, QuadriCons, spécialement dédié à la tâche d'extraction des quadri-

concepts, est plus apte à mieux les extraire avec de meilleures performances (en

termes de temps d'exécution et mémoire consommée). De plus, QuadriCons, ne

stocke pas le jeu de données en mémoire avant l'extraction des quadri-concepts.

En�n, QuadriCons génère moins de candidats grâce à l'habile détection des

quadri-générateurs qui réduisent considérablement l'espace de recherche. L'étude

expérimentale faite sur deux jeux de données du monde réel permettra de comparer

les temps d'exécution et la mémoire consommée par les deux algorithmes.

2. un nouveau système personnalisé de recommandation basé sur le pro�l

des utilisateurs Les quadri-concepts extraits par QuadriCons sont des quadru-

plets de la forme <utilisateurs, tags, ressources, variables>. Cette dernière dimen-

sion qui est la variable peut se présenter sous di�érents aspects (temps, pro�l,

etc.). Ainsi, a�n de proposer notre système personnalisé de recommandation, nous

avons modélisé cette variable par le pro�l des utilisateurs. Plusieurs travaux se

sont attelés à cette tâche dans la littérature. Cependant, la principale lacune de

ces approches est qu'elles soient limitées à l'information <utilisateur, tag, res-

source> ce qui donne des recommandations qui ne tiennent pas compte du pro�l

de chacun des utilisateurs. C'est donc dans ce sens que nous avons exploité la

quatrième variable des quadri-concepts en la modélisant par le pro�l des utilisa-

teurs. Cela permet notamment d'éviter de proposer les mêmes recommandations

à tous les utilisateurs et de personnaliser les réponses faites aux utilisateurs. Par

ailleurs, en étudiant les travaux de la littérature, nous remarquons que la plupart

des approches ne proposent pas une recommandation aux nouveaux utilisateurs ou

ne tiennent pas compte de nouvelles données qui arrivent au fur et à mesure dans

les folksonomies. Dans ce sens, nous nous appuyons sur le pro�l des utilisateurs

a�n de proposer des recommandations en fonction de ce dernier sans qu'il n'y ait

besoin pour les nouveaux utilisateurs d'avoir un historique de tagging. Ainsi, la

prise en compte du pro�l des utilisateurs au moment du processus de recomman-

dation, ainsi que le recours aux quadri-concepts a�n de regrouper les utilisateurs
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ayant partagé le maximum de tags et de ressources en commun tout en ayant des

pro�ls équivalents, a permis d'améliorer les recommandations faites aux utilisa-

teurs. Prenant en entrée l'utilisateur cible ainsi que son pro�l, notre algorithme

proposé, i.e., FolkRec, est donc capable de générer une recommandation person-

nalisée pour chaque utilisateur selon le mode de recommandation qu'il désire et

selon le pro�l qu'il possède. L'étude expérimentale que nous menons comparera les

valeurs de de précision et de rappel, deux métriques de qualité pour les systèmes

de recommandations, de notre système avec les di�érentes approches. Par suite,

nous proposons d'évaluer le système de recommandation PersoRec, sur des jeux

de données du monde réel tel que le réseau social BookCrossing et le système

de recommandation �lmographique MovieLens, suivant un certain nombre de

propriétés dé�nis dans la littérature.

3. Un algorithme pour la mise à jour des données dans les folksonomies

En�n, pour la dernière approche de cette thèse, nous nous sommes penchés sur le

problème de mise à jour des données dans les folksonomies. Nous proposons donc

un algorithme appelé FolkIncr qui est capable d'incruster de nouvelles données

dans un ensemble de données déjà extrait. Cela a été motivé par la dynamique des

folksonomies où des milliers de données sont ajoutés sans que cela ne soit pris en

compte par les algorithmes dits "statiques" de la littérature. En e�et, les utilisa-

teurs partagent des milliers de ressources de manière quotidienne et cela devient

irréalisable de relancer à chaque fois le processus d'extraction des quadri-concepts.

Cela nous a donc motivé pour concevoir notre algorithme a�n de maintenir à jour

l'ensemble des données sans devoir à rescanner l'entière folksonomie. Cela a pour

e�et que les recommandations ne s'appuient plus sur un ensemble statique de don-

nées mais sur un ensemble régulièrement mis à jour. Cela permettra de prendre en

compte notamment les nouveaux tags et ressources qui viennent d'être ajoutés à

la folksonomie et de proposer aux utilisateurs des recommandations récentes qui

prennent en compte les dernières mises à jour du système.

Structure du mémoire

Le présent mémoire, décrivant le travail réalisé au cours de cette thèse, est composé

de cinq chapitres :
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Le chapitre 1 présente les principales notions de base ainsi que l'état de l'art sur

l'extraction des concepts quadratiques à partir des folksonomies. Ce chapitre introduit

donc les notions mathématiques relatives à l'Analyse Formelle des Concepts, puis

présente le principal algorithme dédié à la tâche d'extraction des concepts quadratiques.

Le chapitre 2 dé�nit d'abord un système de recommandation et ses di�érents

types, puis, présente l'état de l'art et notamment les di�érents algorithmes, proposés

dans la littérature, pour la recommandation dans les folksonomies. Ce chapitre

mettra en évidence les di�érentes approches, techniques et autres stratégies utilisées

pour présenter des solutions à la problématique de recommandation ainsi qu'une

étude comparative de ces algorithmes. Cette synthèse permet aussi de situer nos

contributions par rapport aux travaux antérieurs.

Le chapitre 3 est consacré à l'introduction de notre nouvelle approche pour

l'extraction des quadri-concepts à partir des folksonomies ainsi que la présentation

de l'algorithme QuadriCons. Une étude comparative sera menée par rapport au

principal algorithme de la littérature en termes de temps d'exécution et de mémoire

consommée. Nous montrons, par ailleurs, que QuadriCons est valide et complet.

Le chapitre 4 permet d'introduire un système personnalisé de recommandation

dans les folksonomies. Ce système repose à la fois sur les quadri-concepts et sur des

informations supplémentaires sur les utilisateurs dans le but de personnaliser les

recommandations. De plus, une application sur des jeux de données du monde réel est

décrite et interprétée pour mettre en exergue l'apport de notre contribution.

Le chapitre 5 est consacré à l'introduction d'une approche pour la mise à jour

des données dans les folksonomies. En e�et, l'algorithme que nous introduisons

va permettre d'incruster les nouvelles données ajoutées aux concepts déjà extraits

sans devoir à redémarrer le processus d'extraction des quadri-concepts. L'étude

expérimentale que nous présentons mettra en lumière l'apport de notre approche par

rapport aux travaux de la littérature.

Le mémoire se termine par une conclusion qui résume l'ensemble de nos travaux et
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présente quelques perspectives.



CHAPITRE

1 Extraction des concepts

quadratiques dans les

folksonomies

1.1 Introduction

Dans ce chapitre, nous allons, tout d'abord, introduire les principales notions de

base et fondements mathématiques utilisés tout au long de ce mémoire. Nous allons

commencer par présenter les dé�nitions relatives au contexte triadique qui épouse la

structure tripartite d'une folksonomie composée d'utilisateurs, de tags et de ressources.

Nous présenterons également les principales notions de l'analyse formelle des concepts

(AFC ). À cet e�et, nous dé�nissons un générateur minimal, un opérateur de fermeture

pour la folksonomie et les classes d'équivalences qui vont en découler. Par suite, nous

évoquons le problème d'extraction des quadri-concepts et le principal algorithme de la

littérature qui s'est attelé à cette tâche.

1.2 L'Analyse Formelle des Concepts (AFC)

L'analyse formelle des concepts est une méthode d'analyse de données spécialisée

dans l'extraction d'un ensemble ordonné de concepts au sein d'un ensemble de données

[Wille, 2009]. Elle est utilisée dans diverses applications comme [Sellami et al., 2014].

Elle a été étendue depuis 1995 au cas triadique a�n de traiter les données tri-

dimensionnelles [Lehmann et Wille, 1995] [Ganter et Wille, 1999]. Cependant, très peu

de travaux se sont intéressés à l'analyse triadique des concepts. Avec l'arrivée des folk-

sonomies comme étant la structure centrale des réseaux sociaux [Hotho et al., 2006]
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[Fagnan et al., 2014], la focalisation sur l'analyse triadique des concepts s'est considé-

rablement accrue.

Le concept de folksonomie, structuré sous la forme d'un contexte triadique, est consi-

déré comme faisant partie intégrante du Web 2.0 (ou web social) 1 [Abnar et al., 2014].

Dans ce qui suit, nous dé�nissons d'abord une folksonomie. Ensuite, nous dé�nissons

un tri-set et un tri-concept ainsi que l'opérateur de fermeture qui permet de calculer

ce dernier. Auparavant, Wille et Ganter ont introduit dans [Ganter et Wille, 1999] une

dé�nition d'un contexte triadique qui est l'extension d'un contexte diadique classique

par ajout d'une nouvelle colonne appelée condition permettant la représentation de

données supplémentaires.

Dé�nition 1 (Contexte triadique) [Ganter et Wille, 1999] Un contexte triadique

d'extraction (ou un contexte d'extraction) est un quadruplé K = (E, I, C, Y), où E,
I and C sont des ensembles, et Y est une relation ternaire entre E, I et C, i.e., Y ⊆
E× I × C. Les éléments de E, I et C sont respectivement appelés objets, attributs, et

conditions et (e, i, c) ∈ Y, sous-entend que l'objet e est relatif à l'attribut i relativement
à la condition c.

1.2.1 Folksonomie

Un contexte triadique représente exactement la structure d'une folksonomie dont

la dé�nition est la suivante :

Dé�nition 2 (folksonomie)[Hotho et al., 2006] Une folksonomie est un ensemble

de tuples F = (U , T , R, Y) où
� U , T et R sont des ensembles �nis dont les éléments sont respectivement appelés

utilisateurs, tags et ressources.

� Y ⊆ U× T × R représente une relation triadique dont chaque y ⊆ Y peut être

représenté par un triplet :

y = {(u, t, r) | u ∈ U , t ∈ T , r ∈ R}.
ce qui signi�e que l'utilisateur u a annoté la ressource r par le tag t.

Une folksonomie est donc un système de classi�cation qui dérive de la création

collaborative de son contenu par les utilisateurs. Cette pratique est appelée "Social

1. https ://fr.wikipedia.org/wiki/Web_2.0
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Tagging", un processus par lequel de nombreux utilisateurs ajoutent des données sous

forme de tags pour partager des ressources. C'est un concept qui est di�érent d'une

ontologie [Roussey et al., 2006] où la classi�cation est faite par des experts. En d'autres

termes, il s'agit d'un support du Web 2.0 pour la classi�cation de ressources. L'anno-

tation des ressources par les tags facilite ainsi le partage et la recherche d'information

Exemple : Del.icio.us 2, Flickr 3, Youtube 4, MovieLens 5, Last.FM 6, etc.

Exemple 1 Le Tableau 1.1 illustre un exemple d'une folksonomie F avec U = {u1,

u2, u3, u4}, T = {t1, t2, t3, t4} et R = {r1, r2, r3}.

Notons que chaque "×" représente une relation triadique entre un utilisateur ap-

partenant à U , un tag appartenant à T et une ressource annotée appartenant à R. Par

exemple, l'utilisateur u1 a tagué la ressource r1 par le biais des tags t2, t3 et t4.

F/R r1 r2 r3

U/T t1 t2 t3 t4 t1 t2 t3 t4 t1 t2 t3 t4

u1 × × × × × × × × ×
u2 × × × × × × × × × × ×
u3 × × × × × × × × × × ×
u4 × × × × × ×

Tableau 1.1 � Une folksonomie.

1.2.2 Tri-set et Tri-concept

Un tri-set est un triplet particulier de la folksonomie dont chaque partie peut conte-

nir plus d'un élément. La dé�nition d'un tri-set est donné comme suit :

Dé�nition 3 (Un tri-set (fréquent)) [Ganter et Wille, 1999] Soit F = (U , T ,
R, Y) une folksonomie/contexte triadique. Un tri-set de F est un triplet (A, B, C)

avec A ⊆ U , B ⊆ T , C ⊆ R tel que A × B × C ⊆ Y. Un tri-set (A, B, C) de F
est dit fréquent lorsque | A | ≥ minsuppu, | B | ≥ minsuppt et | C | ≥ minsuppr, où

minsuppu, minsuppt et minsuppr sont des seuils dé�nis par l'utilisateur.

2. https ://delicious.com
3. https ://www.�ickr.com
4. https ://www.youtube.com
5. https ://www.last.fm/fr/

6. https ://www.�ickr.com
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Exemple 2 Dans la folksonomie du Tableau 1.1, TS1=({u1, u2, u3}, {t2, t3}, {r1})

et TS2=({u2, u3, u4}, {t1}, {r2}) sont deux exemples de tri-sets de F . Ils représentent

deux di�érents groupes d'utilisateurs ayant annoté des ressources avec un certain en-

semble de tags.

Aussi bien que dans le cas diadique classique où l'ensemble des itemsets fréquents

est très grand, l'ensemble des tri-sets fréquents est très élevé et redondant. Cependant,

cet ensemble peut très bien être condensé sans perte d'information. De ce fait, nous

allons appliquer la notion de fermeture au cas triadique, i.e., nous considérons un

sous-ensemble de tri-sets contenant la même information, appelé l'ensemble des tri-

concepts fréquents. Dans ce qui suit, nous présentons donc une adaptation de la notion

d'"itemsets fermés fréquents" [Agrawal et al., 1993] au cas triadique.

Dé�nition 4 (Concept triadique (fréquent)) Un concept triadique (ou un tri-

concept) d'une folksonomie F = (U , T , R, Y) est un triplet (U , T , R) où U ⊆ U , T ⊆
T , et R ⊆ R avec U × T × R ⊆ Y tel que le triplet (U , T , R) est maximal, i.e., il est

impossible d'augmenter un ensemble sans faire diminuer l'un des deux autres. Un tri-

concept est dit fréquent s'il est un tri-set fréquent. L'ensemble des tri-concepts fréquents

de F est représenté par T C = {TC | TC = (U , T , R) ∈ Y est un tri-concept}.

Notons que pour un tri-concept (U , T , R), les ensembles U , R et T sont respecti-

vement appelés Extent , Intent , et Modus du tri-concept (U , T , R).

Exemple 3 D'après la folksonomie du Tableau 1.1, TS1=({u1, u2, u3}, {t2, t3}, {r1})

n'est pas un tri-concept de F . Cependant, TC1=({u1, u2, u3}, {t2, t3, t4}, {r1, r2, r3})

est un tri-concept de F : c'est l'ensemble maximal de tags et de ressources partagées

par u1, u2 et u3.

Dans ce qui suit, nous présentons la dé�nition d'un nouvel opérateur de fermeture

pour un contexte triadique ainsi que celle d'une classe d'équivalence. Ensuite, nous

dé�nissons un tri-générateur minimal, qui est l'extension de celle d'un générateur mi-

nimal au cas triadique. Mais tout d'abord, nous dé�nissons formellement le problème

d'extraction des tri-concepts.

Le problème d'extraction des tri-concepts

Soit F = (U , T , R, Y) une folksonomie et soient minsuppu, minsuppt, minsuppr
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trois seuils minimaux de support �xés par l'utilisateur. Le problème d'extraction des

tri-concepts fréquents consiste à déterminer tous les tri-concepts (U , T , R) de F tel

que | U | ≥ minsuppu, | T | ≥ minsuppt et | R | ≥ minsuppr.

Ainsi, l'extraction des tri-concepts revient à découvrir tous les ensembles d'utilisa-

teurs, tags et ressources (U , T , R) tels que pour chaque triplet, tous les utilisateurs de

U ont assigné les tags de T aux ressources de R. De plus, la cardinalité de chacun de ces

ensembles doit véri�er le seuil minimal de support correspondant [Jäschke et al., 2008].

Ce problème d'extraction des tri-concepts est plus dur que celui de l'extraction des

itemsets fermés dans un contexte diadique classique. En e�et, nous avons à considérer

trois seuils de supports au lieu d'un seul, étant donné le nombre de dimensions du

contexte triadique. Cependant, aussi bien que dans le cas diadique, ces trois seuils de

supports véri�ent les contraintes d'anti-monotonie : Si le tri-set (U1, T1, R1) avec U1

maximal n'est pas fréquent par rapport au seuil de support minsuppu, alors tous les

tri-sets (U1, T2, R2) avec T1 ⊆ T2 et R1 ⊆ R2 sont également non fréquents. La même

propriété est véri�ée pour les deux autres dimensions. Par exemple, si le tri-set {{u5,

u6, u7}, {t2, t3}, {r1, r2}} n'est pas fréquent pour minsuppu = 4 alors le tri-set {{u5,

u6, u7}, {t2, t3, t4}, {r1, r2}} est également infréquent.

1.2.3 Opérateur de fermeture, classe d'équivalence et généra-

teurs minimaux

Lehmann et Wille ont introduit dans [Lehmann et Wille, 1995] deux opérateurs de

dérivation pour la construction des concepts triadiques. Toutefois, ces opérateurs ne

sont utilisables que sur les contextes diadiques, i.e., la folksonomie doit auparavant

être transformée en trois contextes diadiques, a�n que ces opérateurs puissent être

appliqués pour l'extraction des tri-concepts.

Par conséquent, nous présentons, dans ce qui suit, un nouvel opérateur de fermeture

pour une folksonomie.

Dé�nition 5 (Opérateur de fermeture)[Trabelsi et al., 2012] Soit T = (A, B,

C) un tri-set de F . Un opérateur h est dé�ni comme suit :

h(T ) = h(A, B, C) = (U , T , R) tel que U = {ui ∈ U | (ui, ti, ri) ∈ Y ∀ ti ∈ B, ∀ ri

∈ C}
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∧ T = {ti ∈ T | (ui, ti, ri) ∈ Y ∀ ui ∈ U , ∀ ri ∈ C}

∧ R = {ri ∈ R | (ui, ti, ri) ∈ Y ∀ ui ∈ U , ∀ ti ∈ T}

Proposition 1 L'opérateur h est un opérateur de fermeture.

Preuve 1 L'opérateur de fermeture h doit véri�er les trois propriétés suivantes

[Couch et Chiarini, 2008] :

(1) Extensivité

Soit T = (A, B, C) un tri-set de F ⇒ h(T ) = (U , T , R) tel que :

U = {ui ∈ U | (ui, ti, ri) ∈ Y ∀ ti ∈ B, ∀ ri ∈ C} ⊇ A étant donné que (ui, ti, ri) ∈
Y ∀ ui ∈ A, ∀ ti ∈ B, ∀ ri ∈ C

De plus, T = {ti ∈ T | (ui, ti, ri) ∈ Y ∀ ui ∈ U , ∀ ri ∈ C} ⊇ B puisque U ⊇ A.

Finalement, R = {ri ∈ R | (ui, ti, ri) ∈ Y ∀ ui ∈ U , ∀ ti ∈ T} ⊇ C puisque U ⊇ A

et T ⊇ B.

Ainsi, (A, B, C) ⊆ (U , T , R) ⇒ T ⊆ h(T )

(2) Idempotence

Soit T = (A, B, C) un tri-set de F ⇒ h(T ) = (U , T , R) ⇒ h(U , T , R) = (U ′, T ′,

R′) avec :

U ′ = {ui ∈ U | (ui, ti, ri) ∈ Y ∀ ti ∈ T , ∀ ri ∈ R} = U [Lehmann et Wille, 1995].

De plus, T ′ = {ti ∈ T | (ui, ti, ri) ∈ Y ∀ ui ∈ U , ∀ ri ∈ C} = T

[Lehmann et Wille, 1995].

Finalement, R′ = {ri ∈ R | (ui, ti, ri) ∈ Y ∀ ui ∈ U , ∀ ti ∈ T ′} = R

[Lehmann et Wille, 1995].

Ainsi, (U ′, T ′, R′) = (U , T , R) ⇒ h(h(T )) = h(T )

(3) Isotonicité

Soit T = (A, B, C) et T ′ = (A′, B′, C ′) deux tri-sets de F avec T ⊆ T ′ ⇒ h(T ) =

(U , T , R) et h(T ′) = (U ′, T ′, R′) tel que :

D'une part, U ′ = {ui ∈ U | (ui, ti, ri) ∈ Y ∀ ti ∈ B′, ∀ ri ∈ C ′}.

et U = {ui ∈ U | (ui, ti, ri) ∈ Y ∀ ti ∈ B, ∀ ri ∈ C}. ⇒ U ′ ⊇ U puisque B ⊆ B′

et C ⊆ C ′ [Lehmann et Wille, 1995].

D'autre part, T = {ti ∈ T | (ui, ti, ri) ∈ Y ∀ ui ∈ U , ∀ ri ∈ C}, R = {ri ∈ R |
(ui, ti, ri) ∈ Y ∀ ui ∈ U , ∀ ti ∈ T}, T ′ = {ti ∈ T | (ui, ti, ri) ∈ Y ∀ ui ∈ U , ∀ ri ∈
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C} et R′ = {ri ∈ R | (ui, ti, ri) ∈ Y ∀ ui ∈ U , ∀ ti ∈ T ′}

⇒ T ⊆ T ′ puisque U ⊆ U ′ et R ⊆ R′ étant donné que U ⊆ U ′ et T ⊆
T ′[Lehmann et Wille, 1995].

Ainsi, (U , T , R) ⊆ (U ′, T ′, R′) ⇒ h(T ) ⊆ h(T ′)

Selon (1), (2) et (3), h est un opérateur de fermeture pour un contexte triadique /

folksonomie.

Formellement, h(T ) est le tri-set le plus large d'une folksonomie F qui contient les

ensembles maximaux de tags et de ressources partagés par un même groupe d'utilisa-

teurs.

Exemple 4 Considérons la folksonomie F donnée par le Tableau 1.1, nous avons

h({u1, u2, u3}, {t2, t3}, {r1}) = ({u1, u2, u3}, {t2, t3, t4}, {r1, r2, r3}).

Ainsi, l'opérateur de fermeture h appliqué à un tri-set génére un concept triadique.

De plus, l'opérateur de fermeture partitionne l'espace de recherche en classes d'équiva-

lence, dont la dé�nition est donnée dans ce qui suit.

Dé�nition 6 [Trabelsi et al., 2012] (Classe d'équivalence) Soient T1 = (A1, B1,

C1) et T2 = (A2, B2, C2) deux tri-sets de F et TC ⊆ T C. T1 et T2 appartiennent à la

même classe d'équivalence représentée par le tri-concept TC, i.e., T1 ≡TC T2 ssi h(T1)

= h(T2) = TC.

Les générateurs minimaux (GMs), aka clés minimales, jouent un rôle important

dans plusieurs problèmes théoriques et pratiques impliquant les systèmes de fermeture

qui résident dans les théories de graphes, les bases de données relationnelles, la fouille

de données pour ne citer que. Dans ce qui suit, nous introduisons une extension de la

dé�nition d'un générateur minimal au contexte triadique.

Dé�nition 7 [Trabelsi et al., 2012] (Tri-générateur minimal)Soit g = (A, B, C)

un tri-set tel que A ⊆ U , B ⊆ T et C ⊆ R et TC ⊆ T C un tri-concept. Le triplet g

est un tri-générateur minimal (ou tri-générateur) de TC ssi h(g) = TC et @ g1 = (A1,

B1, C1) tel que A = A1, (B1 ⊆ B ∧ C1 ⊂ C) ∨ (B1 ⊂ B ∧ C1 ⊆ C) et h(g) = h(g1)

= TC.
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Exemple 5 Le tri-concept TC = ({u1, u2, u3}, {t2, t3, t4}, {r1, r2, r3}) a deux tri-

générateurs g1 = ({u1, u2, u3}, {t4}, {r1}) et g2 = ({u1, u2, u3}, {t3}, {r2}). Cepen-

dant, g3 = ({u1, u2, u3}, {t2, t3}, {r1, r2}) n'est pas un tri-générateur de TC puisque

∃ g2 tel que g2.extent=g3.extent, g2.intent ⊆ g3.intent et g2.modus ⊂ g3.modus.

Reposant sur les dé�nitions ainsi introduites, nous proposons, dans ce qui suit,

l'algorithme TriCons pour l'extraction des tri-concepts fréquents à partir d'une folk-

sonomie.

1.2.4 TriCons : un algorithme pour l'extraction des tri-

concepts

Dans [Trabelsi et al., 2012], nous avons introduit l'algorithme TriCons dédié à

l'extraction des tri-concepts fréquents à partir d'une folksonomie. TriCons opère en

3 étapes.

1. L'extraction des tri-générateurs.

2. Le calcul du modus des tri-concepts.

3. Le calcul de l'intent des tri-concepts.

A�n d'extraire les tri-concepts fréquents, TriCons commence par balayer l'espace

de recherche dans le but d'extraire les tri-générateurs. Le fait que les tri-générateurs

soient les plus petits éléments d'une classe d'équivalence rend leur détection et par-

cours largement plus facile que le balayage de toute la folksonomie. Ces tri-générateurs,

étant les représentants des di�érentes classes d'équivalence, rendent le calcul des tri-

concepts moins ardu. De plus, la taille de l'ensemble des tri-générateurs étant sou-

vent largement moins grande que la taille d'une folksonomie, TriCons aura beaucoup

moins de données à manipuler. Et bien que sa complexité théorique soit exponentielle

[Trabelsi et al., 2012], les tests expérimentaux ont démontré que l'algorithme réalise

des temps d'exécution acceptables sur des jeux de données du monde réel 7.

1.3 Extraction des quadri-concepts

Dans ce qui suit, nous présentons le principal algorithme dédié à la tâche de l'ex-

traction des quadri-concepts dans les contextes à quatre dimensions.

7. http ://www.isima.fr/ jelassi/triconsrecap2
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1.3.1 Problématique et motivation sur la quatrième dimension

L'essor des folksonomies, dû au succès des systèmes de partages (e.g., Flickr,

Bibsonomy, Youtube, etc.), a suscité l'intérêt des chercheurs pour le domaine de

Folksonomy mining. Cependant, dans les structures des folksonomies, plusieurs mil-

lions de données sont ajoutées quotidiennement. Par exemple, dans les réseaux sociaux

à très large échelle comme Facebook ou encore Twitter, ce sont des centaines de milliers

de ressources ou de tweets qui sont partagés tous les jours. Dans les folksonomies plus

réduites comme MovieLens ou encore BookCrossing, on parle de centaines de partage

d'information quotidiens. Ainsi, en raison des très grandes tailles des folksonomies,

plusieurs travaux se sont focalisées sur l'extraction de représentation concises (sans

perte d'information) de motifs intéressants. Ces structures, qui doivent être une re-

présentation réduite du trop grand nombre de données -souvent redondantes- dans les

folksonomies, doivent également répondre au critère de non perte d'information. En

e�et, il doit être possible de trouver l'ensemble de données à partir de cet ensemble

réduit et concis de concepts représentatifs. Ces structures appelées concepts triadiques

ont fait l'objet d'une étude dans la littérature dans [Jäschke et al., 2008] [Ji et al., 2006]

[Cerf et al., 2009]. Ce dernier algorithme (Data Peeler) a la particularité d'être géné-

rique, i.e., capable d'extraire des concepts n-aires à partir de relations n-aires, et donc

capable d'extraire des concepts triadiques ou encore quadratiques à partir de relations

4-aires. La motivation d'introduire une quatrième dimension aux folksonomies vient du

fait que plusieurs applications (e.g., tâches de recommandations, proposition d'amis,

détection de tendances, pour ne citer que) nécessitent des informations supplémentaires

en plus des trois ensembles constituant une folksonomie. Ainsi, en plus des relations

3-aires (utilisateur, tag, ressource), une quatrième dimension s'avère être d'une grande

utilité. Cette quatrième dimension peut recouvrir di�érents aspects : par exemple le

pro�l (genre, âge, profession, . . .), ou le temps si on veut étudier la dynamique tem-

porelle des folksonomies. Dans ce mémoire, nous traitons la quatrième dimension de

manière indi�érente pour l'aspect méthodologique, mais a�n d'extraire des résultats à

partir de jeux de données du monde réel, nous focaliserons plus tard soit sur l'aspect

pro�l soit sur l'aspect temps. La tâche spéci�que d'extraction de quadri-concepts vise

à extraire un ensemble de quadruplets fréquents, dont chaque quadruplet (U , T , R,

V ) consiste en un ensemble U d'utilisateurs, un ensemble T de tags, un ensemble R

de ressources et un ensemble V de variables. Ces quadruplets, appelés quadri-concepts

fréquents, véri�ent la propriété suivante : chaque utilisateur de U avec une variable
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de V a tagué chaque ressource de R avec tous les tags de T , et on ne peut ajouter

des éléments à un de ces ensembles sans avoir à en retirer à un des trois autres en-

sembles. De plus, nous pouvons ajouter des contraintes de support sur chacune des

quatre dimensions a�n d'extraire les quadri-concepts fréquents. Dans ce qui suit, nous

introduisons le principal algorithme de la littérature pour la tâche d'extraction des

concepts quadratiques.

1.3.2 Data Peeler : un algorithme pour l'extraction des

concepts n-aires (Cerf et al., 2009)

En 2009, Cerf et al. ont proposé l'algorithme Data Peeler [Cerf, 2010]

[Cerf et al., 2009] pour l'extraction des concepts n-aires à partir de contextes n-aires.

Data Peeler utilise une approche en profondeur d'abord et stocke le contexte dans

une structure d'arbre binaire a�n de dériver l'ensemble des concepts n-aires. En par-

ticulier, lorsque n est égal à 4, l'algorithme Data Peeler est capable d'extraire les

quadri-concepts. Data Peeler commence par stocker le contexte quadratique dans sa

totalité dans une structure appelée "arbre binaire" ; le recours à cette structure permet

de parcourir les données plus rapidement. Ensuite, de manière récursive, les noeuds de

l'arbre sont parcourus a�n de calculer la fermeture du noeud courant en stockant dans

une pile les éléments à ajouter au quadri-concept. À chaque niveau, le noeud courant

est partitionné en deux nouveaux noeuds après sélection de l'élément à énumérer ; cet

élément est indépendant de l'exécution de l'algorithme. Data Peeler termine lorsque

tous les quadri-concepts sont extraits grâce à ce parcours de l'arbre binaire. En�n

Data Peeler prend également comme entrée des seuils minimaux de supports dont

le nombre est égal au nombre de dimensions du contexte n-aire. Ainsi, Data Pee-

ler permet, si les supports minimaux sont renseignés, de générer les concepts n-aires

fréquents.

1.3.3 Exemple illustratif

Pour illustrer un exemple d'exécution de l'algorithme Data Peeler, nous avons

choisi de prendre un exemple d'une folksonomie réduite présentée par le Tableau 1.2

où U={1,2,3}, T ={a,b,c} et R={α,β,γ} et d'exécuter une instance de Data Peeler

lorsque le nombre de dimensions n est égal à 3. Nous avons également pris les seuils
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U/R-T α β γ

a b c a b c a b c

1 × × × × × × ×
2 × × × × × × ×
3 × × × × × × × ×

Tableau 1.2 � Une folksonomie réduite.

minimaux de supports suivants : minsuppu = 2, minsuppt = 1 et minsuppr = 1.

La Figure 1.1 montre une trace d'exécution de Data Peeler sur cette folksonomie.

Chaque noeud de l'arbre représente un couple de tri-sets complémentaires par rapport

au noeud père. Le premier noeud est un couple d'un tri-set d'ensembles vides et d'un

tri-set d'ensembles maximaux de U , T et R. Suite à une première décomposition aléa-

toire et indépendante de l'exécution de Data Peeler, chaque noeud se décompose

pour donner deux noeuds �ls après sélection de l'élément à énumérer. Par exemple, le

noeud ((1 2,a b,α),(3,c,β γ)) est décomposé suivant l'élément γ donnant un noeud �ls

(à gauche) contenant cet élément et un noeud �ls (à droite) ne contenant pas γ. Le

premier tri-concept {{1,2,3}, {a,b,c}, {α}} est ainsi obtenu après décompositions suc-

cessives suivant les éléments γ, c, 3 et α. Cependant, lorsqu'un tri-concept est extrait,

la décomposition ne s'arrête pas car ce dernier peut engendrer un nouveau tri-concept

via de nouvelles décompositions (chaque tri-concept est entouré d'un carré sur la Figure

1.1). Par exemple, le tri-concept {{1,2,3}, {a,b}, {α,γ}} permet de créer un nouveau

tri-concept suite à une décomposition suivant, respectivement, les éléments β et a.

1.3.4 Critique de l'algorithme et Contributions

Le principal souci de Data Peeler est la stratégie qu'il adopte pour parcourir

le contexte. En e�et, Data Peeler utilise une approche en profondeur d'abord qui

comporte le risque de générer des branches in�nies. Ainsi, les performances de Data

Peeler se détériorent rapidement lorsque une ou plusieurs dimensions du contexte

contient un grand nombre d'éléments di�érents. Ainsi, Data Peeler n'a�che de

bonnes performances que lorsque les di�érentes dimensions du contexte ne contiennent

pas plus que quelques centaines d'éléments di�érents ; il est même, selon ses auteurs,

meilleur que ses concurrents [Jäschke et al., 2008] [Ji et al., 2006] sur un contexte n-

dimensionnel [Cerf et al., 2009]. Il est cependant à noter que cela est rarement le cas
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Figure 1.1 � Exemple illustratif de l'Algorithme Data Peeler sur la folksonomie décrite par le

Tableau 1.2

dans les folksonomies où le nombre d'utilisateurs, tags et ressources dépassent aisément

les milliers. Ainsi, la stratégie utilisée par Data Peeler, qui consiste au parcours de

l'arbre binaire pour extraire les n-concepts, devient ine�cace et conduit à des branches

in�nies et un calcul très complexe des n-concepts. De plus, un inconvénient majeur de

cette approche réside dans le fait qu'elle stocke tout le jeu de données en mémoire avant

de procéder à l'extraction des concepts ce qui ralentit considérablement ce processus.

En e�et, dans des jeux de données du monde réel, le nombre de données peut atteindre

les milliers et le nombre de candidats peut être également très grand. Stocker toutes les

données en mémoire s'avère donc être une stratégie peu recommendable pour ce genre

de contexte.

1.4 Conclusion

Tout au long de ce chapitre, nous avons, tout d'abord, présenté les principales no-

tions mathématiques de l'analyse formelle des concepts que nous allons utiliser pendant

ce mémoire. Nous avons également présenté l'adaptation des notions de générateurs mi-

nimaux, opérateur de fermeture et classes d'équivalence au cas triadique représenté par

une folksonomie. Ensuite, nous avons formellement présenté le problème d'extraction
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des tri-concepts qui constituent des conceptualisations cachées au sein des folksono-

mies. En�n, nous avons présenté le principal algorithme de la littérature consacré au

problème d'extraction des quadri-concepts dans les folksonomies. Cette étude a mis en

lumière la nécessité de proposer un nouvel algorithme qui se consacre à l'extraction des

quadri-concepts à partir des folksonomies et qui se base sur un opérateur de fermeture

spécialement dédié à ce type de contexte. Cette première contribution sera présentée

dans le troisième chapitre.

Dans le prochain chapitre, nous allons survoler les principales approches de systèmes

de recommandations dans les folksonomies qui sont réparties en quatre catégories.

Une étude critique de ces travaux sera menée, ainsi qu'une présentation d'un certain

ensemble de propriétés comme la couverture, le cold start ou encore la scalabilité pour

les systèmes de recommandations.





CHAPITRE

2 Systèmes de

recommandations dans

les folksonomies

2.1 Introduction

Dans ce chapitre, nous dé�nissons les di�érents types de systèmes de recommanda-

tions ainsi que les di�érentes métriques qui permettent de jauger la qualité des recom-

mandations. Ainsi, les mesures classiques comme la précision et le rappel ou encore de

nouvelles propriétés comme la couverture, la nouveauté ou encore la sérendipité seront

également dé�nies. Ensuite, nous survolons les principaux travaux de la littérature qui

s'y sont consacrés. Ces approches sont réparties en plusieurs catégories : celles qui sont

basées sur la popularité, celles qui sont basées sur les mesures de similarité, celles qui

combinent l'historique de tagging et les mesures de similarités ou encore celles qui sont

basées sur le pro�l des utilisateurs. Ce chapitre est ponctué par un tableau comparatif

qui mettra en lumière les lacunes des approches existantes par rapport aux propriétés

des systèmes de recommandations.

2.2 Systèmes de Recommandations

Dans ce qui suit, nous présentons les di�érents types de systèmes de recommanda-

tions, puis nous introduisons les di�érentes propriétés relatives à ces derniers.
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2.2.1 Types de systèmes de recommandations

Les systèmes de recommandation (SR) sont une forme spéci�que de �ltrage

de l'information visant à présenter les éléments d'information (�lms, musique,

livres, news, images, pages Web, etc.) qui sont susceptibles d'intéresser l'utilisateur

[Adomavicius et Tuzhilin, 2005]. Généralement, un système de recommandation per-

met de comparer le pro�l d'un utilisateur à certaines caractéristiques de référence, et

cherche à prédire la "note" ou la "préférence" que donnerait un utilisateur à un item

donné [Ricci et al., 2011]. Les systèmes de recommandation sont devenus très popu-

laires ces dernières années et sont appliqués dans de nombreuses applications. Parmi

les applications les plus populaires, on cite les �lms, les musiques, les actualités, les

livres, les articles scienti�ques et les produits en général. Il existe également des sys-

tèmes de recommandations d'experts, de blagues, de restaurants, de services �nanciers,

d'assurance-vie, de personnes (sites de rencontres en ligne) ou encore de followers sur

twitter [Felfernig et al., 2007].

Il existe deux méthodes di�érentes par lesquelles les SR permettent de générer

une liste de recommandations : (i) la méthode de �ltrage collaboratif (ou collabora-

tive �ltering) qui permet de construire un modèle à partir du comportement passé de

l'utilisateur (les ressources précédemment partagées ou/et les tags (ou notes) données

à ces ressources) et des comportements des autres utilisateurs ; ensuite, à partir de ce

modèle, le SR est capable de prédire les ressources (ou les tags pour ces ressources) qui

sont susceptibles d'intéresser l'utilisateur [Melville et Sindhwani, 2010] ; (ii) la méthode

basée sur le contenu (ou content-based method) utilise des caractéristiques et propriétés

des ressources a�n de recommander d'autres ressources qui possèdent des propriétés si-

milaires [Mooney et Roy, 2000]. Ces deux méthodes peuvent également être combinées,

on parle alors de systèmes de recommandations hybrides.

Les SR présentent une alternative utile et intéressante aux algorithmes de recherche

d'informations étant donné qu'ils aident les utilisateurs à découvrir des ressources qu'ils

n'auraient pas trouvé par eux-mêmes. En�n, les SR présentent depuis plusieurs années

un domaine de recherche très prisé par les chercheurs et scienti�ques dans la fouille de

données notamment.
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Les SR basés sur le �ltrage collaboratif

Les méthodes basées sur le �ltrage collaboratif ou collaborative �ltering sont basées

sur la collection et l'analyse d'informations sur le comportement des utilisateurs, leurs

activités et leurs préférences pour ensuite prédire ce que les utilisateurs sont susceptibles

d'aimer d'après leurs similarités avec d'autres utilisateurs. Un des avantages de cette

méthode est que le système de recommandation n'est pas obligé de "comprendre" la

ressource (ce dont il s'agit), ainsi, il est capable de recommander un grand nombre

de ressources avec un moindre coût. Ce genre de méthode se base sur l'hypothèse que

deux utilisateurs qui ont aimé les mêmes ressources par le passé vont aimer les mêmes

ressources dans le futur et vont aussi aimer des ressources similaires à celles qu'ils ont

aimé par le passé. Lors de la création d'un modèle à partir des données d'un utilisateur,

on distingue deux types de données :

les données explicites comme :

� les tags/notes donnés par les utilisateurs aux ressources ; dans le cas des notes,

une échelle (généralement de 0 à 5 ou de 0 à 10) est précisée ;

� les recherches opérées par les utilisateurs ;

� les préférences des utilisateurs (le système peut demander à ses utilisateurs de

classer des ressources par ordre décroissant selon leur goût) ;

� les ressources partagées par les utilisateurs.

les données implicites comme :

� l'analyse du nombre de consultations par les utilisateurs sur les ressources ;

� l'obtention de la liste des ressources que les utilisateurs ont écouté ou regardé en

ligne ;

� le nombre de clics des utilisateurs sur les ressources.

Un des exemples les plus connus de �ltrage collaboratif est un algorithme popularisé

par le système de recommandation de Amazon.com qui se base sur l'hypothèse "Les

utilisateurs qui achètent x achèteront aussi y". Le site de musique last.fm permet lui de

recommander de la musique à ses utilisateurs en se basant sur celles écoutées par des

utilisateurs similaires. En�n, des réseaux sociaux célèbres comme Facebook, MySpace

ou encore LinkedIn utilisent le �ltrage collaboratif a�n de recommander des amis,

groupes ou pages à ses utilisateurs. Cependant, parmi les limites de ce type d'approche,

on peut citer trois principaux problèmes auxquelles se heurtent les SR basés sur le

�ltrage collaboratif :
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Démarrage à froid De tels SR exigent que les utilisateurs possèdent un historique

et un comportement passé a�n de générer des recommandations.

Scalabilité Généralement, dans ce genre de SR, le nombre d'utilisateurs et de res-

sources dépassent les millions. Ainsi, une grande quantité de mémoire est néces-

saire a�n de générer les recommandations.

Éparsité des données Le nombre de ressources est extrêmement plus grand que le

nombre d'utilisateurs qui auront à partager uniquement une petite portion de

l'ensemble total des ressources. Ainsi, même les ressources les plus populaires se-

ront très peu partagées. Cela présente un inconvénient surtout pour les sites de

e-commerce.

Les SR basés sur le contenu

Les méthodes de �ltrage basées sur le contenu se basent sur une description des

ressources ainsi que sur les préférences des utilisateurs. Ainsi, dans ce genre de SR, des

mots-clés (ou tags) sont utilisés a�n de décrire les ressources ; un pro�l est ensuite crée

a�n d'indiquer pour chaque utilisateur le type de ressources qu'il aime. En d'autres

termes, de tels SR essaient de recommander des ressources qui sont similaires à ceux

que l'utilisateur a aimé par le passé. Pour ce faire, ces SR se basent sur ces mots-clés qui

décrivent les ressources (qu'on appelle aussi propriétés des ressources) et les comparent

avec ceux que l'utilisateur a déjà partagé par le passé pour ensuite lui recommander les

ressources les plus similaires à ceux qu'il a déjà tagué/noté. Ce genre d'approche est très

utilisé dans la recherche d'information. Ce genre de méthodes utilisent donc un pro�l

pour chaque ressource qui consiste en un ensemble d'attributs qui le caractérisent. Par

exemple, un �lm est caractérisé par son titre, son genre, le nom de son réalisateur, le

nombre d'oscars qu'il a reçu, etc. Ensuite, le SR compare le pro�l de chaque ressource

avec les pro�ls des ressources que l'utilisateur du système a déjà partagé.

Un des inconvénients de ce genre de méthodes est l'incapacité du système à s'adapter

aux changements de type des données, i.e., un SR qui construit un pro�l de ressources à

partir des préférences des utilisateurs sur un certain type de contenu ne sera pas capable

de l'adapter à d'autres types de contenus. Par exemple, un SR qui recommande des

articles d'information à des utilisateurs en se basant sur les articles qu'ils ont déjà lu

sera incapable de recommander à ces mêmes utilisateurs d'autres types de contenu

comme des vidéos, des produits ou encore de la musique. Cela est dû au fait que les
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caractéristiques des ressources changent en fonction de la nature de ces dernières.

Un des SR les plus populaires qui se basent sur ce genre de méthode est Pandora

Radio qui recommande des morceaux de musique à ses utilisateurs en se basant sur les

caractéristiques des chansons déjà écoutées par ces derniers (comme le titre, le genre

ou encore la durée des chansons).

Les SR hybrides

Plusieurs études ont démontré que les approches hybrides combinant les méthodes

de �ltrage collaboratif et de �ltrage basé sur le contenu peuvent être plus e�caces dans

certains cas. Les approches hybrides peuvent être implémentées selon di�érentes mé-

thodes : (i) une méthode de �ltrage collaboratif puis une méthode de �ltrage basé sur

le contenu de manière séparée, puis en combinant les deux méthodes ; (ii) en ajoutant

les fonctionnalités des méthodes de �ltrage collaboratif à celles des méthodes de �ltrage

basé sur le contenu ; (iii) en ajoutant les fonctionnalités des méthodes de de �ltrage

basé sur le contenu à celles des méthodes �ltrage collaboratif. Les méthodes hybrides

peuvent être une solution à des problèmes rencontrés par les SR comme le démarrage

à froid ou encore l'éparsité des données. Net�ix est un exemple très connu de ce genre

de méthodes. En e�et, le système de recommandation de ce site propose des recom-

mandations qui se basent à la fois sur les �lms regardés par des utilisateurs similaires

(i.e., �ltrage collaboratif) ainsi que sur les �lms qui ont les mêmes caractéristiques que

les �lms que l'utilisateur a partagé (i.e., �ltrage basé sur le contenu).

2.2.2 Métriques de qualité : Précision, Rappel et F1-Score

A�n d'évaluer un système de recommandation, deux métriques sont communé-

ment utilisées dans la recherche d'information classique : la Précision et le Rappel

[Baeza-Yates et Ribeiro-Neto, 1999]. En e�et, évaluer l'e�cacité d'un algorithme de re-

commandation est loin d'être trivial. En premier lieu, parce que di�érents algorithmes

peuvent être meilleurs ou moins bons en fonction du jeu de données sur lequel ils

sont appliqués. D'autre part, les objectifs �xés par un système de recommandation

peuvent être divers et variés. Un système de recommandation peut être mis en place

pour estimer avec exactitude la note que donnerait un utilisateur à un élément, alors

que d'autres auront comme objectif principal de ne pas proposer des recommandations
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erronées. On peut donc légitimement se demander jusqu'à quel point ces di�érentes

méthodes de recommandation sont réellement e�caces. Néanmoins, pour déterminer

l'e�cacité d'un système, l'indicateur le plus répandu dans la littérature est la précision

(cf., Equation 2.1) qui représente la qualité de la recommandation, c'est-à-dire à quel

point les suggestions proposées sont conformes aux intérêts de l'utilisateur.

Précision =
nombre de recommandations pertinentes

nombre de recommandations
(2.1)

La précision détermine donc la probabilité qu'un élément recommandé soit pertinent.

Ainsi, la meilleure mesure de l'e�cacité d'un algorithme de recommandation et de la

pertinence des suggestions est donc d'évaluer la précision de la prédiction e�ectuée

par le système en comparant les prédictions avec les choix qu'aurait fourni l'utilisateur

dans le cas réel [Penet et al., 2011].

Il est également possible de faire varier le nombre de recommandations proposées à

l'utilisateur : on parle alors de requête top-k. Grâce à ce genre de requête, l'utilisateur

peut spéci�er le nombre k de réponses (recommandations) les plus pertinentes que le

système doit lui retourner. Cela permet surtout d'éviter de submerger l'utilisateur par

un grand nombre de réponses en lui retournant que le nombre de réponses les plus

pertinentes qu'il souhaite [Dedzoe, 2011].

Le rappel, quant à lui, est le nombre de recommandations qui sont pertinentes

divisé par le nombre total de recommandations pertinentes qui existent dans le jeu de

données en question (cf., Equation 2.2). Donc, le rappel met en lumière la portion de

recommandations pertinentes qui a été retournée à l'utilisateur parmi l'ensemble total

de recommandations pertinentes.

Rappel =
Nombre de recommandations pertinentes

Nombre total de recommandation pertinentes
(2.2)

F1-Score = 2× Rappel × Precision

Rappel + Precision
(2.3)

Tandis que la précision mesure la proportion de recommandations pertinentes et

que le rappel mesure la proportion de recommandations pertinentes qui apparaissent

dans les top recommandations, le F1-Score considère les deux mesures simultanément

a�n de calculer le score pondéré [Herlocker et al., 2004]. Ainsi, le F1-score peut être

interprétée comme une moyenne pondérée de la précision et du rappel, qui a une valeur
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comprise entre 0 et 1, et qui indique l'utilité globale de la liste de recommandation (cf.,

Equation 2.3).

Dans ce qui suit, nous discutons plusieurs propriétés a�n d'évaluer les propriétés de

notre système de recommandation. Ces propriétés sont dé�nies comme la capacité d'un

système de recommandation à suggérer à l'utilisateur des éléments pertinents mais pas

forcément populaires.

2.2.3 Propriétés des systèmes de recommandations

Dans cette partie, nous examinons un ensemble de propriétés qui sont généralement

prises en considération lorsque nous devons décider quelle approche de recommandation

sélectionner. Selon les besoins de l'application souhaitée, le concepteur d'un système

de recommandation doit décider sur quelles propriétés il doit miser entraînant ainsi un

certain compromis. Par exemple, il peut décider que la précision du système diminue

au pro�t d'autres propriétés plus importantes (e.g., diversité). Ainsi, bien qu'elle soit

une tâche cruciale, la recommandation d'utilisateurs, de tags et de ressources s'avère

parfois insu�sante pour déployer un bon système de recommandation. Souvent, les

utilisateurs peuvent être intéressés par plus qu'une bonne recommandation : la décou-

verte de nouveaux éléments, la diversité des éléments, etc. Ainsi, nous devons identi�er

l'ensemble de propriétés qui in�uent sur la réussite d'un système de recommandation

([Ricci et al., 2011]) :

Couverture

Comme la précision d'un système de recommandation, en particulier dans un cas de

�ltrage collaboratif, croît dans de nombreux cas avec la quantité de données, certains

algorithmes peuvent fournir des recommandations de haute qualité (i.e., avec une bonne

précision), mais seulement pour une petite portion de données. La couverture peut

désigner deux propriétés di�érentes que nous discutons ci-dessous :

1. Couverture de l'espace utilisateur : la couverture de l'espace utilisateur est dé�nie

comme étant la portion d'utilisateurs pour laquelle le système peut recommander

des éléments. Les algorithmes capables de fournir des recommandations à la majo-

rité des utilisateurs sont donc particulièrement appréciés. La couverture de l'espace

utilisateur peut également être mesurée par la richesse du pro�l d'utilisateur re-
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quis pour faire des recommandations. Par exemple, dans un cas d'un système de

recommandation à �ltrage collaboratif, cela peut être mesurée par le nombre de

ressources qu'un utilisateur doit partager avant de recevoir des recommandations.

Cette mesure peut très bien être mesurée dans une évaluation hors-ligne.

2. Couverture de l'Espace Ressource : le terme couverture désigne également la por-

tion de ressources que le système peut recommander à ses utilisateurs. Cela est

également appelé catalogue de couverture. La mesure la plus simple de la couver-

ture est de calculer le pourcentage de ressources qui peuvent être recommandées

par l'algorithme de recommandation à partir de l'ensemble de données en entrée.

Démarrage à froid

Un problème récurrent dans le processus de recommandation est celui du "démar-

rage à froid" ou cold start ([Ricci et al., 2011]), i.e., la performance du système vis-à-vis

des nouveaux utilisateurs. Un utilisateur est considéré comme nouveau s'il n'a encore

tagué aucune ressource. Le cold start peut être considéré comme un sous-problème de

la couverture puisqu'il mesure la couverture du système sur un ensemble spéci�que

d'utilisateurs.

Sérendipité

La sérendipité mesure, avec quel degré de surprise, les recommandations appa-

raissent pour les utilisateurs. Un système de recommandation essaie de surprendre ses

utilisateurs en leur recommandant des éléments qu'ils ne connaissent pas encore. En

e�et, certains utilisateurs peuvent également être intéressés par un système capable de

répondre à leurs requêtes en leur proposant des ressources qu'ils n'ont pas l'habitude

de consulter. Par exemple, si un utilisateur a partagé en masse plusieurs �lms où appa-

raît un certain acteur ; recommander à cet utilisateur le dernier �lm où joue cet acteur

peut être considéré comme une recommandation nouvelle (puisque l'utilisateur peut ne

pas encore connaître ce �lm) mais di�cilement surprenante. A�n de mesurer ce degré

de surprise, nous utilisons une métrique de distance d (c.f., équation 4.2) qui mesure

la distance entre l'élément recommandé et un ensemble d'éléments déjà partagés par

l'utilisateur. La métrique de distance d est dé�nie comme suit ([Ricci et al., 2011]) :
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d(b, B) =
1 + CB − CB.w(b)

1 + CB

(2.4)

où b est le livre recommandé, B l'ensemble de livres déjà lus par l'utilisateur ciblé,

CB le nombre maximal de livres écrits par un même auteur dans l'ensemble B et CB.w(b)

le nombre de livres écrits par l'auteur de b dans l'ensemble B. À noter que la valeur de

d se tient dans l'intervalle unitaire. Cette métrique est dé�nie dans [Ricci et al., 2011]

pour le cas particulier où les ressources sont des livres mais peut très bien s'appliquer

à d'autres types de données (�lms, musiques, etc.) en changeant par exemple l'auteur

d'un livre par le réalisateur d'un �lm ou encore le chanteur d'une chanson. Par ailleurs,

générer des recommandations aléatoires peut être surprenant mais peu pertinent, et

dans ce cas, nous devons chercher un compromis entre sérendipité et précision a�n

de surprendre les utilisateurs tout en gardant des recommandations avec de bonnes

précisions. Ainsi, nous devons combiner la métrique décrite ci-dessus avec la pertinence

des ressources (i.e., précision). En e�et, la sérendipité est atteinte lorsque la ressource

est à la fois surprenante et pertinente.

Adaptativité

Tester l'adaptativité d'un système revient à calculer son degré d'adaptation aux

changements dans le pro�l d'un utilisateur ou aux changements dans ses préférences

[Ricci et al., 2011] [Mahmood et Ricci, 2007]. En e�et, un utilisateur peut changer de

catégorie d'âge ou de ville ou encore il peut changer ses préférences en matières de

�lms, i.e., partager des �lms d'action alors qu'il avait tendance à préférer des �lms de

comédie. Ainsi, a�n de mesurer l'adaptativité d'un système, nous mesurons la di�érence

entre la liste de recommandations avant et après le(s) changement(s) opérés dans le

pro�l d'un utilisateur (i.e., l'ajout ou la modi�cation d'une information dans son pro�l).

Pour ce faire, nous utilisons la mesure Gini Index [Fleder et Hosanagar, 2007] dans le

but de mesurer la variabilité des recommandations faites à un utilisateur lorsque le

pro�l de ce dernier change. Cette métrique mesure la façon avec laquelle les ressources

sont choisies de manière inégale par l'utilisateur. Si chaque ressource i est représentée

par une proportion p(i) dans le choix d'un utilisateur, la mesure Gini Index est décrite

comme suit :

G =
1

n− 1

n∑
j=1

(2j − n− 1)p(ij) (2.5)
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où i1, . . ., in est la liste des ressources triées par ordre croissant selon leurs p(i). La

mesure est égale à 0 si toutes les ressources sont choisies de manière égale et vaut 1 si

un même item est toujours choisi.

Diversité

Recommander un ensemble d'éléments qui sont similaires n'est pas aussi utile pour

les utilisateurs, qui préfèrent la diversité, i.e., des recommandations qui sont di�érentes

et distantes. Par exemple, un utilisateur préférera une recommandation de cinq livres

écrits par cinq auteurs di�érents à une recommandation de cinq livres écrits par un

même auteur. A�n de mesurer la diversité de nos recommandations, nous utilisons

la métrique de distance d (cf., équation 4.2) qui mesure la distance entre l'élément

recommandé et un ensemble d'éléments déjà partagés par l'utilisateur. Nous utilisons

cette métrique de la manière suivante : nous calculons d'abord la distance entre chaque

livre recommandé et le reste de la liste des livres recommandés et ensuite, nous calculons

la moyenne de ces résultats a�n d'obtenir le score de diversité. Cette métrique est dé�nie

dans [Ricci et al., 2011] pour le cas particulier où les ressources sont des livres mais

peut très bien s'appliquer à n'importe quel autre type de ressources (�lms, musiques,

etc.).

Scalabilité

Un des objectifs d'un système de recommandation est le passage à l'échelle a�n

de permettre à ses utilisateurs de naviguer dans de grands jeux de données et de

recevoir des recommandations sans un grand délai de temps de réponse. En e�et, plus la

quantité de données est importante, plus les algorithmes de recommandations peuvent

être ralentis ou nécessitent des ressources supplémentaires (processeur, mémoire, etc.)

a�n de générer les recommandations. L'approche standard pour évaluer la scalabilité

d'un système est d'évaluer la complexité de l'algorithme dédié en termes de temps

d'exécution (ou temps de réponse) ou/et de mémoire requise.



2.3. ÉTAT DE L'ART SUR LES SYSTÈMES DE RECOMMANDATIONS DANS
LES FOLKSONOMIES 33

2.3 État de l'art sur les systèmes de recommandations

dans les folksonomies

Dans un souci d'améliorer les recommandations dans les folksonomies, plusieurs

travaux ont été proposés dans la littérature. La plupart de ces approches représentent

Nous pouvons partitionner les principaux travaux en quatre catégories :

2.3.1 Approches basées sur la popularité

Dans ([Jäschke et al., 2007]), Hotho et al. ont proposé des recommandations de tags

dans les folksonomies basées sur les tags les plus utilisés. Les auteurs ont présenté deux

algorithmes pour la recommandation de tags dans les folksonomies : un algorithme basé

sur le �ltrage collaboratif et un algorithme adapté de PageRank qui permet de traiter

directement les contextes triadiques a�n de générer des recommandations. Les deux

algorithmes sont évalués et comparés sur trois jeux de données du monde réel, i.e.,

del.icio.us, Last.FM et BibSonomy. Cette évaluation a permis de constater que

l'approche de Hotho et al. permet d'améliorer la qualité des recommandations. Selon

les auteurs, cette amélioration des résultats est dû au fait qu'elle exploite pleinement

la structure triadique des folksonomies. De plus, malgré sa simplicité et son aspect non

personnalisé des recommandations, l'approche proposée a atteint de bons résultats de

précision et de rappel sur les petits jeux de données. Cependant, ces recommandations

ne sont pas personnalisées étant donné que les mêmes tags, i.e., les plus populaires,

sont proposés à chaque utilisateur.

Lipczak a proposé dans ([Lipczak, 2008]) un système de recommandation de tags en

trois étapes. À partir des tags annotés aux ressources, l'auteur ajoute des tags proposés

par un lexique basé sur les co-occurrences de tags sur les mêmes ressources. Ensuite,

le système �ltre les tags déjà utilisés par l'utilisateur. Toutefois, malgré cette étape

de �ltrage, la recommandation n'est pas personnalisée étant donné qu'elle cherche des

tags co-occurrant sur d'autres ressources. L'approche revient ensuite à enlever les tags

précédemment annotés par l'utilisateur de ceux qui sont suggérés.

Dans [De Meo et al., 2010a], De Meo et al. ont construit et maintenu un pro�l pour

chaque utilisateur. Ainsi, lorsqu'un utilisateur soumet une requête à la folksonomie a�n

de retrouver un ensemble de ressources, les auteurs proposent de retrouver d'avantage
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de tags autoritaires a�n d'enrichir sa requête et les recommandent ensuite à l'utilisa-

teur. Les tags autoritaires sont ceux qui ont été les plus utilisés par d'autres utilisateurs

sur les mêmes ressources. Selon les auteurs, la stratégie de recourir aux tags autoritaires

pour enrichir les requêtes des utilisateurs -à la demande de ces derniers- permettent de

découvrir des ressources nouvelles et intéressantes pour les utilisateurs. De plus, cela

permet aux systèmes de recommandations de produire des recommandations plus ra�-

nées. Par ailleurs, les tags autoritaires sont également directement ajoutés au pro�l de

l'utilisateur rendant ce dernier plus riche et contenant des tags représentant les intérêts

de l'utilisateur. Ce dernier n'était pas spécialement en mesure de spéci�er explicitement

ces tags par le passé. Cela a pour conséquence une meilleure précision lors du calcul de

similarité entre deux utilisateurs permettant ainsi une meilleure précision lors des re-

commandations. Un autre avantage de l'approche consiste en la (quasi) non intervention

de l'utilisateur lors de la génération des recommandations qui est une phase presque

automatique. Cependant, dans cette approche, l'utilisateur doit lui-même ajouter les

tags aux ressources ou/et sélectionner les tags les plus pertinents pour les ressources ;

en d'autres termes, l'utilisateur doit fournir un feedback explicite. De plus, l'évaluation

des tags autoritaires implique une analyse hors-ligne des données.

2.3.2 Approches basées sur les mesures de similarité

Dans ([Diederich et Iofciu, 2006a]), Diederich et Iofciu utilisent la "personomie"

d'un utilisateur, i.e., les tags qui lui sont relatifs, a�n de lui recommander des uti-

lisateurs ayant partagé des tags et ressources similaires. En premier lieu, il s'agit de

parcourir les personomies a�n de construire le pro�l pour l'utilisateur concerné. La Fi-

gure 2.1 montre un exemple d'un pro�l pour l'utilisateur Dana Scully où chaque tag de

sa personomie est caractérisée par son occurence dans sa personomie et par le nombre

total de son apparition dans l'ensemble des ressources de la folksonomie.

Ensuite, à partir de ce pro�l, les auteurs sont capables de recommander des utili-

sateurs (dits collaborateurs) en utilisant deux mesures de similarité entre utilisateurs

introduites dans [Diederich et Iofciu, 2006b]. Les auteurs procèdent à l'extraction des

utilisateurs ayant le pro�l le plus proche, i.e., les "voisins" ayant annoté leurs ressources

avec les mêmes tags. Les Tableaux 2.2 et 2.3 montrent les utilisateurs "recommandables"

à l'utilisateur Dana Scully en se basant sur les tags ou les ressources que contiennent

leurs personomies, i.e., les utilisateurs ayant des pro�ls similaires à ce dernier.
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Tag Occurrences Fréquence Globale

XML 1 554

UML 1 302

Web Services 1 193

Ontology 1 158

Adaptation 1 102

Semantic Web 5 190

Peer-to-peer 4 123

Personalization 4 92

Standards 1 61

Query languages 1 63

Hypermedia 1 93

Generalization 1 25

Web search 1 49

E-learning 1 59

Netwrok management 1 49

Diagnosis 1 49

Ranking 1 31

Pagerank 1 38

Web engineering 1 35

Adaptive hypermedia 2 30

Meta-modeling 1 9

XML scheme 1 23

XMI 1 9

Asynchronous collaboration 1 8

Synchronous collaboration 1 5

Adaptive Web 2 5

Tableau 2.1 � Un exemple de pro�l pour l'utilisateur Dana Scully.

.

Dans ([Landia et Anand, 2009]), les auteurs ont proposé une nouvelle approche

combinant la similarité à la fois entre ressources et entre utilisateurs a�n de recomman-

der des tags personnalisés. En e�et, deux utilisateurs sont considérés comme similaires

s'ils ont assigné les mêmes tags aux mêmes ressources. Un score est ensuite calculé pour

chaque tag potentiel en prenant en compte une combinaison entre la similarité de la
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Les collaborateurs recommandés Score

Jack Bagwell 0, 390822

Epiphany Doubt�re 0, 311705

Theodore Bagwell 0, 299058

Allison Dubois 0, 253242

Idhal Genious 0, 214939

Melvin Frohike 0, 173752

Eya Turki 0, 173752

Tableau 2.2 � Un exemple de recommandations de collaborateurs pour l'utilisateur Dana Scully

s'appuyant sur les tags.

Les collaborateurs recommandés Score

Mulder Ross 0, 411228

Alex Krycek 0, 274152

Monica Geller 0, 137076

Anna-Lucia Rodriguez 0, 137076

Nannie Fran 0, 137076

Tableau 2.3 � Un exemple de recommandations de collaborateurs pour l'utilisateur Dana Scully

s'appuyant sur les ressources.

ressource à laquelle le tag est assigné et la similarité de l'utilisateur qui partage la res-

souce. Si le score du tag est en dessous d'un certain seuil, cela veut dire que le tag n'est

pas assez concordé à la ressource pour l'utilisateur ciblé. De plus, si le nombre requis

de tags recommandés est en dessous d'un certain nombre prédé�ni t, de nouveaux tags

sont alors générés à partir du vocabulaire du corpus de la ressource ciblée. L'approche

a été évaluée uniquement sur un petit jeu de données (Bibsonomy) et les premiers

résultats indiquent que la personnalisation de la recommandation tags a amélioré la

précision du système. Toutefois, dans les cas réels de folksonomie, le système proposé

par Landia et al. n'est pas recommandé étant donné qu'il est rare de trouver des si-

tuations dans des folksonomies où les tags utilisés par deux utilisateurs sur les mêmes

ressources sont identiques. Dans ce cas, les nouveaux tags qui seront générés risquent

de ne pas intéresser su�samment l'utilisateur et de réduire la précision du système.
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2.3.3 Approches hybrides combinant l'historique de tagging et

les mesures de similarités

Dans ([Hu et al., 2011]), les auteurs se basent à la fois sur l'historique de tagging

(tags et ressources) des utilisateurs et sur leurs contacts sociaux a�n de générer des

recommandations personnalisés de tags. Les auteurs se sont basés sur le système de

partage de photos Flickr. Les contacts sociaux d'un utilisateur peuvent être utiles a�n

de générer des recommandations de tags plus personnalisés aux utilisateurs lors de

l'annotation des photos. En plus de l'historique de tagging et des contacts sociaux, les

auteurs combinent ces deux données avec une mesure de co-occurence de tags dans

le but d'améliorer encore plus la performance de leur système de recommandation.

Les auteurs ont précisé que leur système de recommandation, basé uniquement sur

le réseau social Flickr, peut être étendu à d'autres contextes avec d'autres types de

données. Cependant, cela aura pour e�et l'adaptation de l'approche ainsi que de la

mesure de similarité aux nouveaux contextes, ce qui n'est pas une tâche aisée. Par

ailleurs, si une des limites de cette approche est qu'elle requiert qu'un utilisateur doit

posséder des contacts sociaux avant d'avoir des recommandations de tags, un avantage

est qu'elle permet de proposer une solution au problème de cold start des ressources.

En e�et, lorsqu'une nouvelle photo est partagée sur Flickr sans aucun tag associé,

le système de recommandation de Hu et al. est capable recommander des tags à un

utilisateur uniquement en se basant sur ses contacts sociaux.

Dans [Basile et al., 2007], Basile et al. ont proposé un système intelligent de recom-

mandation de tags qui est capable d'apprendre aussi bien à partir de l'historique de

tagging des utilisateurs qu'à partir du contenu des ressources à annoter. Le système

est également capable de recommander une liste de nouveaux tags utiles utilisés par

d'autres utilisateurs sur les mêmes ressources.

2.3.4 Approches basées sur le pro�l des utilisateurs

Dans [Liang et al., 2010], Liang et al. proposent un système de recommandation

personnalisée qui s'appuie aussi bien sur les tags utilisés par les utilisateurs que sur leur

pro�l personnel. Les auteurs ont proposé une nouvelle mesure de similarité qui calcule

la similarité entre les utilisateurs en se basant sur les tags qu'ils ont déjà partagé.

Dans [Bellogín et al., 2013], Bellogìn et al. ont étendu la pratique classique d'éva-
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luation de pertinence (i.e., rappel et précision) à d'autres métriques a�n de mesurer

la qualité des recommandations (e.g., couverture, diversité, nouveauté, etc.). De plus,

selon les auteurs, en combinant diverses stratégies de recommandations (basées sur le

contenu, basées sur le �ltrage collaboratif et basées sur le social), cela aura pour e�et

des recommandations plus pertinentes en termes des métriques de performances. La

première étape consiste à diviser le jeu de données en entrée en base d'apprentissage

et base de test. Ensuite, lors de la phase d'apprentissage, les auteurs construisent deux

pro�ls : un pour les utilisateurs basé sur les tags les plus utilisés, et un autre pour les

ressources, toujours basé sur les tags les plus utilisés sur ces derniers. Le système de

recommandation génére ensuite, dans une deuxième étape, l'ensemble de tags recom-

mandés. La troisième étape consiste à calculer à partir de la base de test les tags relatifs

au couple utilisateur-ressource. En�n, une comparaison est faite entre les résultats des

deux précédentes étapes pour générer l'ensemble de tags recommandés.

Dans [Kim et al., 2011], Kim et al. ont proposé une procédure de recommandation

pour les communautés de livres en ligne. Cette procédure consiste en deux étapes : tout

d'abord, elle cherche les voisins utilisant les préférences des utilisateurs pour les livres

ainsi que leurs pro�l personnel (informations démographiques), ensuite, elle leur génére

des recommandations personnalisées. La deuxième étape consiste à supprimer les livres

non pertinents de la liste de recommandations en se basant sur les mots-clés préférés

par chaque utilisateur (une liste entrée au préalable par chaque utilisateur). Une étape

préliminaire permet de construire un modèle pour la communauté cible ainsi qu'un

modèle individuel pour chacun de ses membres. Ensuite, la première étape va consister

à trouver les voisins de cette communauté en se basant sur le pro�l des utilisateurs de la

communauté pour ensuite sélectionner n livres. La deuxième étape permet, selon plu-

sieurs métriques, d'évaluer la pertinence de cette liste de livres (résultat de la première

étape) envers la communauté cible. Dans cette étape, seront par exemple supprimés les

livres jugés inintéressants pour certains membres, en se basant sur un vecteur conte-

nant des mots-clés préférés pour chaque membre de la communauté. Le but �nal est

de générer une liste dé�nitive de livres à tous les membres de la communauté.

Dans [Qumsiyeh et Ng, 2012], Qumsiyeh et Ng ont proposé un système personnalisé

de recommandation qui se base sur diverses informations sur les utilisateurs comme les

notes données aux ressources ou encore les reviews donnés à di�érentes ressources. Les

auteurs visent à répondre aux besoins et intérêts de chaque utilisateur pour faire les

recommandations. La Figure 2.1 illustre un exemple de prédiction de genre de �lms
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dans le jeu de données MovieLens. Le système de recommandation tente de prédire

quel tag (ici, genre de �lm) sera a�ecté par un utilisateur u au nouveau �lm qu'il va

partager. Pour ce faire, le système se base sur les précédents �lms partagés (et notés)

par u ainsi que sur deux mesures de similarité : une mesure WS (i.e., Word_Sim)

qui calcule la similarité entre deux genres donnés et une mesure de score des genres

(i.e., GS qui signi�e Genre Score). Ce score, qui se base sur l'ensemble de ressources

déjà partagés (et notés) par un utilisateur u, calcule la probabilité d'a�ectation d'un

genre donné (de �lm, de livre, etc.) à une ressource non encore notée par l'utilisateur u.

Dans l'exemple illustré par la Figure 2.1, le système calcule d'abord la similarité entre

les genres (deux à deux). Nous pouvons notamment voir la similarité quasi-identique

entre les genres Horror et Thriller étant donné que ces deux genres sont assez proches

pour décrire un �lm (tout comme la similarité entre Action et Adventure). À l'inverse,

les genres Horror et Adventure sont assez distants. Ensuite, se basant sur ces mesures,

le système calcule la probabilité de chaque genre pour le nouveau �lm que va noter

l'utilisateur. Par exemple GSG(1,H) permet de calculer la probabilité que l'utilisateur

va a�ecter le genre Horror au nouveau �lm avec la note 1. La probabilité la plus grande

calculée par le système concerne le genre Action avec la note 5 (juste devant le genre

Horror avec la note 1). En e�et, nous pouvons voir que d'après le tableau de l'exemple,

que l'utilisateur cible a eu tendance à partager les précédents �lms avec les genre Horror

tout en leur a�ectant la note 1 ou bien à a�ecter le genre Action à ces �lms avec la

note maximale 5. Cette dernière combinaison apparaît comme la plus probable.

Figure 2.1 � Illustration de l'approche de Qumsiyeh et al.
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2.3.5 Tableau Comparatif des di�érentes approches

A�n de mettre en lumière les plus-values de notre approche par rapport à ses

prédécesseurs, nous surlignons dans le Tableau 4.14 les di�érents critères qu'un sys-

tème de recommandation doit véri�er [Ricci et al., 2011] (voir, Chapitre 1) pour les

di�érentes approches de la littérature [Diederich et Iofciu, 2006a] [Basile et al., 2007]

[Jäschke et al., 2007] [Landia et Anand, 2009] [De Meo et al., 2010b] [Hu et al., 2011]

[Kim et al., 2011] [Qumsiyeh et Ng, 2012] [Bellogín et al., 2013]. La comparaison est

établie selon les propriétés suivantes :

1. Multi-Mode : indique si l'approche propose une recommandation multi-mode,

i.e., une recommandation simultanée d'utilisateurs, de tags et de ressources.

2. Couverture : indique si l'approche permet une couverture de l'espace ressource

et une couverture de l'espace utilisateur.

3. Cold Start : indique si l'approche traite le problème du cold start, i.e., la recom-

mandation pour les nouveaux utilisateurs.

4. Adaptativité : indique si l'approche s'adapte aux évolutions du pro�l de l'utili-

sateur ou/et du contenu de la folksonomie.

5. Diversité : indique si l'approche o�re des recommandations diverses aux utilisa-

teurs.

6. Sérendipité : indique si l'approche surprend ses utilisateurs avec des recomman-

dations auxquelles ils ne s'attendaient pas.

7. Scalabilité : indique si l'approche arrive à réussir le passage à l'échelle.

Le point d'interrogation (" ?") dénote qu'une information est manquante dans l'ap-

proche et est di�cile à véri�er. Nous pouvons remarquer, par exemple, qu'aucune

des approches proposées dans la littérature n'o�re une recommandations multi-mode

(d'utilisateurs, de tags et de ressources en même temps). Cette propriété est très de-

mandée et appréciée par les utilisateurs. Comme il sera démontré dans le quatrième

chapitre, notre approche di�ère de ses prédécesseurs en tenant en compte des nouveaux

utilisateurs (les critères couverture et cold start) en leur fournissant des recommanda-

tions sans qu'ils n'aient déjà tagué par le passé. En e�et, presque aucune des approches

ne propose une solution à ce problème qui est assez di�cile compte tenu de l'absence

de comportement passé d'un nouvel utilisateur. De plus, concernant la propriété de

couverture, si les ressources peuvent être couvertes dans certaines approches comme
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M-Mode Couv. C-Start Adaptativité Diversité Sérendipité Scalabilité

[Diederich et Iofciu, 2006a] non no non non oui ? non

[Basile et al., 2007] non non non non ? ? ?

[Jäschke et al., 2007] non non non non oui ? ?

[Landia et Anand, 2009] non non non non non ? ?

[De Meo et al., 2010b] non non non non ? ? ?

[Hu et al., 2011] non non oui non oui ? ?

[Kim et al., 2011] non non non non oui ? ?

[Qumsiyeh et Ng, 2012] non non non non oui ? ?

[Bellogín et al., 2013] non oui non non oui ? ?

Tableau 2.4 � Comparaison entre les travaux de la littérature par rapport aux propriétés des

systèmes de recommandation.

[Jäschke et al., 2007] qui explore toute la folksonomie, la couverture de l'espace utilisa-

teur est impossible à atteindre étant donné le problème précédent, i.e., le problème du

cold start. Par ailleurs, nous pouvons remarquer que la plupart des approches satisfont

le critère de diversité étant donné leurs forts taux de précision pour des recommanda-

tions comportant plusieurs ressources ou tags. La diversité est une propriété triviale

étant donné qu'elle ne prend pas en compte la valeur de précision, i.e., une approche

peut proposer des recommandations qui soient diverses sans qu'ils soient pour autant

pertinents.

Par contre, les deux propriétés d'adaptativité et de sérendipité sont di�ciles à vé-

ri�er. En e�et, les approches proposées dans la littérature s'appuient sur un ensemble

statique de données et ne proposent pas de solution lorsque ces données changent ou

lorsque les données d'un utilisateur, i.e., son pro�l connaît quelques variations. Par

ailleurs, la propriété de sérendipité n'est véri�able que si l'approche en question pro-

pose un moyen de la calculer. Cependant, aucune des approches de la littérature n'a

proposé une méthode de calcul de la sérendipité des recommandations. En�n, la sca-

labilité (le passage à l'échelle) est également di�cile à véri�er étant donné que leurs

auteurs n'ont pas donné su�samment d'informations sur leurs approches, i.e., la ma-

jorité des approches n'a pas calculé le temps de réponse des recommandations ni la

mémoire consommée lorsque le nombre de données devient très grand.
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2.3.6 Critiques et contributions

Même si certains travaux, i.e., ceux qui se sont basés sur le pro�l des utilisateurs,

s'appuient sur des informations personnelles de ses utilisateurs a�n de proposer des

recommandations personnalisées, le principal souci de la majorité des approches de

la littérature est qu'elles traitent des données gigantesques. En e�et, les folksonomies

contiennent des milliers de données, ce qui a pour e�et d'altérer la qualité des recom-

mandations dans certaines situations, e.g., des ressources redondantes, des utilisateurs

inactifs ou encore des tags impopulaires. De plus, cela risque de poser un problème

lors du passage à l'échelle étant donné la quantité importante de données générées par

les folksonomies. Comme nous l'avons discuté dans le point précédent, le cold start

demeure également un problème majeur pour les systèmes de recommandations qui

s'appuient, pour la plupart, sur les données déjà existantes dans les folksonomies ex-

cluant ainsi la possibilité de générer des recommandations à un nouvel utilisateur qui

ne possède pas encore d'historique de tagging. En regardant de plus près le Tableau

4.14, nous pouvons également voir que plusieurs propriétés comme l'adaptativité ou

la sérendipité sont ignorées. Par ailleurs, la plupart des travaux proposés sont limités

à l'information <utilisateur, tag, ressource>, ce qui a comme inconvénient des recom-

mandations quasi-similaires pour l'ensemble des utilisateurs.

Ainsi, dans ce mémoire, nous allons étendre ce triplet par l'information inclue dans

la quatrième dimension dans le but de répondre à un maximum de propriétés. Dans

l'approche que nous proposerons (cf., Chapitre 4), nous insistons sur le nécessaire re-

cours à des informations supplémentaires et à les combiner à l'historique de tagging a�n

d'améliorer les recommandations. Toutes ces informations seront représentées dans des

structures quadratiques représentées par les quadri-concepts. Ainsi, dans ces concepts,

nous nous focalisons non seulement sur les tags/ressources les plus utilisés, mais éga-

lement sur ceux qui ont été utilisés en combinaison, obtenant ainsi un résultat plus

spéci�que. De plus, ces quadri-concepts, qui sont une représentation condensée et ré-

duite sans perte d'information d'une folksonomie, permettent de traiter un ensemble

réduit de données ce qui aura pour e�et d'améliorer le temps de réponse des recom-

mandations. De plus, puisque ces concepts se focalisent sur les utilisateurs, tags et

ressources les plus utilisés en combinaison, nous pouvons éliminer certains problèmes

de redondance des données ou encore d'utilisateurs inactifs et de tags trop peu utilisés

qui n'apparaîtront pas dans les quadri-concepts. Ainsi, avec un ensemble plus réduit
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de données, le passage à l'échelle devient une possibilité envisageable puisque la mé-

moire consommée sera moins grande et le temps de réponse sera meilleur. Concernant

le problème de cold start, le recours à des informations supplémentaires et personnelles

sur les utilisateurs va permettre de générer des recommandations aux nouveaux utilisa-

teurs en se basant uniquement sur ces données. En e�et, notre algorithme va proposer

des recommandations à ses nouveaux utilisateurs en cherchant les tags et ressources

déjà partagés par des utilisateurs qui ont en commun un certain nombre d'informations

personnelles avec ces nouveaux utilisateurs. En�n, nous proposons de mesurer à l'aide

de métriques proposées dans la littérature l'adaptativité, la sérendipité ou encore la

diversité de nos recommandations. De plus, une étude de cas menée sur un groupe

d'utilisateurs mettra en lumière les avantages et lacunes de notre système personnalisé

de recommandations.

2.4 Conclusion

Durant ce chapitre, nous avons d'abord présenté la dé�nition d'un système de re-

commandation ainsi que les di�érentes métriques qui jaugent sa qualité : la précision,

le rappel ainsi qu'une liste non exhaustive de propriétés. Ensuite, nous avons survolé

les principaux travaux de la littérature qui proposent des systèmes de recommanda-

tions dans les folksonomies ; ces approches sont réparties en quatre catégories. Une

étude critique de ces travaux a révélé plusieurs lacunes et la nécessité d'avoir recours à

un nouveau système de recommandation personnalisée qui soit capable de véri�er un

certain ensemble de propriétés comme la couverture, le cold start ou encore la scala-

bilité. Dans le prochain chapitre, nous commençons par notre première contribution

qui consiste en la propostion d'un nouvel algorithme d'extraction de quadri-concepts à

partir des folksonomies. Cet algorithme se base sur l'adaptation d'un certain nombre

de notions de l'analyse formelle des concepts au contexte quadratique. La comparaison

entre notre algorithme d'extraction des quadri-concepts et l'algorithme existant sera

menée sur des jeux de données du monde réel et mettra en lumière la di�érence en

temps d'exécution et en mémoire consommée.





CHAPITRE

3 QuadriCons, un

algorithme pour

l'extraction des

quadri-concepts fréquents

3.1 Introduction

Durant le premier chapitre, nous avons étudié le principal algorithme qui a été pro-

posé dans la littérature, i.e., Data Peeler, pour résoudre le problème d'extraction

des quadri-concepts dans les folksonomies. Cette étude a mis en lumière les principales

lacunes de cet algorithme, assez gourmand en mémoire et dont la stratégie d'explora-

tion des candidats est ine�cace dans les grands jeux de données. Cela nous a motivé

pour proposer un nouvel algorithme qui se consacre à l'extraction des quadri-concepts

à partir des folksonomies et qui se base sur un opérateur de fermeture spécialement

dédié à ce type de contexte et qui partitionnera l'espace de recherche en classes d'équi-

valences. La principale originalité de notre algorithme, qui est aussi une extension de

l'algorithme TriCons (cf., Chapitre 1), est qu'il commence par détecter les généra-

teurs minimaux permettant un balayage intelligent de l'espace de recherche avant de

procéder au calcul des quadri-concepts, ce qui réduit considérablement le nombre de

candidats. Ensuite, nous étudions la validité de notre algorithme, i.e., la correction,

complétude et terminaison. En�n, une étude expérimentale sur des jeux de données

du monde réel mettra l'accent sur les temps d'exécution et la mémoire consommée de

notre algorithme par rapport à ceux de Data Peeler.
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Motivation : la quatrième dimension

La motivation d'introduire une quatrième dimension aux folksonomies vient du fait

que plusieurs applications (e.g., tâches de recommandations, proposition d'amis, dé-

tection de tendances, pour ne citer que) nécessitent des informations supplémentaires

en plus des trois ensembles constituant une folksonomie. Ainsi, en plus des relations

ternaires (utilisateur, tag, ressource), une quatrième dimension serait d'une grande uti-

lité. Cette quatrième dimension peut recouvrir di�érents aspects : par exemple le pro�l

(genre, âge, profession, . . .) a�n de personnaliser les recommandations, ou le temps si on

veut étudier la dynamique temporelle et détecter les tendances dans les folksonomies.

Dans ce papier, nous traitons la quatrième dimension de manière indi�érente pour l'as-

pect méthodologique, mais a�n d'extraire des résultats à partir de jeux de données du

monde réel, nous focaliserons plus tard soit sur l'aspect pro�l soit sur l'aspect temps.

Par suite, l'algorithme QuadriCons, que nous introduisons pour cette tâche spéci-

�que, cherche à extraire un ensemble de quadruplets, dont chaque quadruplet (U , T ,

R, V ) consiste en un ensemble U d'utilisateurs, un ensemble T de tags, un ensemble R

de ressources et un ensemble V de variables. Ces quadruplets, appelés quadri-concepts,

véri�e la propriété suivante : chaque utilisateur de U avec une variable de V a tagué

chaque ressource de R avec tous les tags de T , et on ne peut ajouter des éléments à

un de ces ensembles sans avoir à en retirer à un des trois autres ensembles. De plus,

nous pouvons ajouter des contraintes de support sur chacune des quatre dimensions

a�n d'extraire les quadri-concepts fréquents.

3.2 Nouvelles notions mathématiques de l'AFC

Dans cette partie, nous introduisons les principales notions qui seront utilisées par

notre algorithme et qui seront au c÷ur de notre système personnalisé de recommanda-

tion (cf., Chapitre 4). Nous commençons par une adaptation de la notion de folksonomie

[Jäschke et al., 2008] au contexte quadratique [?].

Dé�nition 8 Une v-folksonomie est un ensemble de tuples Fv = (U , T , R, V, Y) où
U , T ,R et V sont des ensembles �nis dont les éléments sont appelés utilisateurs, tags,

ressources et variables. Y ⊆ U × T × R × V représente une relation quadratique

où chaque élément y ⊆ Y peut être représenté par un quadruplet : y = {(u, t, r, v) | u
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∈ U , t ∈ T , r ∈ R, v ∈ V} ce qui veut dire que l'utilisateur u a annoté la ressource r

via le tag t à travers la variable v. Nous considérons que deux utilisateurs sont proches

s'ils partagent au moins une même variable en commun. Dans le reste du papier, cette

variable v peut être modélisée de manière indi�érente pour l'aspect méthodologique,

mais a�n d'extraire des résultats à partir de jeux de données du monde réel, nous

focaliserons, plus tard, soit sur l'aspect pro�l, soit sur l'aspect temps.

Exemple 6 Le Tableau 3.1 montre un exemple d'une v-folksonomie Fv avec U = {u1,

. . ., u4}, T = {t1, . . ., t4}, R = {r1, r2, r3} et V = {v1, v2}. Chaque croix désigne

une opération de tagging faite par un utilisateur de U , avec une variable de V, utilisant
un tag de T sur une ressource de R. Par exemple, l'utilisateur u1 qui possède les

informations de pro�ls v1 (étudiant) et v2 (27 ans) a tagué toutes les ressources avec

les tags t2, t3 et t4.

Fv R r1 r2 r3

V U/T t1 t2 t3 t4 t1 t2 t3 t4 t1 t2 t3 t4

u1 × × × × × × × × ×
v1 u2 × × × × × × × × × × ×

u3 × × × × × × × × × × ×
u4 × × × × × ×

u1 × × × × × × × × ×
v2 u2 × × × × × × × × ×

u3

u4

Tableau 3.1 � un exemple d'une v-folksonomie

Un quadri-set est l'extension d'un tri-set ([Trabelsi et al., 2012]) à notre cas qua-

dratique. La dé�nition suivante introduit cette notion.

Dé�nition 9 (Quadri-set (fréquent)) Soit Fv = (U , T , R, V, Y) une v-

folksonomie. Un quadri-set de Fv est un quadruplet (A, B, C, E) avec A ⊆ U , B

⊆ T , C ⊆ R et E ⊆ V tel que A × B × C × E ⊆ Y. Un quadri-set (A, B, C, E) de

F est dit fréquent si | A | ≥ minsuppu, | B | ≥ minsuppt, | C | ≥ minsuppr et | E | ≥
minsuppv, où minsuppu, minsuppt, minsuppr et minsuppv sont des seuils minimaux

de support dé�nis par l'utilisateur.



48
CHAPITRE 3. QUADRICONS, UN ALGORITHME POUR
L'EXTRACTION DES QUADRI-CONCEPTS FRÉQUENTS

Exemple 7 Considérons la v-folksonomie Fv du Tableau 3.1. qs1 = ({u1, u2}, {t2, t3},

{r1, r3}, {v1}) et qs2 = ({u1, u2}, {t2, t3, t4}, {r1, r3}, {v1, v2}) sont deux quadri-sets

de la v-folksonomie Fv. Le premier quadri-set nous renseigne que les utilisateurs u1

et u2, qui ont en commun la variable v1, ont partagé les ressources r1 et r3 avec les

tags t2 et t3. Quant au deuxième quadri-set, l'information véhiculée est que les mêmes

utilisateurs u1 et u2, qui ont en commun les variables v1 et v2, ont a�ecté les tags t2, t3

et t4 aux ressources r1 et r3. Nous pouvons remarquer qu'un même groupe d'utilisateurs

peut partager deux informations di�érentes, i.e., un ensemble di�érent de tags et de

ressources.

Étant donné que l'ensemble des quadri-sets fréquents peut-être très redondant, nous

considérons, dans ce qui suit, une représentation condensée de cet ensemble, i.e., un

sous-ensemble contenant la même information : l'ensemble des quadri-concepts fré-

quents. La dé�nition d'un quadri-concept est donnée comme suit :

Dé�nition 10 (Concept quadratique (fréquent)) Un concept quadratique (ou

quadri-concept) d'une v-folksonomie Fv = (U , T , R, V, Y) est un quadruplet (U , T ,

R, V ) avec U ⊆ U , T ⊆ T , R ⊆ R et V ⊆ V avec U × T × R × V ⊆ Y tel que

le quadruplet (U , T , R, V ) est maximal, i.e., aucun de ces ensembles ne peut être

augmenté sans diminuer un des trois autres ensembles. Pour un quadri-concept QC =

(U , T , R, V ), U , R, T et V sont, respectivement, appelés Extent, Intent, Modus

et Variable. A�n d'extraire les concepts les plus intéressants, nous dé�nissons pour

chaque dimension un seuil minimal de support, i.e., minsuppu, minsuppt, minsuppr

et minsuppv. Il en résulte des quadri-concepts qui sont fréquents.

Exemple 8 Considérons la v-folksonomie Fv du Tableau 3.1. Soient qc1 = ({u1, u2},

{t2, t3}, {r1, r3}, {v1}) et qc2 = ({u1, u2}, {t2, t3, t4}, {r1, r3}, {v1, v2}) deux quadri-

sets. qc1 n'est pas considéré comme un quadri-concept de Fv étant donné qu'il n'est pas

maximal. En e�et, le quadri-set qc2, qui maximise les ensembles T et V de qc1, est un

quadri-concept de Fv. De même, le quadruplet ({u1, u2}, {t2, t3, t4}, {r1, r2, r3}, v1)

n'est pas un quadri-concept étant donné que son extent, i.e., la partie utilisateurs, n'est

pas maximale. En e�et, l'utilisateur u3 tout comme u1 et u2 (qui ont tous la variable

v1 en commun) a également partagé les ressources r1, r2 et r3 via les tags t2, t3 et t4.

Donc, si on maximise cet extent, nous aurons le quadruplet ({u1, u2, u3}, {t2, t3, t4},

{r1, r2, r3}, v1) qui est un quadri-concept, démontrant que les utilisateurs u1, u2 et u3

(avec v1 en commun) ont tagué les trois ressources r1, r2 et r3 avec les tags t2, t3 et t4.
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Les v-folksonomies ont quatre dimensions. Ainsi, nous pouvons dé�nir des seuils

minimaux de supports sur chacune des quatre dimensions. Ces seuils de support sont

antimonotones : Si (A1, B1, C1, E1) avec A1 maximal pour A1 × B1 × C1 × E1 ⊆ Y

n'est pas u-fréquent (par rapport à la dimension U), alors tous les (A1, B2, C2, E2) avec

B1 ⊆ B2, C1 ⊆ C2 et E1 ⊆ E2 ne sont également pas u-fréquents. Il en est de même pour

les trois autres dimensions. Dans [Lehmann et Wille, 1995], les auteurs ont démontré

qu'au delà d'un contexte à deux dimensions, la symétrie directe entre monotonie et

antimonotonie est rompue. À cet e�et, ils ont introduit un lemme résultant de la

connexion triadique de Galois [Biedermann, 1997] induite par un contexte triadique.

Dans ce qui suit, nous adaptons ce lemme pour notre cas avec des contextes à quatre

dimensions.

Lemme 1 (Voir aussi [Voutsadakis, 2002], Proposition 2) Soient (A1, B1, C1, E1) et

(A2, B2, C2, E2) deux quadri-sets avec Ai maximal pour Ai × Bi × Ci × Ei ⊆ Y, pour

i = 1,2. Si B1 ⊆ B2, C1 ⊆ C2 et E1 ⊆ E2 alors A2 ⊆ A1. Il en est de même pour les

trois autres dimensions. Dans le reste du papier, l'inclusion (A1, B1, C1, E1) ⊆ (A2,

B2, C2, E2) est véri�ée si et seulement si B1 ⊆ B2, C1 ⊆ C2, E1 ⊆ E2 et A2 ⊆ A1.

Avant d'introduire notre opérateur de fermeture pour une v-folksonomie, nous dé�-

nissons un opérateur de fermeture pour un contexte n-aire. Dans [Voutsadakis, 2006],

Voutsadakis a dé�ni n opérateurs de dérivation pour un contexte n-aire. Chacun des

i-opérateur de dérivation permet de calculer la fermeture relative à la dimension i pour

un n-set donné (1 ≤ i ≤ n). Dans ce qui suit, nous introduisons un nouvel opérateur

de fermeture h dont le but est le calcul de la fermeture d'un n-set donné. Un n-set

est la généralisation d'un quadri-set au cas n-aire et possède n parties relatives aux n

dimensions. Contrairement à [Voutsadakis, 2006], nous utilisons un seul opérateur de

fermeture qui calcule toutes les parties du concept n-adique résultant.

Dé�nition 11 (Opérateur de fermeture d'un contexte n-aire) Soit S =

(S1, S2, . . ., Sn) un n-set d'un contexte n-aire Kn à n dimensions, i.e., (D1, D2, . . .,

Dn). Un mapping h est dé�ni comme suit :

h(S) = h(S1, S2, . . ., Sn) = (C1, C2, . . ., Cn) tel que : C1 = S1

∧ C2 = {Ci
2 ∈ D2 | (ci1, Ci

2, c
i
3, . . ., c

i
n) ∈ Y ∀ ci1 ∈ C1, ∀ ci3 ∈ S3, . . ., ∀ cin ∈ Sn}

...

∧ Cn = {Ci
n ∈ Dn | (ci1, ci2, . . ., cin−1, C

i
n) ∈ Y ∀ ci1 ∈ C1, . . . ∀ cin−1 ∈ Cn−1}
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Proposition 2 h est un opérateur de fermeture.

Preuve 1 A�n de prouver que h est un opérateur de fermeture, nous devons prou-

ver qu'il véri�e les trois propriétés d'extensivité, d'idempotence et d'isotonie

[Couch et Chiarini, 2008].

(1) Extensivité : Soit S = (S1, S2, . . ., Sn) un n-set de Kn ⇒ h(S) = (C1, C2,

. . ., Cn) tel que : C1 = {C i
1 ∈ D1 | (C i

1, c
i
2, . . ., c

i
n) ∈ Y ∀ ci2 ∈ S2, . . ., ∀ cin ∈ Sn} ⊇

S1 puisque nous avons : (Ci
1, c

i
2, . . ., c

i
n) ∈ Y ∀ ci1 ∈ S1, ∀ ci2 ∈ S2, . . ., ∀ cin ∈ Sn},

. . ., Cn = {C i
n ∈ Dn | (ci1, ci2, . . ., cin−1, C

i
n) ∈ Y ∀ ci1 ∈ C1, ∀ ci2 ∈ C2, . . . ∀ cin−1 ∈

Cn−1} ⊇ Sn puisque C1 ⊇ S1, C2 ⊇ S2, . . ., Cn−1 ⊇ Sn−1. Ainsi, (S1, S2, . . ., Sn) ⊆
(C1, C2, . . ., Cn) ⇒ S ⊆ h(S)

(2) Idempotence : Soit S = (S1, S2, . . ., Sn) un n-set de Kn ⇒ h(S) = (C1, C2,

. . ., Cn) ⇒ h(C1, C2, . . ., Cn) = (C ′
1, C

′
2, . . ., C

′
n) tel que : C

′
1 = {C i′

1 ∈ D1 | (C i′
1 , c

i
2, . . .,

cin) ∈ Y ∀ ci2 ∈ S2, . . ., ∀ cin ∈ Sn} = C1, . . ., C ′
n = {Ci′

n ∈ Dn | (ci′1 , ci
′
2 , . . ., c

i′
n−1, C

i′
n )

∈ Y ∀ ci
′
1 ∈ C ′

1, ∀ ci
′
2 ∈ C ′

2, . . . ∀ ci
′
n−1 ∈ C ′

n−1} = Cn puisque nous avons C ′
1 = C1, C ′

2

= C2, . . ., C ′
n−1 = Cn−1. Ainsi, (C ′

1, C
′
2, . . ., C

′
n) = (C1, C2, . . ., Cn) ⇒ h(h(S)) = h(S)

(3) Isotonie : Soit S = (S1, S2, . . ., Sn) et S ′ = (S ′
1, S

′
2, . . ., S

′
n) deux n-sets de

Kn avec S ⊆ S ′ ⇒ h(S) = (C1, C2, . . ., Cn) et h(S ′) = (C ′
1, C

′
2, . . ., C

′
n) tel que :

� C1 = {Ci
1 ∈ D1 | (Ci

1, c
i
2, . . ., c

i
n) ∈ Y ∀ ci2 ∈ S2, . . ., ∀ cin ∈ Sn} et C ′

1 = {Ci′
1

∈ D1 | (C i′
1 , c

i
2, . . ., c

i
n) ∈ Y ∀ ci2 ∈ S2, . . ., ∀ cin ∈ Sn} ⇒ C1 ⊆ C ′

1 puisque S2

⊆ S ′
2, . . ., Sn ⊆ S ′

n
...

� Cn = {Ci
n ∈ Dn | (ci1, ci2, . . ., cin−1, C

i
n) ∈ Y ∀ ci1 ∈ C1, ∀ ci2 ∈ C2, . . . ∀ cin−1 ∈

Cn−1} et C ′
n = {Ci′

n ∈ Dn | (ci′1 , ci
′
2 , . . ., c

i′
n−1, C

i′
n ) ∈ Y ∀ ci

′
1 ∈ C ′

1, ∀ ci
′
2 ∈ C ′

2,

. . . ∀ ci
′
n−1 ∈ C ′

n−1} ⇒ Cn ⊆ C ′
n puisque C1 ⊆ C ′

1, C2 ⊆ C ′
2, . . ., Cn−1 ⊆ C ′

n−1

Alors, (C1, C2, . . ., Cn) ⊆ (C ′
1, C

′
2, . . ., C

′
n) ⇒ h(S) ⊆ h(S ′).

Selon (1), (2) et (3), h est un opérateur de fermeture.

Lorsque n=4, nous instantancions l'opérateur de fermeture pour un contexte qua-

dratique, i.e., une v-folksonomie comme suit :

Dé�nition 12 (Opérateur de fermeture d'une v-folksonomie) Soit S = (A,
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B, C, E) un quadri-set de Fv tel que A est maximal avec A × B × C × E ⊆ Y.

L'opérateur de fermeture h d'une v-folksonomie Fv est dé�ni comme suit :

h(S) = h(A, B, C, E) = (U , T , R, V ) | U = A

∧ T = {ti ∈ T | (ui, ti, ri, vi) ∈ Y ∀ ui ∈ U , ∀ ri ∈ C, ∀ vi ∈ E}

∧ R = {ri ∈ R | (ui, ti, ri, vi) ∈ Y ∀ ui ∈ U , ∀ ti ∈ T , ∀ vi ∈ E}

∧ V = {vi ∈ V | (ui, ti, ri, vi) ∈ Y ∀ ui ∈ U , ∀ ti ∈ T , ∀ ri ∈ R}

Remarque 1 h(S) permet de calculer les plus grands quadri-sets d'une v-folksonomie

Fv contenant, pour chacun, des ensembles maximaux de tags, de ressources et de va-

riables partagés par un groupe d'utilisateurs. L'application de l'opérateur de fermeture

h sur un quadri-set donne un quadri-concept QC = (U , T , R, V ).

Comme cela est le cas pour les cas diadique et triadique, l'opérateur de fermeture

partitionne l'espace de recherche en classes d'équivalences, que nous introduisons dans

ce qui suit :

Dé�nition 13 (Classe d'équivalence ) Soient S1 = (A1, B1, C1, E1), S2 = (A2,

B2, C2, E2) deux quadri-sets de Fp et qc un quadri-concept fréquent. S1 et S2 appar-

tiennent à la même classe d'équivalence représentée par le quadri-concept qc, i.e., S1

≡qc S2 ssi h(S1) = h(S2) = qc.

Les générateurs minimaux (GMs) jouent un rôle important dans plusieurs problèmes

théoriques et pratiques impliquant des systèmes de fermeture. Ils o�rent un moyen plus

simple de dé�nir un concept étant donné qu'ils contiennent beaucoup moins d'attributs

qu'un concept fermé. En e�et, les GMs représentent les plus petits éléments dans une

classe d'équivalence et leur détection devient beaucoup plus facile. En e�et, contraire-

ment aux quadri-concepts qui sont des ensembles maximaux d'utilisateurs, tags, res-

sources et variables, les GMs ne contiennent qu'un seul ensemble maximal (i.e., les

utilisateurs) commun à un seul tag, une seule ressource et une seule variable. Dans ce

qui suit, nous introduisons l'extension de la dé�nition d'un GM à une v-folksonomie.

Dé�nition 14 (Quadri-générateur minimal) Soient g =(A, B, C, E) un quadri-

set de Fv tel que A ⊆ U , B ⊆ T , C ⊆ R et E ⊆ V et qc un quadri-concept fréquent. Le

quadruplet g est un quadri-générateur minimal (ou quadri-générateur) de qc ssi h(g)

= qc et ̸ ∃ g1 = (A1, B1, C1, E1) tel que (i) A = A1, (ii) (B1 ⊆ B ∧ C1 ⊆ C ∧ E1 ⊂
E) ∨ (B1 ⊂ B ∧ C1 ⊂ C ∧ E1 ⊆ E), et (iii) h(g) = h(g1) = qc.
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Exemple 9 Considérons la v-folksonomie Fv du Tableau 3.1, le quadri-concept qc =

({u1, u2}, {t2, t3, t4}, {r1, r3}, {v1, v2}) et la classe d'équivalence représentée par le

quadri-concept qc. Soient g1=({u1, u2}, {t2}, {r1}, {v1}) et g3 = ({u1, u2}, {t2}, {r1,

r3}, {v1}) deux quadri-sets. g1 est un quadri-générateur du quadri-concept qc puisque

h(g1) = qc. Cependant, bien que h(g3) = qc, g3 n'est pas un quadri-générateur de qc

étant donné que g1.extent=g3.extent, g1.intent ⊂ g3.intent, g1.modus = g3.modus et

g1.variable = g3.variable.

Dans ce qui suit, nous introduisons l'algorithme QuadriCons pour l'extraction

des quadri-Concepts fréquents.

3.3 Pseudo code de QuadriCons

Avant d'introduire le pseudo code de notre algorithme QuadriCons, nous intro-

duisons, dans ce qui suit, les deux problèmes que nous nous proposons de résoudre.

Tout d'abord, nous présentons le problème d'extraction des quadri-sets fréquents à

partir d'une v-folksonomie.

Problème 1 (Problème d'extraction des quadri-sets fréquents) Soit Fv = (U ,
T , R, V, Y) une v-folksonomie et minsuppu, minsuppt, minsuppr et minsuppv quatre

seuils minimaux de support dé�nis par l'utilisateur. La tâche d'extraction de tous les

quadri-sets fréquents consiste à déterminer tous les quadri-sets (A, B, C, E) de Fv

tels que | A | ≥ minsuppu, | B | ≥ minsuppt, | C | ≥ minsuppr et | E | ≥ minsuppv.

À présent, nous introduisons le problème d'extraction des quadri-concepts fréquents

à partir d'une v-folksonomie.

Problème 2 (Problème d'extraction des quadri-concepts fréquents) Soit Fv =

(U , T , R, V, Y) une v-folksonomie et minsuppu, minsuppt, minsuppr et minsuppv

quatre seuils minimaux de support dé�nis par l'utilisateur. La tâche d'extraction de

tous les quadri-concepts fréquents consiste à déterminer tous les quadri-concepts (U ,

T , R, V ) de Fv tels que | U | ≥ minsuppu, | T | ≥ minsuppt, | R | ≥ minsuppr et |
V | ≥ minsuppv. L'ensemble des quadri-concepts fréquents de Fv est égal à QC = {qc

| qc = (U , T , R, V ) est un quadri-concept fréquent}.
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Remarque 2 Il est important de noter que la représentation des quadri-concepts fré-

quents est extraite sans perte d'information. C'est pour cette raison qu'après avoir

résolu le Problème 2, nous pouvons facilement résoudre le Problème 1 en énumérant

tous les quadri-sets (A, B, C, E) tel qu'il existe un quadri-concept fréquent (U , T , R,

V ) tel que A ⊆ U , B ⊆ T , C ⊆ R, E ⊆ V et | A | ≥ minsuppu, | B | ≥ minsuppt,

| C | ≥ minsuppr et | E | ≥ minsuppv.

Se basant sur les notions introduites précédemment, nous proposons à présent notre

nouvel algorithme QuadriCons dédié à la tâche d'extraction des quadri-concepts

fréquents à partir d'une v-folksonomie (cf., Problème 2).QuadriCons opère en quatre

étapes, dont l'ordre peut varier selon les dimensions :

1. l'extraction des quadri-générateurs grâce à la procédure FindMinimalGenera-

tors

2. le calcul du modus de chaque quadri-concept

3. le calcul de l'intent de chaque quadri-concept

4. le calcul de la variable de chaque quadri-concept

Les trois dernières étapes sont réalisées grâce à la procédure ClosureCompute.

Le pseudo code de l'algorithme QuadriCons est donné par l'Algorithme 1. Qua-

driCons prend en entrée une v-folksonomie Fv = (U , T , R, V, Y) ainsi que quatre
seuils minimaux de support (un pour chaque dimension) : minsuppu, minsuppt,

minsuppr et minsuppv. La sortie de QuadriCons est l'ensemble de tous les quadri-

concepts fréquents véri�ant ces seuils de supports. QuadriCons opère comme suit :

il commence par invoquer la procédure FindMinimalGenerators (Étape 1), dont

le pseudo code est donné par l'Algorithme 2, a�n d'extraire et de stocker les quadri-

générateurs dans l'ensemble MG (Ligne 3). Pour une telle extraction, FindMinimal-

Generators calcule pour chaque quadruplet (u, t, r, v) l'ensemble Us représentant

l'ensemble maximal d'utilisateurs ayant une même variable en commun et partageant

le tag t sur la ressource r (Algorithme 2, Ligne 3). Si |Us| est fréquent par rapport à
minsuppu (Ligne 4), un quadri-générateur est alors crée (s'il n'existe pas encore) avec

ses champs appropriés (Ligne 5). L'Algorithme 2 invoque la fonction AddQuadri

dont le rôle est d'ajouter le quadri-générateur g à l'ensemble MG (Ligne 7).

Ensuite, QuadriCons invoque la procédure ClosureCompute (Étape 2) pour

chaque quadri-générateur de MG (Lignes 5-7), dont le pseudo code est donné par l'Al-
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Algorithme 1 : QuadriCons
Données :

1. Fv (U , T , R, V , Y) : une v-folksonomie.

2. minsuppu, minsuppt, minsuppr, minsuppv : seuils minimaux de support.

Résultats : QC : {Quadri-concepts fréquents}.

début1

QS : un ensemble de quadri-sets ;2

/*Étape 1 : L'extraction des quadri-générateurs*/3

MG = FindMinimalGenerators(Fv, minsuppu) ;4

/*Étape 2 : le calcul de la partie modus*/5

pour chaque quadri-gen g ∈ MG faire6

ClosureCompute(MG, minsuppu, minsuppt, minsuppr, g, QS, 1) ;7

PruneInfrequentSets(QS,minsuppt) ;8

/*Étape 3 : Le calcul de la partie intent*/9

pour chaque quadri-set s ∈ QS faire10

ClosureCompute( QS, minsuppu, minsuppt, minsuppr, s, QS, 2) ;11

PruneInfrequentSets(QS,minsuppr) ;12

/*Étape 4 : Le calcul de la partie variable*/13

pour chaque quadri-set s ∈ QS faire14

ClosureCompute( QS, minsuppu, minsuppt, minsuppr, s, QC, 3) ;15

PruneInfrequentSets(QC,minsuppv) ;16

�n17

retourner QC ;18

gorithme 3 : le but étant de calculer le modus de chaque quadri-concept. À ce stade,

les deux premiers cas de l'Algorithme 3 (Lignes 3 et 5) doivent être considérés se-

lon l'extent de chaque quadri-générateur. La procédure ClosureCompute retourne

l'ensemble QS formé par des quadri-sets. L'indicateur i (ici égal à 1) marqué par Qua-

driCons indique si le quadri-set, considéré par la procédure ClosureCompute, est

un quadri-générateur. Lors de la troisième étape, QuadriCons invoque une seconde

fois la procédure ClosureCompute pour chaque quadri-set de QS (Lignes 9-11), a�n

de calculer la partie intent. ClosureCompute se concentre sur les quadri-sets de QS
ayant des intent di�érents (Algorithme 3, Ligne 11). La quatrième et dernière étape
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Algorithme 2 : FindMinimalGenerators

Données :

1. Fv (U , T , R, V , Y) : une v-folksonomie.

2. minsuppu : seuil minimal de support.

Résultats : MG : {quadri-générateurs fréquents}.

début1

g :un quadri-générateur ;2

pour chaque quadruplet (u, t, r, v) de Fv faire3

Us= {ui ∈ U | (ui, t, r, v) ∈ Y} ;4

si | Us | ≥ minsuppu alors5

g.extent = Us ; g.intent = r ; g.modus = t ; g.variable = v6

si g ̸∈ MG alors7

AddQuadri(MG, g)8

�n9

retourner MG ;10

de QuadriCons invoque une dernière fois la procédure ClosureCompute avec un

indicateur égal à 3. Cela permet de localiser les quadri-sets ayant des parties variable

di�érentes (Algorithme 3, Ligne 17) avant la génération des quadri-concepts. Quadri-

Cons arrive à terme après cette étape et retourne l'ensemble des quadri-concepts fré-

quents véri�ant les quatre seuils minimaux de support minsuppu, minsuppt, minsuppr

et minsuppv. QuadriCons invoque la fonction PruneInfrequentSets (Lignes

7, 11 et 15) a�n d'élaguer les quadri-sets/concepts infréquents, i.e., ceux dont la car-

dinalité du modus/intent/variable ne véri�e pas les seuils demandés.

3.4 Exemple illustratif

Considérons la v-folksonomie représentée par le Tableau dans la Figure 3.1, avec

minsuppu = 2, minsuppt = 2, minsuppr = 1 et minsuppv = 1. La Figure 3.1 illustre

la trace d'exécution de QuadriCons sur ce contexte. Comme décrit dans la section

précédente, QuadriCons opère en quatre étapes :

1. (Étape 1) La première étape de QuadriCons consiste en l'extraction des quadri-
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Algorithme 3 : ClosureCompute
Données :

1. SIN : l'ensemble d'entrée, minu, mint, minr : seuils minimaux de supports.

2. q : un quadri-générateur/quadri-set, i : un indicateur.

Résultats : SOUT : l'ensemble de sortie.

début1

pour chaque quadri-set q′ ∈ SIN faire2

si i=1 et q.intent = q′.intent et q.extent ⊆ q′.extent alors3

s.intent = q.intent ;s.extent = q.extent ;s.variable =4

q.variable ;s.modus = q.modus ∪ q′.modus ; AddQuadri(SOUT , s) ;

sinon si i=1 et q.intent = q′.intent et q et q′ incomparables alors5

g.extent = q.extent ∩ q′.extent ; g.modus = q.modus ∪ q′.modus ;6

g.intent = q.intent ; g.variable = q.variable ;

If g est u-frequent then AddQuadri(MG, g) ;7

sinon si i=2 et q.extent ⊆ q′.extent et q.modus ⊆ q′.modus et q.intent8

̸= q′.intent alors

qs.extent = q.extent ; qs.modus = q.modus ; qs.variable =9

q.variable ; qs.intent = q.intent ∪ q′.intent ;

AddQuadri(SOUT , qs) ;10

sinon si i=2 et q et q′ incomparables alors11

s.extent = q.extent ∩ q′.extent ; s.modus = q.modus ∩ q′.modus ;12

s.variable = q.variable ; s.intent = q.intent ∪ q′.intent ;

Si s is u-frequent et t-frequent alors AddQuadri(SOUT , s) ;13

sinon si i=3 et q.extent ⊆ q′.extent et q.modus ⊆ q′.modus et q.intent14

⊆ q′.intent et q.variable ̸= q′.variable alors

qc.extent = q.extent ; qc.modus = q.modus ; qc.intent = q.intent ;15

qc.variable = q.variable ∪ q′.variable ;

AddQuadri(SOUT , qc) ;16

sinon si i=3 et q et q′ incomparables alors17

s.extent = q.extent ∩ q′.extent ; s.modus = q.modus ∩ q′.modus ;18

s.intent = q.intent ∩ q′.intent ; s.variable = q.variable ∪ q′.variable ;

Si s est u,t,r-frequent alors AddQuadri(SOUT , s) ;19

�n20

retourner SOUT ;21
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générateurs (QGs) à partir de la v-folksonomie (Algorithme 1, Ligne 3). Les QGs

sont des ensembles maximaux d'utilisateurs relatifs à un triplet de tag, de ressource

et d'une variable. Ainsi QuadriCons permet d'extraire 12 QGs dont 11 qui sont

fréquents par rapport au seuil minimal de supportminsuppu (cf., Figure 3.1, Étape

1).

2. (Étape 2) Ensuite, QuadriCons invoque la procédure ClosureCompute une

première fois pour les quadri-générateurs a�n de calculer le modus (l'ensemble de

tags) de ces candidats (Algorithme 1, Lignes 5-7). Par exemple, étant donné que

l'extent (l'ensemble d'utilisateurs) du candidat {{u1, u2, u4}, t1, r1, v1} est inclus

dans celui du candidat {{u1, u2, u3, u4}, t2, r1, v1}, le modus du premier QG sera

incrémenté et égal à {t1, t2}. Par ailleurs, de nouveaux quadri-générateurs peuvent

être crées à partir de l'intersection des premiers (Algorithme 3, Lignes 5-7) : c'est

notamment le cas des deux QGs (a) et (b) (cf., Figure 3.1, Étape 2). En�n, à ce

stade de l'exécution, les candidats qui ne véri�ent pas le seuil minimal de support

minsuppt sont élagués (i.e., les trois derniers candidats).

3. (Étape 3) Par suite, QuadriCons procède au calcul de l'intent (l'ensemble de

ressources) de chaque candidat à travers un second appel à la procédure Closu-

reCompute (Algorithme 1, Lignes 9-11). Par exemple, le candidat {{u1, u2, u4},

{t1, t2}, r1, v1}, dont l'extent, modus et variable sont inclus ou égaux dans ceux du

candidat {{u1, u2, u4}, {t1, t2}, r2, v1}, voit son intent être incrémenté et devient

égal à {r1, r2}. À ce niveau, seuls quatre candidats véri�ent encore le seuil minimal

de support minsuppr (cf., Figure 3.1, Étape 3). Ainsi, en plus de calculer la partie

intent de chaque candidat, cette étape a permis de réduire considérablement le

nombre de candidats.

4. (Étape 4) Via un ultime appel à la procédure ClosureCompute, QuadriCons

procède au calcul de la partie variable de chaque candidat avant d'en élaguer les

infréquents (Algorithme 1, Lignes 13-15). Par exemple, étant donné que le candidat

{{u1, u2}, {t1, t2}, r1, v2} possède un extent, un modus et un intent qui sont inclus

dans ceux du candidat {{u1, u2, u4}, {t1, t2}, {r1, r2}, v1} 1, ainsi, sa partie variable

devient égal à {v1, v2} (cf., Figure 3.1, Étape 4).

Après la quatrième étape, QuadriCons termine. Les quatre quadri-concepts fré-

quents extraits sont :

1. Concrètement, cela veut dire que les utilisateurs u1 et u2 qui ont partagé la ressource r1 avec

les tags t1 et t2 à travers la variable v2 l'ont également partagé à travers la variable v1.
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1. {{u1, u2, u4}, {t1, t2}, {r1, r2}, v1}

2. {{u1, u3, u4}, {t2, t3}, {r1, r2}, v1}

3. {{u1, u4}, {t1, t2, t3}, {r1, r2}, v1}

4. {{u1, u2}, {t1, t2}, r1, {v1, v2}}

Figure 3.1 � Trace d'exécution de QuadriCons sur la v-folksonomie présentée dans la Figure.

3.5 Validité et complexité

Dans ce qui suit, nous prouvons la complétude, terminaison et correction de l'algo-

rithme QuadriCons puis nous calculons sa complexité dans le pire des cas.



3.5. VALIDITÉ ET COMPLEXITÉ 59

3.5.1 Correction

Proposition 3 L'algorithme QuadriCons est correct et complet. Il extrait exacte-

ment tous les quadri-concepts fréquents.

Preuve 2 La procédure FindMinimalGenerators permet d'extraire tous les

quadri-générateurs à partir d'une v-folksonomie Fv étant donné que tous les quadruples

du contexte sont énumérés dans le but de regrouper des groupes maximaux d'utilisateurs

par rapport à chaque quadruplet (u,t,r,v) (Algorithme 2, Lignes 3-8). Ce parcours de

tous les quadruplets permet d'extraire e�cacement tous les quadri-générateurs. A partir

de ces quadri-générateurs ainsi extraits, QuadriCons invoque la procédure Closure-

Compute trois fois dans le but de calculer le modus, l' intent et la variable de chaque

quadri-générateur. À chaque appel, i.e., i = 1, 2, 3, pour chaque couple de candidats q

et q′, deux cas apparaissent :

1. (Algorithme 3, lignes 3, 8 et 14) q et q′ sont comparables. Ainsi, un nouveau quadri-

set (quadri-concept si i = 3) est crée à partir de l'union des di�érentes parties des

deux candidats.

2. (Algorithme 3, lignes 5, 11 et 17) q et q′ sont incomparables. Ainsi, un nouveau

quadri-set (quadri-générateur si i = 1) est crée à partir de l'intersection des di�é-

rentes parties de q et q′.

Ainsi, tous les cas de comparaisons entre les candidats ont été énumérés. Fina-

lement, la procédure PruneInfrequentSets permet d'élaguer les quadri-concepts

infréquents selon les seuils minimaux de supports (Algorithme 1, lignes 7, 11 et 15).

Nous concluons que QuadriCons permet d'extraire tous les quadri-concepts fréquents.

Donc, il est correct.

3.5.2 Terminaison

Proposition 4 L'algorithme QuadriCons termine.

Preuve 3 Le nombre de quadri-générateurs générés par QuadriCons est �ni. En

e�et, le nombre de QGs candidats générés à partir d'un contexte (U , T , R, V) est au
maximum égal à |T |×|R|×|V|. Puisque l'ensemble MG de quadri-générateurs est �ni,

les trois boucles de l'algorithme 1 parcourant cet ensemble sont alors, eux aussi, �nis.
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De plus, le nombre total de quadri-concepts fréquents générés par QuadriCons est,

au maximum, égal à 2|T |+|R|+|V|. Donc, l'algorithme QuadriCons termine.

3.5.3 Complexité théorique

Comme pour le cas triadique [Jäschke et al., 2008], le nombre des quadri-concepts

fréquents peut augmenter exponentiellement dans le pire des cas. Ainsi, la complexité

théorique de notre algorithme est de l'ordre de O(2n) avec n = |T |+ |R|+ |V|. Néan-
moins, et comme il sera démontré, dans la partie expérimentale, d'un point de vue pra-

tique, les performances réelles sont loin d'être exponentielles. De ce fait, nous concen-

trons notre évaluation sur des jeux de données à large échelle.

3.6 Étude expérimentale

Dans cette partie, nous démontrons à travers nos expérimentations sur des jeux

de données les performances de QuadriCons vs. ceux de l'algorithme Data Peeler

en termes de temps d'exécution et de mémoire consommée. De plus, nous donnons

quelques exemples de quadri-concepts extraits à partir de quelques jeux de données du

monde réel. Nous avons implémenté notre algorithme en langage C++ (compilé avec

GCC 4.1.2) tandis que l'exécutable de Data Peeler a été téléchargé à partir de ce

lien : http ://homepages.dcc.ufmg.br/ lcerf/fr/prototypes.html #d-peeler. Nous avons

utilisé un processeur Intelr Core i5 muni d'une mémoire de 8 GB. Les tests ont été

menés sur le système d'exploitation Linux (Distribution Ubuntu 12.04 64 bits).

3.6.1 Jeux de données

Pour mener à bien notre évaluation, nous avons utilisé deux jeux de données du

monde réel décrits comme suit :

� Le jeu de données de �lmographieMovieLens 2 : il s'agit d'un système de recom-

mandation et d'un siteweb de communauté virtuelle qui permet aux utilisateurs

de partager des �lms via des tags. Le jeu de données utilisé pour notre évaluation

est téléchargeable gratuitement 3 et contient 15227 tags appliqués à 11272 �lms

2. http ://movielens.umn.edu/

3. http ://www.grouplens.org/node/73
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par 4010 utilisateurs (e.g., <Alex, X-Files, science�ction>).

� Le jeu de données Last.fm (http ://last.fm) est un siteweb de musique en ligne,

crée en 2002. Il regroupe plus de 30 millions d'utilisateurs actifs (depuis Mars

2009). Les utilisateurs partagent leurs artistes préférés en les annotant par des

tags (e.g., <Ross, MichaelJackson, kingofpop>). Le jeu de données utilisé pour

notre évaluation est téléchargeable gratuitement 4

A�n de modéliser la quatrième dimension, les jeux de données que nous avons utilisé,

soit le pro�l (MovieLens), soit le temps (MovieLens, Last.fm) :

Le temps comme quatrième dimension Le Tableau 3.2 démontre les caractéris-

tiques des deux jeux de données utilisées et qui utilisent le temps (timestamp)

comme variable pour la quatrième dimension. Cette variable nous renseigne sur

la date à laquelle un utilisateur donné a partagé une ressource donnée avec un

tag donné. Les deux jeux de données concernées sont MovieLens et Last.fm.

Le Tableau 3.3 montre quelques exemples de quadruplets pour les deux jeux de

données.

Le pro�l comme quatrième dimension Lorsque la variable de la quatrième di-

mension correspond au pro�l, plusieurs informations supplémentaires sur les uti-

lisateurs sont données et nous renseignent sur le genre de l'utilisateur (homme

ou femme), sa profession (au nombre de 21, qui peut être éducateur, écrivain,

étudiant, scienti�que, etc.) ainsi que sur son âge (5 tranches d'âge) : (i) 7−18 ans ;

(ii) 19− 24 ans ; (iii) 25− 35 ans ; (iv) 36− 45 ans et (v) 46− 73 ans. Le Tableau

3.4 montre quelques exemples de quadruplets pour le jeu de donnéesMovieLens.

3.6.2 Exemples de quadri-concepts

Dans ce qui suit, nous présentons quelques résultats intéressants de quadri-concepts

extraits par Quadricons à partir des jeux de données décrits précédemment. Nous

présentons d'abord des quadri-concepts dont la quatrième dimension correspond au

temps, ensuite ceux avec le pro�l des utilisateurs comme quatrième varibale.

4. http ://mtg.upf.edu/static/datasets/last.fm/lastfm-dataset-1K.tar.gz
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Jeu de données 1 Jeu de données 2

(MovieLens) (Last.fm)

# Quadruplets 95580 186479

# Utilisateurs 4010 1892

# Tags 15227 9749

# Ressources 11272 (�lms) 12523 (artistes)

# Dates (timestamps) 81601 3549

Périodes 22/12/2005 - 10/04/2008 -

20/08/2008 07/05/2011

Tableau 3.2 � Caractéristiques des jeux de données considérés.

Utilisateur Tag Ressource Date

Ross cartoon The Lion King 22/05/2007

Ross jungle The Lion King 22/05/2007

Adele cult Mrs. Doubt�re 16/01/2008

Adele robbiewilliams Mrs. Doubt�re 16/01/2008

Hallo thriller Silence of the Lambs 07/02/2006
...

...
...

...

Utilisateur Tag Ressource Date

Regina reggae Bob Marley 18/05/2009

Regina legend Bob Marley 18/05/2009

MrGold rap Eminem 09/02/2010

Snow_white legend Michael Jackson 30/06/2010

Snow_white kingofpop Michael Jackson 30/06/2010
...

...
...

...

Tableau 3.3 � Un aperçu des jeux de données MovieLens et Last.fm lorsque la quatrième di-

mension correspond au temps.
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Utilisateur Tag Ressource Pro�l

Mulder action X-Files student

Mulder science�ction X-Files 25 years old

Scully adventure Jurassic Park professor

Scully bestmovie Jurassic Park woman

Skinner thriller Carrie Canada
...

...
...

...

Tableau 3.4 � Un aperçu du jeu de donnéesMovieLens lorsque la quatrième dimension correspond

au pro�l.

Le temps comme quatrième dimension

Le Tableau 3.5 montre deux exemples de quadri-concepts fréquents extraits à partir

des jeux de données MovieLens et Last.fm. Nous avons dé�ni les valeurs de seuils

de supports suivants : minsuppu = 2, minsuppt = 2, minsuppr = 2 et minsuppv = 1.

Le premier concept illustre le fait que les utilisateurs krycek et maria aient utilisé les

tags kids, fantasy, darkness et magic a�n d'annoter le �lm Harry Potter et ses suites

successivement le 03/12/2005, 16/07/2006 et le 21/02/2008. Un tel concept peut être

exploité plus tard pour une recommandation de tags pour ces �lms ou bien pour étudier

l'évolution de tags associés au �lm "Harry Potter" à travers le temps. Le second quadri-

concept montre que les utilisateurs csmdavis, franny et rossanna ont tous utilisé les

tags pop, concert et dance pour décrire les artistes Britney Spears et Madonna le

07/05/10 puis le 02/06/11. Nous pourrons par exemple utiliser un tel quadri-concept

a�n de recommander les utilisateurs franny et rossanna à csmdavis étant donné qu'ils

partagent le même intérêt pour les deux artistes. Il serait aussi intéressant d'étudier

l'évolution du vocabulaire utilisé par les fans de ces artistes à travers le temps a�n de

voir les tendances qui se dégagent sur ces artistes selon les périodes.

Le pro�l comme quatrième dimension

Dans ce qui suit, nous présentons quelques résultats intéressants de quadri-concepts

fréquents extraits par Quadricons à partir du jeu de données MovieLens lorsque

la quatrième dimension correspond au pro�l. Nous avons dé�ni les valeurs de seuils de

supports suivants : minsuppu = 2, minsuppt = 2, minsuppr = 2 et minsuppv = 1,

i.e., dans un quadri-concept fréquent, 2 utilisateurs (au moins) avec une information de
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Jeux de données Dates Utilisateurs Tags Ressources

03/12/05 kids Harry Potter 1

krycek fantasy The Prisoner

Movie 16/07/06 darkness of Azkaban

Lens maria magic The Order of

21/02/08 the Phoenix

07/05/10 csmdavis pop Britney Spears

Last.fm franny concert Madonna

02/06/11 rossanna dance

Tableau 3.5 � Examples de quadri-concepts fréquents extraits à partir des jeux de données Mo-

vieLens et Last.fm.

pro�l en commun (e.g., même profession, même age) ont assigné les mêmes tags (2 au

moins) aux mêmes ressources (2 au moins). De toute évidence, il est plus intéressant de

�xer chaque seuil de support à 2 dans le but d'avoir des quadri-concepts avec une valeur

ajoutée illustrant les tags et ressources partagés en commun par un groupe de deux

utilisateurs (au moins) ayant au moins une information de pro�l en commun. Ainsi, le

Tableau 3.6 illustre quelques exemples (des plus intéressants) de quadri-concepts parmi

les 10627 quadri-concepts fréquents véri�ant les seuils de supports décrits ci-dessus. Par

exemple, le premier quadri-concept montre que les utilisateurs saloua, wafa et yasmine,

trois femmes retraitées, ont partagé les �lms Star Wars, M.A.S.H et Rear Window via

les tags classic, dialog et oscar. Le troisième quadri-concept nous renseigne que trois

écrivains âgés entre 36 et 45 ans, i.e., ross, anlucia et franela ont opté pour les tags

quotes, classic et oldmovie lorsqu'ils ont partagé les �lms Braveheart, Magician of OZ

et Gone with the Wind.

À présent, nous nous intéressons à des quadri-concepts fréquents de MovieLens

dont le pro�l concerne une seule information. Le but est d'observer la di�érence de

vocabulaire et d'intérêts entre les utilisateurs de di�érentes professions ou de di�érentes

villes dans le monde :

Profession Le Tableau 3.7, qui décrit des quadri-concepts lorsque le pro�l concerne

la profession des utilisateurs, montre une di�érence de vocabulaire et d'intérêts

entre des utilisateurs issus de professions di�érentes. Par exemple, les étudiants

ont massivement partagé les �lms d'action via les tags adventure et action, tandis
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Utilisateurs Tags Ressources Pro�l

{saloua, {classic, {Star Wars, {Femme,

wafa, dialog, M.A.S.H, 46-73 ans,

yasmine} oscar} Rear Window} retraité}

{mulder, {bestmovie, {Usual Suspects, 25-35 ans,

scully, cult Silence of Lambs, Homme,

krycek} Sound of Music} domaine santé}

{rossy, {classic, {Rear Window, 36-45 ans,

anlucia, oldmovie, Magician OZ, Homme,

franela} quotes} Gone with Wind} écrivain}

Tableau 3.6 � Exemples de quadri-concepts extraits à partir du jeu de données MovieLens.

que les avocats préferent partager des �lms avec une histoire criminelle comme The

Fugitive avec des tags comme detective et crime_story. Notons, par ailleurs, que

les bibliothécaires sont intéressés par les �lms qui sont des adaptations de romans

comme Dead poets society qui correspondent mieux à leurs centres d'intérêts.

Age Dans cette partie, nous nous sommes intéressés à l'analyse de quadri-concepts

avec des utilisateurs issus de di�érentes catégories d'âge a�n d'observer les di�é-

rents intérêts de chaque catégorie. Chaque quadri-concept du Tableau 3.8 corres-

pond à une catégorie d'âge. Ainsi, nous observons que les utilisateurs âgés de moins

de 18 ans préférent les �lms de science-�ction alors que les utilisateurs âgés entre

25 et 35 ans sont plus intéressés par les �lms d'action et d'aventure. Par ailleurs,

les utilisateurs les plus âgés ont un intérêt tout paticulier pour les vieux �lms et les

grands classiques comme Casablanca ou encore Rear Window. La catégorie d'âge

la plus représentée sur le jeu de données MovieLens est celle des utilisateurs

âgés entre 19 et 24 ans qui ont tendance à partager les polars en utilisant les tags

adventure et polar.

Genre En�n, le Tableau 3.9 montre des exemples de quadri-concepts lorsque le pro�l

correspond au genre des utilisateurs. Il démontre la di�érence de tagging et d'in-

térêts entre les hommes et les femmes. Si ces dernières montrent un plus grand

intérêt pour les �lms de romance avec une histoire d'amour comme Sweet Novem-

ber ou Titanic utilisant des tags comme romance ou lovestory, les hommes sont

plus intéressés par les �lms d'actions et les thriller comme Blade Runner. Grâce

aux quadri-concepts qui permettent de regrouper les utilisateurs ayant un même
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pro�l, le Tableau 3.9 a permis d'identi�er deux intérêts complètement di�érents

qui peuvent être pris en compte au moment de suggérer aux utilisateurs des �lms

par exemple.

U {Krycek,Deepthr,Mistx12}

T {author,based_on_a_book}

R {The Fugitive,Dead poets society}

P {librarian}

U {Fox16,Dana,Cgbspender}

T {adventure,polar}

R {Pulp Fiction,The Godfather,The Fugitive}

P {lawyer}

U {Myla�,Jenifer,Nabilawi}

T {thriller,action}

R {Braveheart,Magician of OZ}

P {retired}

U {Fran,Chandy,Joeytr,Phoeb}

T {award,oldmovie,classic}

R {Star Wars,Blade Runner,Monty Python}

P {engineer}

U {Ched50,Slioua7,Nina16}

T {classic,dialog,oscar}

R {Seven,Appolo 13,Raiders of Lost Ark}

P {student}

Tableau 3.7 � Exemples de quadri-concepts selon le pro�l profession.

Utilisateurs Tags Ressources Pro�l

steve,patr,mkl23 science�ction,cult Star Wars,Independance Day,The Rock 7-18 ans

nad16,mehz19,emma adventure,polar Toy Story,Seven,Star Wars,Braveheart 19-24 ans

cr7,ines16,sir,lionel thriller,action Taxi Driver,Star Wars,Blade Runner 25-35 ans

menez,verra18,pasto award,oldmovie,classic Silence Lambs,Casablanca,Usual Suspects 36-45 ans

bernad,bridg,robert classic,dialog,oscar Star Wars,M.A.S.H,Rear Window 46-73 ans

Tableau 3.8 � Exemples de quadri-concepts selon the pro�l âge.
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Utilisateurs Tags Ressources Pro�l

lea,chris,david crime,thriller,action Silence Lambs,The Rock,Blade Runner Homme

regina,gillian passion,romance,lovestory B.Jones,Titanic,Sound Music Femme

Tableau 3.9 � Exemples de quadri-concepts selon le pro�l genre.

3.6.3 Compacité des quadri-concepts par rapport aux quadri-

sets

Les Figures 3.2 et 3.3 illustrent le nombre de quadri-concepts fréquents versus ce-

lui des quadri-sets fréquents sur les jeux de données MovieLens et Last.fm pour

di�érentes valeurs de quadruplets et di�érents valeurs de seuils minimaux de support.

Nous observons que pour les deux jeux de données, le nombre de quadri-sets fréquents

augmente rapidement lorsque le nombre de quadruplets augmente. En e�et, cela est

dû au fait que les quadri-concepts sont larges, i.e., contiennent plusieurs utilisateurs,

tags, ressources et variables, ce qui augmente la taille de chaque partie relative à chaque

dimension. Cela a pour e�et l'augmentation du nombre de quadri-sets qui sont des sous-

ensembles des quadri-concepts. Sur les deux jeux de données, le nombre des quadri-

concepts fréquents représente seulement 3. 68 % et 28. 99 % du nombre des quadri-sets

fréquents. Donc, le calcul des quadri-sets fréquents est une tâche plus di�cile et coû-

teuse que celle des quadri-concepts fréquents alors que l'information véhiculée est la

même.

3.6.4 Temps d'exécution

Les Tableaux 3.10 et 3.11 démontrent les di�érents temps d'exécution de Quadri-

Cons vs. ceux de Data Peeler pour di�érents nombres de quadruplets, qui croissent

de 20000 à 95580 sur le jeu de données MovieLens et de 40000 à 186479 sur le jeu de

données Last.FM, et ce pour di�érentes valeurs de seuils minimaux de supports. Les

deux algorithmes permettent l'extraction de tous les quadri-concepts fréquents. Nous

observons que pour toutes les valeurs du nombre de quadruplets, Data Peeler est

très loin de QuadriCons en termes de temps d'exécution sur les deux jeux de don-

nées. QuadriCons tourne jusqu'à 124 fois plus rapidement que son concurrent sur

MovieLens et jusqu'à 332 fois plus rapidement sur Last.FM. Nous expliquons cette

di�érence par le fait que le principal point fort deData Peeler, i.e., sa généricité pour
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Figure 3.2 � Nombre de quadri-concepts fréquents vs. celui des quadri-sets fréquents par rapport

au nombre de quadruplets sur le jeu de données MovieLens.

Figure 3.3 � Nombre de quadri-concepts fréquents vs. celui des quadri-sets fréquents par rapport

au nombre de quadruplets sur le jeu de données Last.FM.
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un contexte n-aire, constitue aussi sa faiblesse. En e�et, pour n=4, i.e., une instance

particulière du problème général traité parData Peeler,QuadriCons, spécialement

dédié à la tâche d'extraction des quadri-concepts, est plus apte à mieux les extraire

avec un laps de temps largement inférieur. Ainsi, a�n d'améliorer le travail existant,

notre stratégie de localiser les QGs a l'avantage d'extraire les quadri-concepts plus ra-

pidement que son concurrent et de réduire considérablement le nombre de candidats.

Dans des applications pratiques (e.g., recommandations), un utilisateur va préférer un

algorithme qui o�re un résultat (e.g., des recommandations) rapidement.

3.6.5 Mémoire consommée de QuadriCons vs. Data Peeler

Les Tableaux 3.10 et 3.11 démontrent la mémoire consommée par les deux algo-

rithmes sur les deux jeux de donnéesMovieLens et Last.FM pour di�érentes valeurs

de quadruplets.QuadriCons consomme moins de mémoire que son concurrent : moins

de 40000 KB et 20000 KB sur les deux jeux de données contre des milliers voire des

millions de KB pour Data Peeler. Une telle di�érence s'explique par le fait que Qua-

driCons, contrairement à Data Peeler, ne stocke pas le jeu de données en mémoire

avant l'extraction des quadri-concepts. De plus, QuadriCons génère moins de candi-

dats grâce à l'habile détection des quadri-générateurs qui réduisent considérablement

l'espace de recherche. Cette stratégie est adoptée par QuadriCons a�n d'améliorer les

performances d'extraction des quadri-concepts tandis que Data Peeler paie le prix

de sa généricité, ce qui était déjà le cas pour le cas triadique [Trabelsi et al., 2012]. Par

exemple, pour extraire les 167 quadri-concepts fréquents à partir de Last.fm lorsque

minsuppu = 3, minsuppt = 2, minsuppr = 1 et minsuppv = 1, QuadriCons requiert

seulement 1754 KB en mémoire pour détecter les 939 quadri-générateurs à partir du

jeu de données. Cependant, malgré le peu de quadri-concepts fréquents à extraire dans

ce cas, Data Peeler a requis 788021 KB en mémoire a�n de stocker le jeu de don-

nées en entier avant de générer les candidats. En conséquence, le fait de détecter les

quadri-générateurs avant de procéder à l'extraction des quadri-concepts a permis à

QuadriCons de consommer jusqu'à 54 et 115 fois moins de mémoire que Data Pee-

ler, respectivement, sur les jeux de données MovieLens et Last.fm. Cependant,

la limite de notre algorithme est que lorsque les seuils de supports ont des valeurs

trop basses, les candidats deviennent très nombreux et il devient, en conséquence, très

di�cile de les parcourir.



70
CHAPITRE 3. QUADRICONS, UN ALGORITHME POUR
L'EXTRACTION DES QUADRI-CONCEPTS FRÉQUENTS

Quadri Mémoire Data Mémoire

| Y | Cons Consommée Peeler Consommée

(sec) (kilobits) (sec) (kilobits)

minsuppu = 3, minsuppt = 2,

minsuppr = 1, minsuppv = 1

25000 0. 86 542 23.10 209843

50000 2. 05 1361 80.72 378907

70000 3. 08 1760 128.33 509541

95580 3. 61 2087 258.00 654761

minsuppu = 2, minsuppt = 2,

minsuppr = 2, minsuppv = 1

25000 0. 36 198 39.98 399672

50000 0. 97 431 107.71 508943

70000 1 .96 567 227.65 667006

95580 3. 79 1182 472.87 842551

minsuppu = 2, minsuppt = 2,

minsuppr = 1, minsuppv = 1

25000 5.76 2491 421.44 769822

50000 15.92 5246 1269.70 976200

70000 29.22 9845 2037.73 1153401

95580 43.92 16556 3478.98 1446242

minsuppu = 2, minsuppt = 1,

minsuppr = 1, minsuppv = 1

25000 97. 56 10982 1022.12 1272988

50000 188. 61 14671 1987.06 1561992

70000 263. 63 19548 2876.02 1751258

95580 528. 58 38762 5965.94 2098452

Tableau 3.10 � Performances de QuadriCons vs. celles de Data Peeler sur le jeu de données

MovieLens.

3.7 Conclusion

Dans ce chapitre, nous avons proposé un nouvel algorithme qui se consacre à l'ex-

traction des quadri-concepts à partir des folksonomies et qui se base sur un opérateur

de fermeture spécialement dédié à ce type de contexte. Cet opérateur permet de par-

titionner l'espace de recherche en classes d'équivalences dont les plus petits éléments
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Quadri Mémoire Data Mémoire

| Y | Cons Consommée Peeler Consommée

(sec) (kilobits) (sec) (kilobits)

minsuppu = 3, minsuppt = 2,

minsuppr = 1, minsuppv = 1

40000 0. 05 114 7.13 309453

80000 0. 10 342 28.12 445431

120000 0. 22 656 61.60 550932

150000 0. 45 1241 119.45 678542

186479 0. 77 1754 255.71 788021

minsuppu = 2, minsuppt = 2,

minsuppr = 2, minsuppv = 1

40000 0. 39 177 32.29 456323

80000 0. 53 421 57.06 590012

120000 1. 60 782 182.40 698672

150000 3. 39 1025 354.71 826862

186479 5. 87 1672 496.55 932871

minsuppu = 2, minsuppt = 2,

minsuppr = 1, minsuppv = 1

40000 0. 84 1876 51.88 498672

80000 2. 94 3891 201.58 780762

120000 8. 71 6789 487.92 1198451

150000 17. 81 11342 1049.34 1343572

186479 29. 78 14562 1949.14 1552789

minsuppu = 2, minsuppt = 1,

minsuppr = 1, minsuppv = 1

40000 2. 91 6724 89.77 1008273

80000 6. 87 11562 221.93 1336451

120000 21. 87 14345 724.47 1542006

150000 46. 52 15623 1524.76 1772919

186479 88. 16 18976 3118.85 2188452

Tableau 3.11 � Performances de QuadriCons vs. celles de Data Peeler sur le jeu de données

Last.FM
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sont les quadri-générateurs. La principale originalité de notre algorithme est que cette

détection des générateurs a permis un balayage intelligent de l'espace de recherche et

réduit considérablement le nombre de candidats. L'étude expérimentale que nous avons

mené sur des jeux de données du monde réel a mis en lumière notre contribution en

améliorant les temps d'exécution tout en réduisant la mémoire consommée de notre

algorithme vs. celle consommée par Data Peeler.

Dans le prochain chapitre, nous allons nous appuyer sur les quadri-concepts a�n

de proposer notre nouveau système personnalisé de recommandation. Ce système s'ap-

puiera sur ces concepts ainsi que sur des informations personnelles des utilisateurs a�n

de générer des recommandations d'utilisateurs, de tags et de ressources qui répondent

au mieux aux besoins des utilisateurs dans les folksonomies. Par ailleurs, nous intro-

duisons une mesure de ranking a�n d'améliorer la qualité des recommandations. En�n,

une étude expérimentale poussée passera en revue les di�érentes propriétés de notre

système de recommandation, comme la précision, le rappel, la scalabilité, la couverture

ou encore la diversité des recommandations proposées. En complément, nous mènerons

une étude de cas sur six sujets a�n d'avoir le feedback des utilisateurs sur notre système

de recommandation.
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CHAPITRE

4 Un système personnalisé

de recommandation dans

les folksonomies

4.1 Introduction

Dans le chapitre précédent, nous avons proposé un nouvel algorithme pour l'extrac-

tion des quadri-concepts à partir des v-folksonomies. Dans ce chapitre, nous allons nous

appuyer sur ces quadri-concepts a�n de proposer notre nouveau système personnalisé

de recommandation. En e�et, les quadri-concepts sont des structures quadratiques met-

tant en jeu des utilisateurs, tags, ressources et variables supplémentaires. Ainsi, en plus

du triplet <utilisateur, tag, ressource>, nous allons utiliser des informations person-

nelles sur les utilisateurs a�n de générer des recommandations qui répondent au mieux

aux besoins des utilisateurs dans les v-folksonomies. Par ailleurs, nous introduisons une

mesure de ranking a�n de mieux classer et d'améliorer la qualité des recommandations.

En�n, après avoir étudié la précision et le rappel de nos recommandations, nous passe-

rons en revue les di�érentes propriétés de notre système de recommandation, comme

la scalabilité, la couverture, l'adaptivité, la sérendipité ou encore la diversité des re-

commandations proposées. En complément, nous mènerons une étude de cas sur six

utilisateurs a�n de recueillir leurs impressions sur notre système de recommandation.

Motivations : le pro�l comme variable supplémentaire

Les utilisateurs sont les acteurs principaux dans une folksonomie étant donné qu'ils

contribuent au contenu par l'ajout de ressources et l'a�ectation de tags : ils sont donc
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considérés comme les créateurs de l'information. La participation massive et croissante

des utilisateurs dans les folksonomies revient au fait que la participation au contenu

ne nécessite aucune connaissance spéci�que [Jäschke et al., 2008], i.e., chacun est ca-

pable de contribuer au contenu sans beaucoup d'e�orts donnant le plein pouvoir aux

utilisateurs, acteurs principaux de la folksonomie. Cependant, il s'avère que le choix de

tags et de ressources partagées par un utilisateur d'une folksonomie dépendait de son

pro�l : le genre, l'âge, la profession, etc. [Michlmayr et Cayzer, 2007]. Cette diversité

culturelle résultante des folksonomies est tout à fait fascinante. Si cette diversité peut

être considérée comme un point fort des folksonomies, cela peut également être vu

comme un point faible. Ainsi, les folksonomies doivent tenir compte de telles informa-

tions lors de la recommandation de tags ou de ressources. Cela a incité les chercheurs

à proposer des systèmes de recommandation personnalisés a�n de suggérer les tags et

ressources les plus appropriés aux utilisateurs et de répondre aux besoins spéci�ques

de chaque utilisateur. Pour illustrer cela, considérons l'utilisateur Mike, un étudiant

appartenant à la catégorie d'âge des "18-25 ans", notre objectif est de lui suggérer des

tags et ressources les plus partagés par les utilisateurs au même pro�l (étudiants de

la même catégorie d'âge), i.e., utilisant le même vocabulaire (tags) et intéressés par

les mêmes ressources dans la folksonomie. Par ailleurs, nous pouvons lui proposer des

utilisateurs (amis) ayant un pro�l et des intérêts équivalents, i.e., s'intéressant aux

mêmes tags et ressources.

Pour atteindre cet objectif, nous considérons le pro�l des utilisateurs comme une

quatrième dimension d'une folksonomie, classiquement composée de trois dimensions

(utilisateurs, tags et ressources), et nous proposons une approche de regroupement

des utilisateurs au pro�l et intérêts équivalents sous forme de quadri-concepts. Par

suite, nous pouvons proposer un système personnalisé de recommandation de tags

et de ressources selon chaque pro�l d'utilisateur. En outre, nous sommes en mesure

de suggérer une liste d'utilisateurs (amis) au même pro�l et aux intérêts équivalents

[Liang, 2010].

Pourquoi personnaliser les recommandations ?

Le domaine de personnalisation tente de fournir des solutions a�n d'aider les utili-

sateurs à partager les bons tags et les bonnes ressources parmi le très grand nombre de

données dans les v-folksonomies. Ainsi, un système de recommandation o�re à l'utilisa-
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teur une liste de tags ou de ressources recommandés qu'il est susceptible d'aimer et lui

permet de trouver plus facilement ses tags et ressources préférés dans la v-folksonomie

[Ricci et al., 2011]. De plus, la personnalisation tente d'aider les utilisateurs à aborder

le problème de surcharge d'information [Bollen et al., 2010] [Das et al., 2012] en élimi-

nant la redondance des items et en retournant aux utilisateurs un ensemble concis et

spéci�que répondant à leurs besoins [Kim et Chan, 2003]. Et pour réussir ou tenter

de répondre au mieux aux attentes de chaque utilisateur de la v-folksonomie, il est

utile d'avoir plus d'informations sur lui. En e�et, son âge, sa profession ou sa locali-

sation sont des informations qui sont susceptibles de nous aider dans le processus de

personnalisation de recommandation.

Pourquoi les quadri-concepts ?

Une autre question se pose alors : pourquoi les quadri-concepts ? D'un côté, si on

peut facilement étudier les tags utilisés par un seul utilisateur sur une ressource, il est

évident de constater que la tâche devient rapidement intraitable lorsque cela implique

plusieurs utilisateurs et plusieurs ressources. D'un autre côté, les tags (ou ressources)

recommandés s'avèrent ne pas être très spéci�ques [Jäschke et al., 2007], i.e., des tags

qui sont des mots "bateau" (au sens vague) ou bien des ressources ne correspondant

pas aux besoins spéci�ques de l'utilisateur. Grâce aux quadri-concepts, nous pouvons

résoudre ces deux problèmes. En e�et, d'un côté, les quadri-concepts sont des structures

regroupant les tags et ressources en commun à un ensemble maximal d'utilisateurs.

D'un autre côté, dans un quadri-concept, les tags et ressources qui ont été utilisés en

combinaison seront regroupés d'où un résultat plus spéci�que et répondant au besoin de

notre système de recommandation. Ces concepts sont une représentation réduite de la

v-folksonomie qui peut contenir des milliers de quadruplets en pratique. Un exemple de

quadri-concept serait : "Jack et Kate qui sont âgés entre 18 et 25 ans utilisent les tags

'action' et 'aventure', parmi d'autres, pour annoter des �lms comme 'Indiana Jones' et

'Star Wars'". Une fois extraits, ces quadri-concepts sont utilisés par notre algorithme

de recommandation personnalisée multi-mode (utilisateurs, tags et ressources).
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4.2 Le Pseudo code de PersoRec

À présent, nous introduisons notre nouveau système personnalisé de recommanda-

tion intitulé PersoRec qui s'appuie sur un ensemble de quadri-concepts fréquents

extrait à partir d'une v-folksonomie donnée. Il est important de noter que, même si

l'étape d'extraction des quadri-concepts est une phase qui peut avoir une complexité

exponentielle, elle se passe hors-ligne et n'est exécutée qu'une seule fois. En e�et, l'al-

gorithme PersoRec parcourt des quadri-concepts déjà extraits. Ainsi, notre système

de recommandation ne sou�re pas du coût d'extraction des quadri-concepts à chaque

recommandation. Cette phase peut donc être vue comme un pré-traitement à la phase

de recommandation. PersoRec prend en entrée l'ensemble des quadri-concepts fré-

quents QC générés à partir d'une v-folksonomie, un utilisateur u avec sa variable v

et (optionnellement) une ressource r (à annoter) et donne en sortie trois di�érents

ensembles correspondant à trois tâches de recommandations possibles : un ensemble

d'utilisateurs proposés, un ensemble de tags suggérés et un ensemble de ressources

recommandées.

PersoRec opère comme suit : dans la Ligne 3, il parcourt l'ensemble des quadri-

concepts fréquents en cherchant ceux dont les utilisateurs sont proches de u selon

la variable v (cf., Chapitre 3). Le test de la Ligne 4 permet de �ltrer les tags et

ressources déjà partagés par l'utilisateur u ; cette stratégie est inspirée par celle de

[Lipczak, 2008]. Ensuite, pour chaque tâche, PersoRec fonctionne comme suit : pour

la tâche de Proposition d'utilisateurs (Ligne 6), c'est la partie utilisateurs du quadri-

concept qc qui est ajoutée à l'ensemble PU des utilisateurs proposés. Cette tâche aide à

connecter les utilisateurs qui ont des intérêts communs et aide également à promouvoir

le partage de ressources. Pour la tâche de Suggestion de tags (Lignes 8 et 9), le but est

de suggérer des tags personnalisés à un utilisateur qui souhaite ajouter une ressource

à la v-folksonomie. Cette tâche a plusieurs avantages : elle rappelle à l'utilisateur ce

dont une ressource s'agit, accroît l'annotation des ressources et permet de consolider le

vocabulaire des utilisateurs [Ricci et al., 2011]. Pour cette tâche, nous ajoutons donc

les tags a�ectés à la ressource r par les utilisateurs proches de u à l'ensemble ST . Quant
à la tâche de Recommandation de ressources (Ligne 12), le but est de proposer une liste

personnalisée de ressources conforme aux intérêts de l'utilisateur u ; ces ressources sont

ajoutées à l'ensemble RR.
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Algorithme 4 : PersoRec
Données : l'ensemble des quadri-concepts fréquents QC, un utilisateur u avec

sa variable v et une ressource r.

Résultats : l'ensemble d'utilisateurs proposés PU , l'ensemble des tags suggérés
ST et l'ensemble des ressources recommandées RR.

début1

pour chaque quadri-concept qc ∈ QC faire2

si v ∈ qc.V ariables alors3

si u ̸∈ qc.Utilisateurs alors4

/*Proposition d'utilisateurs */5

PU = PU ∪ qc.extent ;6

/*Suggestion de Tags*/7

si r ∈ qc.Ressources alors8

ST = ST ∪ qc.Tags ;9

/*Recommandation de Ressources */10

RR = RR ∪ qc.Ressources ;11

retourner (PU ,ST ,RR) ;12

�n13

Complexité théorique

Comme nous l'avons vu lors du Chapitre 3, la complexité théorique de la phase

d'extraction des quadri-concepts fréquents à partir d'un contexte (U , T , R, V) (qui
est ici la phase de pré-traitement de PersoRec) est de l'ordre de O(2n) avec n =

|T | + |R| + |V|. Il est à noter cependant que même si cette étape est coûteuse en

temps et mémoire, elle intervient hors-ligne et n'est exécutée qu'une seule fois (i.e.,

lorsque le système démarre). En e�et, PersoRec parcourt un ensemble de quadri-

concepts fréquents déjà extrait auparavant par un algorithme dédié à cette tâche. Ainsi,

notre système de recommandation ne sou�re pas du coût d'extraction des quadri-

concepts à chaque recommandation. Soit m le nombre de quadri-concepts fréquents.

La complexité théorique de notre algorithme PersoRec est donc de l'ordre de O(m)
puisque PersoRec parcourt l'ensemble des quadri-concepts fréquents une seule fois.

Dans ce qui suit, a�n d'améliorer la qualité des recommandations, nous proposons
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un nouvel algorithme de recommandation, i.e., FolkRec.

4.3 Vers une meilleure qualité des recommandations

Dans le but d'améliorer la qualité des recommandations que nous avons proposé,

nous introduisons, dans ce qui suit, un nouveau système personnalisé de recommanda-

tion qui se base sur une nouvelle mesure de ranking.

4.3.1 Motivations

Une analyse du système personnalisé de recommandation PersoRec introduit pré-

cédemment démontre qu'une minorité de nouveaux utilisateurs peuvent ne pas recevoir

de recommandations. Ce problème est connu comme "le démarrage à froid" d'un sys-

tème de recommandation et plus connu sous le nom de Cold Start [Ricci et al., 2011]. Il

s'agit de mesurer la performance du système vis-à-vis des nouveaux utilisateurs. Un uti-

lisateur est considéré comme nouveau s'il n'a encore tagué aucune ressource. De plus,

en prenant en considération les nouveaux utilisateurs dans les v-folksonomies, nous

tentons d'améliorer la couverture de l'espace utilisateur, i.e., la portion d'utilisateurs

à qui le système de recommandation peut fournir des recommandations. Par ailleurs,

nous incluons également un �ltre sur les tags et les ressources a�n d'élaguer les tags

et ressources déjà partagés par les utilisateurs. Cela aura pour garantie de proposer

aux utilisateurs des nouveaux items qu'il n'a pas encore partagé. En�n, pour garantir

une meilleure personnalisation et qualité des recommandations, nous avons été motivés

d'introduire une nouvelle mesure de ranking a�n de classer les recommandations. Cette

mesure, que nous introduisons ci-après, prend en compte à la fois l'item recommandé

ainsi que le pro�l de l'utilisateur à qui nous souhaitons proposer des recommandations.

4.3.2 La mesure de ranking

Dans le but d'améliorer la précision et le rappel des recommandations proposées

dans la littérature, nous proposons un nouveau score de ranking a�n de classer les

di�érentes recommandations.

Ainsi, pour un jeu de données donné, les top-k recommandations consistent en

une liste d'items classés par valeur de score décroissante [Deshpande et Karypis, 2004].



4.3. VERS UNE MEILLEURE QUALITÉ DES RECOMMANDATIONS 81

Dans ce qui suit, la fonction de score est dé�nie pour la recommandation de ressource

mais peut très bien être dé�nie pour la recommandation de tags ou d'utilisateurs en

changeant les variables de l'équation. Ainsi, pour générer une recommandation de res-

source pour un utilisateur donné, nous calculons le ranking comme décrit ci-dessus,

et nous restreignons les résultats aux top-k premiers résultats (avec les scores les plus

élevés). La mesure de score (notée rec_score) correspondant à un pro�l v est dé�ni

comme suit :

rec_score(ri, v) =
|ui|
|UU |

/∃ti∃ri∃vi, (ui, ti, ri, vi) ∈ Fv (4.1)

Donc, le score rec_score d'une ressource ri correspondant à un pro�l v est le nombre

d'utilisateurs uniques, ayant le même pro�l v (ou au moins une information de pro�l

v_i ∈ v), qui ont partagé cette ressource, divisé par le nombre total d'utilisateurs

uniques dans l'ensemble des quadri-concepts fréquents (noté UU). Par exemple, si une

ressource r1 a été partagée par 7 di�érents utilisateurs (au même pro�l) parmi une liste

de 67 utilisateurs uniques, son score sera égal à 0.104 alors qu'une autre ressource r2

partagée par 16 di�érents utilisateurs (au même pro�l) parmi la même liste aura un

score égal à 0.238.

Dans ce qui suit, nous présentons le pseudo code de notre algorithme personnalisé

de recommandation, i.e., FolkRec.

4.3.3 Pseudo code de FolkRec

FolkRec, dont le pseudo code est donné par l'algorithme 5, prend les mêmes

entrées que PersoRec et génére les mêmes ensembles en sortie. Cependant, il di�ère

dans son mode d'emploi. En e�et, FolkRec opère comme suit : il parcourt l'ensemble

des quadri-concepts fréquents dont les utilisateurs ont la même variable en commun

que u (Lignes 6 et 16). Cependant, le mode d'emploi de FolkRec di�ère en fonction

du statut de u (ancien ou nouvel utilisateur). Si u est un ancien utilisateur, alors nous

calculons l'ensemble de tags et l'ensemble de ressources qu'il a déjà partagés (Lignes

4-5). Ainsi, si un utilisateur, tag ou ressource appartient au quadri-concept qc, alors

qc n'est pas pris en compte (Ligne 7) a�n de �ltrer les informations déjà connues par

u. Cette stratégie de �ltrage a été inspirée par celle de [Lipczak, 2008]. Par contre, si

u est un nouvel utilisateur (lignes 19-30), il n'y a pas besoin de �ltrage étant donné
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Algorithme 5 : FolkRec
Données : l'ensemble des quadri-concepts fréquents QC, un utilisateur u avec

sa variable v et une ressource r.

Résultats : Les ensembles PU , ST et RR.

début1

pour chaque quadri-concept qc ∈ QC faire2

si u est un ancien utilisateur alors3

u.Tags={t ∈ T / ∃ r ∈ R, (u,t,r,v) est un quadri-concept} ;4

u.Resources={r ∈ R / ∃ t ∈ T , (u,t,r,v) est un quadri-concept} ;5

si v ∈ qc.V ariable alors6

si u ̸∈ qc.Extent alors7

/*Proposition d'utilisateurs*/8

PU = PU ∪ qc.extent ;9

/*Suggestion de Tags*/10

si r ∈ qc.Intent alors11

ST = ST ∪ qc.modus \ u.Tags ;12

/*Recommandation de Ressources*/13

RR = RR ∪ qc.Intent \ u.Resources ;14

si u est un nouvel utilisateur alors15

si v ∈ qc.V ariable alors16

/*Proposition d'utilisateurs*/17

PU = PU ∪ qc.extent ;18

/*Suggestion de Tags*/19

si r ∈ qc.Intent alors20

ST = ST ∪ qc.modus ;21

/*Recommandation de Ressources*/22

RR = RR ∪ qc.Intent ;23

retourner (PU ,ST ,RR) ;24

�n25
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que u n'a encore rien partagé. Ainsi, la seule information dont nous avons besoin est

contenue dans la variable v relative à cet utilisateur. Donc, FolkRec recommande à

u les tags et ressources partagés par des utilisateurs ayant en commun la variable v.

4.4 Étude expérimentale

Dans ce qui suit, nous évaluons notre approche sur deux jeux de données du monde

réel : MovieLens et BookCrossing. Nous allons donner quelques exemples inté-

ressants de recommandations puis nous évaluerons la qualité de ces recommanda-

tions, i.e., la précision et le rappel de ces dernières. Puis, nous passerons en revue

di�érentes propriétés et métriques de qualité avant de proposer notre étude de cas

[Jawaheer et al., 2014].

4.4.1 Jeux de données

Les deux jeux de données du monde réel utilisés pour notre évaluation sont décrits

comme suit :

� Le jeu de données de �lmographieMovieLens 1 : il s'agit d'un système de recom-

mandation et d'un siteweb de communauté virtuelle qui permet aux utilisateurs

de partager des �lms via des tags. Le jeu de données utilisé pour notre évaluation

est téléchargeable gratuitement 2 et contient 15227 tags appliqués à 11272 �lms

par 4010 utilisateurs (e.g., <Alex, X-Files, science�ction>).

� Le jeu de données de livres BookCrossing 3 : c'est un "club de lecture" gratuit

en ligne crée dans le but d'encourager la pratique de lecture et de faire du "monde

entier une bibliothèque". Contrairement àMovieLens, le jeu de données Book-

Crossing ne s'appuie pas sur des tags pour annoter les ressources (les livres)

mais des notes. En e�et, les utilisateurs sont invités à noter les livres qu'ils par-

tagent en choisissant une note entre 1 to 10, i.e., plus grande est la valeur, plus

grande est l'appréciation du livre. Le jeu de données utilisé pour notre évaluation

est téléchargeable gratuitement 4 et contient 278858 utilisateurs qui ont produit

1. http ://movielens.umn.edu/

2. http ://www.grouplens.org/node/73

3. http ://www.bookcrossing.com/

4. http ://www.grouplens.org/node/74
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1149780 notes sur 271379 livres (e.g., <Spender, DaVinciCode, 9>).

Nous rappelons que la quatrième dimension peut être considérée de manière in-

di�érente mais pour les besoins de comparaison avec les approches de la littérature

et aussi a�n d'avoir des résultats concrets sur les jeux de données pris en considéra-

tions, nous avons choisi, dans ce qui suit, le pro�l des utilisateurs pour modéliser

la variable v. Ainsi, nous considérons à présent que deux utilisateurs sont proches s'ils

partagent au moins une même information de pro�l en commun (e.g., un même âge,

une même profession, etc.). À cet e�et, des informations supplémentaires sur les utilisa-

teurs sont disponibles dans les deux jeux de données et forment le pro�l des utilisateurs

(la quatrième dimension d'une v-folksonomie) et qui renseigne, pour MovieLens, sur

le genre de l'utilisateur (masculin ou féminin) et sa profession (au nombre de 21,

qui peut être éducateur, écrivain, étudiant, scienti�que, etc.). Dans le jeu de données

BookCrossing, l'information sur le genre est remplacée par une information sur la

ville de résidence de l'utilisateur (e.g., France, Japon, Canada). Par ailleurs, les deux

jeux de données fournissent des informations sur l'âge des utilisateurs qui est divisé en

cinq tranches : (i) 7− 18 ans ; (ii) 19− 24 ans ; (iii) 25− 35 ans ; (iv) 36− 45 ans et

(v) 46 − 73 ans. Les Tableaux 4.1 et 4.2 montrent quelques exemples de quadruplets

pour les deux jeux de données MovieLens et BookCrossing.

Utilisateur Tag Ressource Pro�l

Mulder action X-Files student

Mulder science�ction X-Files 25 years old

Scully adventure Jurassic Park professor

Scully bestmovie Jurassic Park female

Skinner thriller Carrie Canada
...

...
...

...

Tableau 4.1 � Un aperçu du jeu de données MovieLens.

Nous avons vu, dans le précédent chapitre, quelques exemples de quadri-concepts

fréquents extraits à partir du jeu de données MovieLens (cf., Tableau 4.4). En ce

qui concerne le jeu de données BookCrossing, le Tableau 4.3 démontre quelques

exemples de quadri-concepts parmi les 18756 véri�ant les seuils minimaux de support

dé�nis comme suit : minsuppu = 2, minsuppt = 2, minsuppr = 2 et minsuppp = 1. Par

exemple, dans le premier quadri-concept, deux utilisateurs qui viennent de Toronto et

qui sont âgés entre 36 et 45 ans, ont partagé les livres The Chicago Manual of Style et

The Man Who Counts avec une note égale à 8. Un autre quadri-concept montre que
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Utilisateur Tag Ressource Pro�l

Jack 10 Mohammed : The Prophet of Islam doctor

Kate 8 I got you under my skin artist

Kate 8 I got you under my skin 38 years old

Locke 9 Mouth of Madness 52 years old

Reyes 9 Mouth of Madness Spain
...

...
...

...

Tableau 4.2 � Un aperçu du jeu de données BookCrossing.

deux autres utilisateurs, âgés entre 25 et 35 ans et vivant à Paris, sont intéressés par

la franchise Le Cycle d'Ender ainsi que par la franchise Les Amants Maudits.

4.4.2 Quelles informations de pro�l améliorent le plus la re-

commandation ?

Dans ce qui suit, nous nous proposons de comparer les valeurs de précision de notre

système de recommandation dans les cas où nous prenons en compte des informations

supplémentaires sur les utilisateurs (contenues dans la quatrième dimension) et dans le

cas contraire. Ainsi, nous essayons de répondre aux questions suivantes : (i) est-ce que

la nouvelle dimension introduite représente une importante source d'information qui

aide à améliorer les recommandations dans les folksonomies ? (ii) jusqu'à quel point

la nouvelle dimension introduite permet d'améliorer la qualité des recommandations,

i.e., combien d'informations de pro�l sont nécessaires pour avoir la meilleure qualité de

recommandation ? (iii) et quelles informations de pro�l sont les plus in�uentes durant

le processus de recommandation. Pour répondre à toutes ces questions, nous proposons

dans la dé�nition suivante d'introduire une mesure de proximité entre utilisateurs.
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U {Regina, Rumple}

T {8}

R {The Chicago Manual of Style

The Man Who Counts}

V {36-45 years, Toronto}

U {Caphook,Madhat}

T {10}

R {Harry Potter and the Prisoner of Azkaban

Tough Enough (Pokemon Chapter Book, 27)}

V {7-18 years, Chicago}

U {shepard,austeen}

T {10}

R {Die Weiss Lowin / Contemporary German Lit

Mittsommermord. Roman.}

V {36-45 years, Hambourg}

U {Allison15,Bu�ay}

T {9}

R {The Eye of the World (The Wheel of Time, Book 1)

Dragons of Autumn Twilight (Vol 1)}

V {18-25 years, Lisbon}

U {Maryc,Kingg90}

T {8}

R {Le Cycle d'Ender, tome 4 : Les Enfants de l'esprit

Le Cycle d'Ender, tome 3 : Xénocide

Les amants maudits (10/18)}

V {25-35 years, Paris}

U {Brson,Manblack}

T {10}

R {Full Time : the Secret Life of Tony Cascarino

Special Needs Education : Children...

The Rasputin File}

V {18-25 years, Hong Kong}

Tableau 4.3 � Exemples de quadri-concepts extraits à partir du jeu de données BookCrossing.
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Utilisateurs Tags Ressources Pro�l

{saloua, {classic, {Star Wars, {Femme,

wafa, dialog, M.A.S.H, 46-73 ans,

yasmine} oscar} Rear Window} retraité}

{mulder, {bestmovie, {Usual Suspects, 25-35 ans,

scully, cult Silence of Lambs, Homme,

krycek} Sound of Music} domaine santé}

{rossy, {classic, {Rear Window, 36-45 ans,

anlucia, oldmovie, Magician OZ, Homme,

franela} quotes} Gone with Wind} écrivain}

Tableau 4.4 � Exemples de quadri-concepts extraits à partir du jeu de données MovieLens.
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Figure 4.1 � Valeurs de précision des recommandations pour di�érents degrés de proximité.

Dé�nition 15 (Degré de proximité) Considérons une v-folksonomie Fv = (U , T ,
R, V, Y), nous dé�nissons le degré de proximité entre deux utilisateurs de U comme

le nombre de leurs variables de V en commun.

Exemple 10 Considérons la v-folksonomie représentée par le Tableau 5.1, le quadri-

concept ({u1, u2, u3}, {t2, t3, t4}, {r1, r2, r3}, v1) démontre que les utilisateurs u1, u2

et u3 ont un degré de proximité égal à 1, i.e., ils partagent la variable v1 en commun.

Par ailleurs, le quadri-concept ({u1, u2}, {t2, t3, t4}, {r1, r3}, {v1, v2}) nous renseigne

que les utilisateur u1 et u2 partagent deux variables en commun, i.e., v1 et v2. Ainsi,

ils ont un degré de proximité égal à 2. Par exemple, u1 et u2 peuvent avoir le même

age et la même profession.

Le Tableau 4.5 et la Figure 4.1 montrent les valeurs de précision des recommanda-

tions obtenues par notre système de recommandation pour di�érents degrés de proxi-

mité et di�érentes valeurs de k 5 allant de 6 à 10 sur le jeu de données MovieLens.

Tout d'abord, les résultats démontrent l'utilité de la quatrième dimension, i.e., le pro�l,

durant le processus de recommandation. En e�et, les autre meilleurs scores de précision

sont atteints lorsque notre système de recommandation prend le pro�l des utilisateurs

5. le nombre de recommandations retournées à l'utilisateur.
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comme information supplémentaire. Ainsi, le recours aux informations supplémentaires

sur les utilisateurs permet de personnaliser les recommandations et de générer des re-

commandations plus ciblées. Étonnamment, l'information de pro�l la plus in�uente

est la localisation des utilisateurs. En e�et, plus les utilisateurs sont proches géo-

graphiquement, plus ils ont tendance à partager les mêmes ressources et à avoir le

même comportement social selon les traditions culturelles de leurs pays respectifs. Par

exemple, les utilisateurs indiens partagent les �lms de Bollywood tandis que les uti-

lisateurs japonais ont tendance à partager en masse les mangas. Ensuite, la seconde

information de pro�l la plus in�uente pour la recommandation est l'âge des utilisateurs.

En e�et, les utilisateurs appartenant à la même catégorie d'âge convergent vers un vo-

cabulaire commun (les jeunes utilisateurs contre les anciens utilisateurs) et partagent

le même type de ressources, e.g., les jeunes utilisateurs préfèrent les �lms d'actions, les

plus jeunes partagent les mangas alors que les plus anciens ont tendance à partager les

�lms classiques. Par ailleurs, lorsque nous associons deux informations de pro�l, l'âge

apparaît comme étant l'information de pro�l la plus importante, notamment lorsqu'elle

est associée à la profession ou la localisation. En e�et, la précision de notre système de

recommandation augmente sensiblement lorsque nous prenons en compte à la fois l'âge

et la profession comme informations supplémentaires étant donné que les utilisateurs

d'une même catégorie d'âge et exerçant le même métier ont un pro�l assez proche, e.g.,

des étudiants de [19-24] ans ou encore des techniciens de [25-35] ans.

Toutefois, la précision de nos recommandations atteint ses moins bons résultats

lorsque nous combinons toutes les informations de pro�l. Si la localisation ou la com-

binaison âge-profession produit de bons résultats en termes de précision, les combiner

réduit considérablement la qualité des recommandation. En e�et, le nombre de recom-

mandations décroît étant donné qu'il est rare de trouver des utilisateurs ayant à la

fois la même profession, le même âge, la même localisation et partageant les mêmes

ressources. Comme il es rare de retrouver des utilisateurs ayant ce même genre de pro-

�l, les ressources recommandées ont moins de chance d'être pertinentes. Par ailleurs,

si l'âge ou la localisation donnent de bons résultats en termes de précision, cela n'est

pas le cas pour la profession qui n'est pas une information in�uente pour nos recom-

mandations. Les utilisateurs exerçant le même métier ne partagent pas forcément les

mêmes intérêts. En�n, lorsque notre système de recommandation ne prend aucune in-

formation supplémentaire sur les utilisateurs, la précision décroît rapidement puisque

la liste de recommandation est aléatoire, c'est-à-dire, pas personnalisée. Ainsi, dans le
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cas des v-folksonomies, plus le nombre de ressources recommandées augmente, moins

elles sont pertinentes. En e�et, les ressources les plus partagés par le passé ne sont

pas nécessairement partagés dans le futur, donc, le score de précision n'est pas élevé

lorsqu'aucune information supplémentaire sur les utilisateurs n'est prise en compte.

Nous concluons que prendre en compte des informations supplémentaires sur les

utilisateurs permet d'augmenter la précision des recommandations, et pour avoir les

meilleurs résultats, il est préférable de s'arrêter à une ou deux informations de pro�l.

Ainsi, si nous prenons une seule information de pro�l, la localisation et l'âge sont les

informations de pro�l qui donnent les meilleurs scores. Par contre, si nous combinons

deux di�érentes variables, il est conseillé de combiner l'âge avec une autre information

de pro�l.

4.4.3 Exemples de recommandations personnalisées

Les quadri-concepts ont permis de regrouper sous un même concept des utilisa-

teurs au pro�l équivalent qui partagent des tags et ressources en commun. Les quadri-

concepts peuvent être appliqués dans plusieurs domaines dont la suggestion de tags, la

recommandation de ressources ou la proposition d'amis grâce à l'algorithme FolkRec.

Suggestion de tags Par exemple, considérons l'utilisateur rossy qui souhaite parta-

ger le �lm Rear Window : puisque rossy est âgé entre 36 et 45 ans, il aurait la

possibilité d'utiliser les tags classic, oldmovie et quotes, par contre, s'il était âgé,

par exemple, de 60 ans, nous lui aurions proposé les tags classic, dialog et oscar.

De même, selon sa profession, les tags suggérés seront di�érents pour correspondre

au mieux à son vocabulaire.

Recommandation de ressources Dans MovieLens, cela semble trivial de dire

qu'un jeune utilisateur sera plus intéressé par les comédies que par des �lms clas-

siques ; de même, il serait plus judicieux de recommander des �lms romantiques

à une femme qu'un �lm de guerre. Dans notre cas, considérons deux nouveaux

utilisateurs de la v-folksonmie reyes (51 ans) et zlatan (26 ans). Contrairement

aux systèmes de recommandation classiques, il sera possible grâce à notre système

de recommander des �lms à ces nouveaux utilisateurs en dépit de l'absence d'his-

torique de tagging. Ainsi, nous proposerons les �lms Star Wars, M.A.S.H et Rear

Window à reyes tandis que les �lms Usual Suspects, Silence of the Lambs et Sound

of Music, plus susceptibles de plaire à zlatan, seront recommandés à ce dernier.
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Le choix inverse aurait été beaucoup moins pertinent. Par ailleurs, dans le jeu de

données BookCrossing, les utilisateurs issus de di�érents pays dans le monde

s'intéressent à des livres di�érents, selon leurs cultures et traditions. Considérons

deux nouveaux utilisateurs Malcolm (28 ans, de Paris) et Reese (17 ans, de Chi-

cago) : notre système recommandera les livres Le Cycle d'Ender et Les amants

maudits pour Malcolm, qui sont des livres populaires en France. Par contre, des

bouquins comme Harry Potter et Pokemon, très en vogue chez les jeunes personnes

seront recommandés à Reese, ce qui correspond mieux à ses intérêts. Puisque ces

deux utilisateurs sont nouveaux dans la v-folksonomie, nous n'avons pas encore

d'information sur leurs historiques de tagging. Ainsi, nos recommandations pour

ces deux utilisateurs sont uniquement basées sur leur pro�l (i.e., leur âges et lo-

calisations dans ce cas).

Proposition d'amis Considérons l'utilisateur krycek qui est médecin (cf., Tableau

4.4), nous pourrons lui recommander comme amis les utilisateurs mulder et scully

puisqu'ils ont des pro�ls et intérêts équivalents, i.e., tous les trois médecins et

appartenant à la même tranche d'âge, en plus d'être intéressés par les mêmes tags

et ressources.

4.4.4 Exemple illustratif

Considérons l'ensemble des quadri-concepts fréquents issus des deux jeux de données

illustrés par les Tableaux 4.3 et 4.4 et soient u1=Jacob (37 ans, écrivain) et u2=Ilana

(Femme, 63 ans) deux nouveaux utilisateurs de MovieLens et u3=Sheldon (Homme,

26 ans, Paris) un nouvel utilisateur de BookCrossing. En premier lieu, supposons

que Jacob et Ilana veulent tous les deux partager le �lm Rear Window (fenêtre sur

cour). Grâce à notre système personnalisé de recommandation, nous sommes en mesure

de fournir deux types de recommandations suivant le pro�l de chacun de ces deux

utilisateurs. Ainsi, Jacob aura comme tags suggérés pour ce �lm : classic, quotes et

oldmovie alors que les tags classic, dialog et oscar seront suggérés à Ilana pour annoter

le même �lm (cf., Tableau 4.4). Par ailleurs, nous pouvons proposer comme amis les

utilisateurs Ross, Anlucia et Franela à Jacob étant donné qu'ils ont des pro�ls et intérêts

proches, alors qu'il semble plus judicieux de proposer les utilisateurs Saloua, Wafa et

Yasmine à Ilana car ils ont presque le même âge et partagent les mêmes intérêts. En

second lieu, concernant l'utilisateur Sheldon, qui est nouveau dans le jeu de données
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BookCrossing, FolkRec cherche des quadri-concepts fréquents qui correspondent

à son pro�l, i.e., un homme de 26 ans vivant à Paris. Ainsi, d'après le Tableau 4.3,

nous pouvons lui recommander les livres Le Cycle d'Ender, tome 4 : Les Enfants de

l'esprit et Le Cycle d'Ender, tome 3 : Xénocide, Les amants maudits (10/18) car ces

deux livres ont été partagés par des utilisateurs ayant un même pro�l que Sheldon, i.e.,

des parisiens de la même catégorie d'âge.

4.4.5 Précision, Rappel et F1-score

Base d'apprentissage/Base de test et protocole de validation

Pour nos expérimentations, nous avons utilisé le protocole de validation "5-

validation croisée" (ou 5-fold cross-validation) [Weiss et Kulikowski, 1991] a�n d'éva-

luer la pertinence de notre approche. Chacun des jeux de données MovieLens et

BookCrossing a été partitionné en deux échantillons : un échantillon aléatoire conte-

nant 80% des utilisateurs a été utilisé comme base d'apprentissage et un échantillon

aléatoire contenant les 20% d'utilisateurs restants, a été utilisé pour la validation de nos

tests (i.e., base de test). Pour chaque utilisateur du deuxième échantillon (i.e., utili-

sateur test), 20% aléatoires de ses tags et ressources sont considérées comme ensemble

de test/réponse et 80% comme son ensemble d'apprentissage. Nous avons répété cette

expérience cinq fois en changeant à chaque fois les 20% représentant la base de test a�n

de couvrir les 100% de tout l'ensemble. Pour chaque utilisateur test, notre algorithme

de recommandation génére une liste d'éléments (utilisateurs, tags ou ressources) en se

basant sur son ensemble d'apprentissage. Si un élément de la liste de recommandation

se trouve également dans l'ensemble de test de cet utilisateur, alors l'élément est consi-

déré comme pertinent. Pour nos expérimentations, nous avons également fait varier le

nombre de recommandations fournies à l'utilisateur : il s'agit des top-k recommanda-

tions. Grâce à ça, l'utilisateur peut spéci�er les k recommandations les plus pertinentes

que le système doit lui retourner. Ce sont celles dont les scores sont les plus élevés (cf.,

Équation 4.1). Cela permet surtout d'éviter de submerger l'utilisateur par un grand

nombre de réponses en lui retournant que le nombre de réponses pertinentes qu'il(elle)

souhaite.
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Évaluer l'e�cacité d'un algorithme de recommandation est loin d'être trivial. Néan-

moins, pour déterminer l'e�cacité d'un système, nous pourrions appliquer les mé-

triques classiques de recherche d'informations : la précision, le rappel et le F1-score

[Baeza-Yates et Ribeiro-Neto, 1999] (équations ??, ?? et ??). Ces mesures représentent

la qualité de la recommandation, c'est-à-dire à quel point les suggestions proposées sont

conformes aux intérêts de l'utilisateur. Dans ce qui suit, nous nous intéressons à la tâche

de recommandation de ressources et nous évaluons la précision de notre approche vs.

les travaux pionniers qui ont un objectif commun avec la notre, i.e., ceux de Bello-

gin et al. [Bellogín et al., 2013], Qumsiyeh et al. [Qumsiyeh et Ng, 2012] et Kim et al.

[Kim et al., 2011]. Nous comparons également les résultats de FolkRec avec Perso-

Rec. Par ailleurs, le Tableau 4.6 illustre quelques comparaisons entre les di�érentes

approches et FolkRec. Il montre pour chaque approche, les jeux de données utilisés

pour les expérimentations, le protocole de validation, la manière avec laquelle la per-

tinence des recommandations est dé�nie par les auteurs, la mesure de ranking utilisée

pour les tests et en�n si l'approche utilise ou non les recommandations top-k.

Précision

Les Tableaux 4.7 et 4.8 montrent les di�érentes valeurs de précision obtenues par

notre algorithme de recommandation vs. ses concurrents pour di�érentes valeurs de k

variant entre 6 et 10 sur les deux jeux de données. En général, nos recommandations

pour les utilisateurs de MovieLens et BookCrossing répondent à leurs attentes.

En e�et, les recommandations sont pertinentes à 67% et 57%, respectivement, pour

MovieLens et BookCrossing, ce qui surpasse, pour la plupart des cas, la précision

de ses concurrents. Ainsi, pour le jeu de données MovieLens, notre score de précision

est, respectivement, 91%, 168% et 86% meilleur que celui de Bellogin et al., Qumsiyeh

et al. et celui de PersoRec. Quant au jeu de données BookCrossing, notre précision

est plus grande de, respectivement, 11%, 21% et 4% que celles de Kim et al., Qumsiyeh

et al. et PersoRec. Par ailleurs, les résultats ont montré que FolkRec atteint ses

meilleures performances lorsque la valeur de k est égale à 6. Cela est dû au fait que

les six premières recommandations correspondent aux besoins des utilisateurs et que

lorsque le nombre de recommandations augmente, cela entraîne inévitablement une

diminution de la précision étant donné que l'utilisateur choisit moins de ressources que

celles qui lui sont recommandées. Quant à la di�érence entre notre précision et celle
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des autres approches, nous l'expliquons par le fait que l'utilisation des quadri-concepts

améliore les recommandations en suggérant les tags et ressources les plus proches des

besoins des utilisateurs. En e�et, alors que les travaux connexes se concentrent sur

les éléments les plus items et les plus utilisés (livres, �lms, tags), les quadri-concepts

o�rent à nos utilisateurs, les tags et les ressources qui ont été partagés en commun

par des utilisateurs aux pro�ls proches. En e�et, il s'avère que les utilisateurs ont

tendance à partager des tags et des ressources déjà partagés par des utilisateurs ayant

un même pro�l. Par ailleurs, nous avons également réussi à améliorer considérablement

les valeurs de précision de PersoRec pour le jeu de donnéesMovieLens en améliorant

les recommandations grâce au score de ranking que nous avons introduit ainsi qu'à

quelques nouvelles fonctionnalités ajoutées à l'algorithme (considération de nouveaux

utilisateurs, �ltrage de ressources déjà partagées, etc.).

Figure 4.2 � Précision moyenne pour la recommandation de ressources sur MovieLens. (F) Fol-

kRec (B) Bellogìn et al. (Q) Qumsiyeh et al.(P) PersoRec (cf., Table 4.7)

k FolkRec Bellogìn et al. Qumsiyeh et al. PersoRec

6 0, 76 0, 40 0, 27 0, 39

7 0, 73 0, 37 0, 27 0, 35

8 0, 65 0, 35 0, 25 0, 36

9 0, 63 0, 33 0, 24 0, 37

10 0, 62 0, 32 0, 23 0, 35

Tableau 4.7 � Précision moyenne pour la recommandation de ressources sur MovieLens.
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Figure 4.3 � Précision moyenne pour la recommandation de ressources sur BookCrossing. (F)

FolkRec (K) Kim et al. (Q) Qumsiyeh et al.(P) PersoRec (cf., Table 4.8

k FolkRec Kim et al. Qumsiyeh et al. PersoRec

6 0, 72 0, 58 0, 55 0, 66

7 0, 63 0, 54 0, 50 0, 60

8 0, 56 0, 52 0, 47 0, 56

9 0, 51 0, 49 0, 45 0, 50

10 0, 47 0, 47 0, 42 0, 46

Tableau 4.8 � Précision moyenne pour la recommandation de ressources sur BookCrossing.

Rappel

k FolkRec Bellogìn et al. Qumsiyeh et al. PersoRec

6 0, 54 0, 20 0, 09 0, 32

7 0, 51 0, 16 0, 08 0, 29

8 0, 48 0, 14 0, 07 0, 28

9 0, 46 0, 11 0, 06 0, 27

10 0, 40 0, 10 0, 06 0, 26

Tableau 4.9 � Rappel moyen pour la recommandation de ressources sur MovieLens.

Les Tableaux 4.9 et 4.10 démontrent les di�érentes valeurs de rappel obtenues par

FolkRec vs. les autres approches de la littératures pour di�érentes valeurs de k al-

lant de 6 à 10 sur les jeux de données MovieLens et BookCrossing. Les résultats

montrent que notre algorithme surpasse nettement les approches de la littérature. En
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Figure 4.4 � Rappel moyen pour la recommandation de ressources sur MovieLens. (F) FolkRec

(B) Bellogìn et al. (Q) Qumsiyeh et al.(P) PersoRec (cf., Table 4.9)

Figure 4.5 � Rappel moyen pour la recommandation de ressources sur BookCrossing. (F) Fol-

kRec (K) Kim et al. (Q) Qumsiyeh et al.(P) PersoRec (cf., Table 4.10)

k FolkRec Kim et al. Qumsiyeh et al. PersoRec

6 0, 34 0, 12 0, 09 0, 30

7 0, 34 0, 11 0, 08 0, 28

8 0, 34 0, 11 0, 07 0, 26

9 0, 34 0, 09 0, 06 0, 24

10 0, 27 0, 08 0, 06 0, 21

Tableau 4.10 � Rappel moyen pour la recommandation de ressources sur BookCrossing.
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e�et, FolkRec a une valeur moyenne de rappel égale à 47% sur MovieLens vs.

14% pour Bellogin et al., 7% pour Qumsiyeh et al. et 28% pour le système de recom-

mandation PersoRec. Quant au jeu de données BookCrossing, notre rappel est,

respectivement, 219%, 352% et 26% meilleur que les valeurs de rappel respectives de

Kim et al., Qumsiyeh et al. et PersoRec. Cette di�érence de performances démontre

que sur l'ensemble total des éléments pertinents, FolkRec est capable d'en recom-

mander, à ses utilisateurs, une portion plus grande que ses concurrents. Grâce aux

quadri-concepts, qui représentent des structures représentatives de la v-folksonomie et

qui ciblent mieux les besoins des utilisateurs, FolkRec recommande donc des éléments

partagés par des utilisateurs qui sont susceptibles d'être ensuite partagés par des utili-

sateurs avec un pro�l proche. De plus, la nouvelle stratégie prônée par FolkRec qui

consiste à �ltrer les tags et ressources déjà partagés par les utilisateurs et à prendre en

considération les nouveaux utilisateurs a eu tendance à augmenter son rappel vs. les

autres approches.

F1-Score

Les Tableaux 4.11 et 4.12 démontrent les di�érentes valeurs de F1-Score obtenues

par FolkRec par rapport aux autres approches de la littérature pour di�érentes va-

leurs de k allant de 6 à 10 sur les jeux de données MovieLens et BookCrossing.

Les résultats montrent très logiquement que FolkRec surpasse ses concurrents sur les

deux jeux de données puisque les valeurs de rappel et de précision de FolkRec sont

supérieures à celles des autres approches.

k FolkRec Bellogìn et al. Qumsiyeh et al. PersoRec

6 0, 57 0, 20 0, 09 0, 35

7 0, 56 0, 16 0, 08 0, 31

8 0, 54 0, 14 0, 07 0, 31

9 0, 56 0, 11 0, 06 0, 31

10 0, 52 0, 10 0, 06 0, 29

Tableau 4.11 � F1-Score moyen pour la recommandation de ressources sur MovieLens.
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k FolkRec Kim et al. Qumsiyeh et al. PersoRec

6 0.48 0.20 0.15 0, 41

7 0.45 0.18 0.14 0, 38

8 0.40 0.18 0.13 0, 35

9 0.41 0.15 0.12 0, 32

10 0.39 0.13 0.12 0, 28

Tableau 4.12 � F1-Score moyen pour la recommandation de ressources sur BookCrossing.

4.4.6 Évaluation Sociale

Dans ce qui suit, nous étudions l'évaluation sociale de notre système de recom-

mandation. Nous analysons ce qui se passe après l'étape de recommandation, i.e.,

si l'utilisateur cible a vraiment aimé les recommandations et si les utilisateurs (amis)

qu'on lui a proposés adoptent le même comportement social. Pour ce faire, nous étu-

dions trois di�érents cas réels de recommandation avec BookCrossing et un cas réel

pour MovieLens. Ainsi, pour le premier jeu de données, nous avons choisi trois utili-

sateurs avec di�érents âges et pays : skinner (38 ans, New York, USA), herge (26 ans,

Seixal, Portugal) et benjamin (15 ans, Texas, USA). En premier lieu, notre algorithme

recommande au premier utilisateur trois di�érents livres de la franchise Harry Potter

ainsi que quatre nouveaux amis : ross (43 ans, Illinois, USA), fran (54 ans, California,

USA), emma (40 ans, Oregon, USA) et annalucia (36 ans, Teheran, Iran). Il s'est avéré

plus tard que ces nouveaux amis ont également partagé tous les livres de la franchise

Harry Potter. De plus, skinner, ainsi que ses amis recommandés, ont attribué aux livres

recommandés la note moyenne de 9 ce qui démontre une réelle appréciation des recom-

mandations. En second lieu, nous avons recommandé à herge trois di�érents livres (Da

Vinci Code, Wild Animus et The Joy Luck Club) ainsi que quatre amis agés entre 25

et 35 ans : trois d'entre eux venant des USA (Kansas,Wisconsin et Virginia) et le qua-

trième du Canada (Ottawa). Cependant, bien qu'il ait partagé les trois livres, herge

ne les a pas notés, et parmi ses "nouveaux amis", l'un d'eux fut vraiment intéressé

par les mêmes livres. En dernier lieu, notre algorithme a généré pour benjamin deux

livres (Harry Potter and the Prisonnier of Azkaban et Harry Potter and Cup of Fire)

ainsi qu'un nouvel ami, i.e., bae�re (12 ans, Illinois, USA). Il se trouve, qu'après la

recommandation, les deux utilisateurs ont partagé ces livres en leur attribuant la note

maximale (10) ce qui indique qu'ils ont vraiment bien apprécié les livres recommandés.

Quant au jeu de données MovieLens, notre utilisateur cible est Bruce (47 ans,
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Homme, Educateur). FolkRec lui a recommandé quatre �lms : Star Wars, The Return

of the Jedi, God Father 1 and 2 ainsi que deux nouveaux utilisateurs : Slioua (49

ans, Femme, Educatrice) et Nina (49 ans, Homme, Educateur). Tout d'abord, nous

pouvons remarquer que Bruce a apprécié les �lms recommandés en leur attribuant la

note maximale de 5. Ensuite, nous avons noté que ses amis recommandés ont aussi

partagé les mêmes �lms avec une note moyenne de 4 ce qui démontre que Bruce et ses

nouveaux amis ont des intérêts communs pour les mêmes �lms.

Dans ce qui suit, nous proposons plusieurs propriétés a�n d'évaluer les propriétés

de notre système de recommandation. Ces métriques sont dé�nies comme la capacité

d'un système de recommandation à suggérer à l'utilisateurs des éléments pertinents

mais non populaires [Ricci et al., 2011] [Chojnacki et Klopotek, 2010].

Les propriétés de FolkRec

Bien qu'elle soit une tâche cruciale, la recommandation d'utilisateurs, de tags et

de ressources s'avère parfois insu�sante pour déployer un bon système de recomman-

dation. Souvent, les utilisateurs peuvent être intéressés par plus qu'une bonne recom-

mandation : découvrir de nouveaux éléments, la diversité des éléments, etc. Ainsi, nous

devons identi�er l'ensemble de propriétés qui in�uent sur la réussite d'un système de

recommandation [Ricci et al., 2011] :

4.4.7 Couverture de l'espace

Le terme couverture fait référence à la portion de ressources qu'un système de re-

commandation peut recommander [Ricci et al., 2011]. Une mesure simple consiste à

calculer le pourcentage de ressources que le système peut recommander. Pour ce faire,

nous avons calculé sur plusieurs snapshots des deux jeux de données MovieLens et

BookCrossing le nombre de ressources (uniques) qui ont été recommandés par Fol-

kRec, i.e., le nombre de ressources uniques présentes dans tous les quadri-concepts.

Puis, nous divisons ce nombre par celui du nombre total des ressources (uniques) pré-

sents dans chaque jeu de données. Pour le jeu de données BookCrossing, le nombre

moyen de ressources uniques est égal à 19662 alors que le nombre de ressources re-

commandées est égale à 789. Cependant, pour avoir des résultats plus équitables, nous

déduisons des 19662 ressources du jeu de données celles qui n'apparaissent qu'une seule
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fois dans l'ensemble du jeu de données (13278 au total), i.e., les ressources qui ont été

partagés par un seul utilisateur, ce qui donne une couverture moyenne de 13, 62% sur

BookCrossing. Pour le jeu de données MovieLens, qui est plus dense, le nombre

de ressources uniques est égal à 955 alors que le nombre de ressources recommandées

est égal à 474, ce qui correspond à une couverture de 47, 15%. De plus, si on déduit

les ressources qui n'apparaissent qu'une seule fois dans l'ensemble du jeu de données,

la couverture grimpe à 71, 62%. En général, l'espace ressource est assez bien couvert

ce qui démontre que les quadri-concepts sont des structures représentatives de la v-

folksonomie avec une perte minimale d'information.

4.4.8 Couverture de l'espace Utilisateur

Étant donné que la précision d'un système de recommandation, spécialement dans

les réseaux sociaux, est étroitement liée à la croissance de la taille des données, cer-

tains algorithmes peuvent fournir des recommandations avec une bonne qualité, mais

uniquement pour un petit pourcentage d'utilisateurs. La couverture de l'espace utili-

sateur est dé�nie comme étant la portion d'utilisateurs pour laquelle le système peut

recommander des éléments [Ricci et al., 2011]. Les algorithmes capables de fournir des

recommandations à la majorité des utilisateurs sont donc particulièrement appréciés.

Ceci dit, FolkRec est capable de donner des recommandations à (presque) tous les

utilisateurs de la v-folksonomie indépendamment du fait qu'un utilisateur ait tagué

moins d'élements qu'un seuil dé�ni ou le fait qu'il doit avoir un certain nombre d'amis.

Dès qu'un utilisateur est ajouté à la v-folksonomie, ses informations personnelles sont

su�santes pour obtenir des recommandations de tags, de ressources et d'utilisateurs.

Nous avons, par ailleurs, calculé le pourcentage de pro�ls couverts par FolkRec, ce

qui a donné les résultats suivants : 100% de genres (homme et femme), 100% des caté-

gories d'âge, 100% des métiers et 88% des villes 6. À titre de comparaison, l'approche

de Bellogìn et al. atteint une couverture égale à 84, 6%. Notre résultat s'explique par

le fait que FolkRec prend en compte les nouveaux utilisateurs ce qui lui permet de

couvrir presque tout l'espace utilisateur.

6. À partir de l'ensemble des 13625 villes représentées dans BookCrossing, nous avons évalué la

couverture de FolkRec sur les villes les plus représentées, i.e., les villes présentes dans, au moins,

500 quadruplets.
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4.4.9 Démarrage à froid ou Cold Start

Un problème récurrent dans le processus de recommandation est celui

du "démarrage à froid" ou cold start [Schein et al., 2002a] [Weng et al., 2008]

[Ricci et al., 2011], i.e., la performance du système vis-à-vis des nouveaux utilisateurs

[Schein et al., 2002b]. Jusqu'à présent, nous avons eu recours à la fois à l'historique de

tagging et aux informations de pro�l des utilisateurs pour fournir des recommandations.

Cependant, nous ignorons encore les préférences des nouveaux utilisateurs qui viennent

tout juste de commencer à utiliser le système. Un utilisateur est considéré comme nou-

veau s'il n'a encore tagué aucune ressource. Plusieurs systèmes de recommandation

tentent de résoudre le problème du cold start en demandant, pour commencer, aux

nouveaux utilisateurs d'annoter un certain ensemble de ressources [Ricci et al., 2011].

Cependant, il n'est pas facile de décider quelles ressources un nouvel utilisateur doit

annoter. Contrairement à la majorité des approches de la littérature, FolkRec ne

requiert pas qu'un utilisateur ait partagé un nombre minimum de ressources avant

d'être considéré par le système de recommandation. Cela revient au fait que FolkRec

regarde d'abord le pro�l d'un utilisateur, i.e., ses informations personnelles (âge, pro-

fession, etc.) pour lui fournir des recommandations. Après avoir créé de tels stéréotypes

comme point de depart (e.g., selon l'âge, le sexe, la profession ou la localisation des utili-

sateurs), lorsque ce même utilisateur commence à annoter des ressources avec des tags,

le système pourra lui fournir de nouvelles recommandations selon ce qu'il a partagé

(grâce à un apprentissage incrémental). Avec cette extension, FolkRec est mainte-

nant capable de recommander à ses utilisateurs les nouvelles ressources ajoutées et de

prendre en compte les nouveaux tags et utilisateurs sans avoir à redémarrer le pro-

cessus d'extraction des quadri-concepts. Cependant, la limite de FolkRec est la non

incrémentalité des nouveaux items (tags et ressources) qui ne sont pas encore inclus

dans l'ensemble de quadri-concepts déjà extraits (cf., Chapitre 5).

4.4.10 Sérendipité

La sérendipité mesure, avec quel degré de surprise, les recommandations appa-

raissent pour les utilisateurs. Un système de recommandation essaie de surprendre ses

utilisateurs en leur recommandant des éléments qu'ils ne connaissent pas (encore). En

e�et, certains utilisateurs peuvent également être intéressés par un système capable de

répondre à leurs requêtes en leur proposant des ressources qu'ils n'ont pas l'habitude de
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consulter. A�n de mesurer ce degré de surprise, nous utilisons une métrique de distance

d (c.f., équation 4.2) qui mesure la distance entre l'élément recommandé et l'ensemble

d'éléments déjà tagués par l'utilisateur. Ainsi, nous évaluons grâce à cette métrique,

à quel point nos recommandations sur MovieLens et BookCrossing peuvent sur-

prendre les utilisateurs, i.e., en leur recommandant des livres et �lms avec lesquels ils ne

sont pas familiers. La métrique de distance d est dé�nie comme suit [Ricci et al., 2011] :

d(b, B) =
1 + CB − CB.w(b)

1 + CB

(4.2)

À noter que la valeur de d se tient dans l'intervalle unitaire. Puis, a�n de mesurer la

sérendipité des recommandations, nous avons combiné cette métrique avec la pertinence

des items (i.e., precision). En e�et, la sérendipité est atteinte si l'item est à la fois

surprenant et pertinent. Nous avons testé la métrique d sur 20 utilisateurs aléatoires

des deux jeux de données. Pour chacun des 20 utilisateurs, nous avons récupéré ses

livres (ou �lms) partagés, compté le nombre maximal de livres (ou �lms) d'un seul

auteur (ou réalisateur) qu'il/elle a partagé ; puis, nous calculons la distance entre les

livres (ou �lms) recommandées et l'ensemble de livres (ou �lms) déjà partagés par

l'utilisateur. Le score moyen de la métrique de distance d pour les utilisateurs de

BookCrossing est égale à 0, 86, alors que la sérendipité (combinaison entre d et la

précision) est égale à 0, 71. Pour le jeu de donnéesMovieLens, la métrique de distance

atteint la valeur maximale 1 et la sérendipité est égale à 0, 83. Les résultats obtenus sur

les deux jeux de données démontrent que les utilisateurs de la v-folksonomie ont été

très bien surpris par les ressources recommandées. Pour expliquer ces résultats, il est

important de rappeler la stratégie prônée par FolkRec qui consiste en l'élagage des

tags et ressources déjà partagés par chaque utilisateur avant la génération de la liste de

recommandations. Ainsi, les utilisateurs sont plus susceptibles d'avoir des ressources

qu'ils n'avaient jusque là pas (encore) partagé. Par exemple, nous avons recommandé

pour l'utilisateur Gold (18 ans) le célèbre livre Wild Animus écrit par R. Shapero,

un livre massivement partagé par des utilisateurs au même pro�l, alors qu'il avait

tendance, jusqu'à présent, à lire principalement des livres écrits par Ann M. Martin

(quatre livres partagés).
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4.4.11 Diversité

Recommander un ensemble d'items qui sont similaires n'est pas aussi utile

pour les utilisateurs, qui préfèrent la diversité, i.e., des recommandations

qui sont di�érentes et distantes [Yu et al., 2009] [Badache et Boughanem, 2015]

[Adomavicius et Kwon, 2012]. Par exemple, un utilisateur préférera une recomman-

dation de cinq livres écrits par cinq auteurs di�érents à une recommandation de cinq

livres écrits par un même auteur. A�n de mesurer la diversité de nos recommanda-

tions sur les jeux de données MovieLens et BookCrossing, nous utilisons la même

métrique de distance d (cf., équation 4.2) de la manière suivante : nous calculons la

distance entre chaque livre recommandé et le reste de la liste des livres recommandés et

ensuite, nous calculons la moyenne de ces résultats a�n d'obtenir le score de diversité.

Nous avons testé la métrique d sur 20 utilisateurs aléatoires des deux jeux de données

et nous avons obtenu un score de diversité moyen égal à 0, 84 pour l'ensemble des

utilisateurs de BookCrossing et un score de 0, 98 pour l'ensemble des utilisateurs

de MovieLens. De tels scores s'expliquent par le fait que les deux jeux de données

contiennent une large gamme de ressources (i.e., 10681 �lms et 271379 livres) ce qui

augmente les chances pour un utilisateur d'avoir des recommandations diverses. Grâce

aux quadri-concepts qui sont représentatifs de la v-folksonomie, FolkRec vise à re-

commander des ressources qui sont diverses, e.g., des livres de di�érents auteurs ou

encore des �lms réalisés par di�érents réalisateurs. Par example, Marco22 (étudiant) a

reçu une liste de recommandation contenant cinq �lms réalisés par cinq di�érents réali-

sateurs : Star Wars (Lucas), Empires Strikes Again (Kersh), Princess Bride (Reiner),

Return of the Jedi (Marquand) et Pulp Fiction (Tarantino). À titre de compraisons,

le score de diversité atteint par l'approche de Bellogìn et al. est égal à 0, 35.

4.4.12 Adaptativité

Tester l'adaptativité du système revient à calculer le taux avec lequel le système

arrive à s'adapter aux changements de préférences d'un utilisateur, ou aux changements

dans son pro�l [Ricci et al., 2011] [Mahmood et Ricci, 2007]. Dans ce qui suit, a�n

d'évaluer l'adaptativité de FolkRec, nous mesurons la di�érence entre les listes de

recommandations fournies par notre système avant et après qu'une information de

pro�l (sur un utilisateur) ait été ajoutée ou modi�ée. Pour ce faire, nous utilisons

la mesure Gini Index [Fleder et Hosanagar, 2007] a�n de mesurer la variabilité des
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recommandations fournies à un utilisateur lorsque son pro�l change. Cette métrique

mesure avec quelle inégalité di�érents items sont choisis par les utilisateurs lorsqu'un

système de recommandation est utilisé. Si chaque item i compte pour une portion p(i)

des choix de l'utilisateur, la mesure Gini Index est donnée par :

G =
1

n− 1

n∑
j=1

(2j − n− 1)p(ij) (4.3)

où i1, . . ., in est la liste des ressources ordonnées par p(i) décroissant. L'index est

égal à 0 lorsque tous les items sont choisis de manière égale, et 1 lorsque un seul item

est toujours choisi. Ainsi, nous évaluons la variabilité des recommandations fournies

à di�érents utilisateurs lorsque leurs pro�ls changent. Pour le jeu de données Movie-

Lens, nous avons imaginé di�érents scénarios de changements de pro�ls sur di�érents

utilisateurs. La variabilité moyenne obtenue sur ces di�érents utilisateurs est égale à

0, 126. Considérons, par exemple, l'utilisateur nicholas (18 ans, artiste). La valeur de

la métrique G des recommandations données à nicholas est passé de 0, 328 à 0, 492

lorsque sa profession a changé de artiste à étudiant ; une telle di�érence est expliquée

par la dissimilarité des recommandations entre les deux di�érents pro�ls. Cependant,

la variabilité décroît de seulement 0, 01 entre utilisateurs des deux catégories d'âge [19-

24] ans et [25-35] ans, ce qui semble logique étant donné que les deux pro�ls sont très

proches. Concernant le jeu de données BookCrossing, la variabilité est d'environ 0, 1.

Considérons l'utilisateur Skinner (38 ans, New York, USA) avec le scénario suivant :

l'utilisateur a changé de ville en partant vers (Ottawa, Canada). FolkRec prend en

compte ce changement de pro�l et propose à Skinner une nouvelle recommandation

qui est plus adaptée à son nouveau pro�l, i.e., nous lui recommandations les livres The

Alchimist, The Red Tent et Love in the time of cholera, trois livres partagés en masse

par les utilisateurs canadiens vivant à Ottawa o�rant ainsi à Skinner la possibilité de

découvrir les livres qui sont en vogue dans sa nouvelle ville. De plus, nous lui recom-

mandons trois utilisateurs d'Ottawa : tchang (27 ans), archie (49 ans) et grump (40

ans).

Dans cette partie, nous nous sommes focalisés sur les changements dans le pro�l

(changement de profession, ville, etc.) mais nous pouvons également nous focaliser sur

les changements dans l'historique de tagging des utilisateurs. Cela semble trivial qu'un

utilisateur qui partage de nouvelles ressources, c'est-à-dire, qui devient intéressé par un

nouveau genre de �lms ou de livres (e.g., �lms d'actions au lieu de �lms de comédie par
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exemple), aura des nouvelles recommandations pouvant correspondre à ses nouvelles

préférences.

4.4.13 Scalabilité

L'approche standard pour évaluer la scalabilité d'un système est d'évaluer la com-

plexité de l'algorithme dédié en termes de temps d'exécution ou/et de mémoire requise.

Ainsi, nous calculons le temps moyen d'exécution (en millisecondes) de nos recomman-

dations sur les deux jeux de données pour les tâches de recommandation de ressources

(dénotée Tâche 1) et de proposition d'utilisateurs (dénotée Tâche 2) 7. Le Tableau

4.13 a�che tout d'abord le temps d'exécution de FolkRec sur le jeu de données

MovieLens qui contient 95580 quadruplets <utilisateur,tag,ressource,pro�l>. Chaque

quadri-concept extrait contient au moins un tag, une ressource et une information de

pro�l, alors que nous faisons varier le support minimum d'utilisateurs (minsupp_u),

i.e., le nombre minimum d'utilisateurs par quadri-concept. Par exemple, lorsque min-

supp_u est égal à 6, nous avons 13461 quadri-concepts fréquents où chaque concept

contient, au moins, 6 utilisateurs. De plus, nous avons calculé le nombre d'utilisateurs

(uniques) sur l'ensemble des quadri-concepts fréquents. Le Tableau 4.13 démontre les

bonnes performances de FolkRec pour toutes les valeurs de minsupp_u. Tandis que

le nombre de quadri-concepts augmente rapidement (de 221 à 13461), le temps d'exé-

cution des recommandations générées par FolkRec est en moyenne de 2 ms et de 8

ms pour, respectivement, la première et deuxième tâche. Le nombre total des recom-

mandations (i.e., le nombre d'utilisateurs uniques) est égal à 865 pour la plus petite

valeur de minsupp_u.

Le Tableau 4.13 a�che également les performances de FolkRec

sur le jeu de données BookCrossing qui contient 762000 quadruplets

<utilisateur,tag,ressource,pro�l>. Chaque quadri-concept fréquent contient, au

moins, un tag, une ressource et une information de pro�l et nous avons fait varier

le nombre minimum d'utilisateurs par quadri-concept, i.e., le seuil de support

minsupp_u, de 30 à 10. Tout d'abord, nous pouvons voir que le nombre maximal de

quadri-concepts extraits est égal à 10100 ce qui représente seulement 1, 76% de la

v-folksonomie ; ce qui démontre, une fois de plus, l'utilité des quadri-concepts, qui

7. Nous avons omis la tâche de suggestion de tags étant donné que BookCrossing considère les

notes plutôt que les tags.
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sont une représentation réduite de la v-folksonomie. Contrairement à MovieLens, le

nombre d'utilisateurs uniques, i.e., le nombre total de recommandations, augmente

considérablement tandis que le nombre de quadri-concepts fréquents croît légèrement

(en raison des valeurs élevées de minsupp_u). Cependant, si FolkRec a�che

toujours des bonnes performances pour la tâche de recommandation de ressources où

le temps moyen d'exécution est de 28 ms, la tâche de proposition d'utilisateurs devient

légèrement plus lente étant donné que chaque quadri-concept contient au moins 10

utilisateurs. Cependant, le temps d'exécution demeure raisonnable à hauteur de 384

ms en moyenne.

minsupp_u |QC| # Utilisateurs Uniques Tâche 1 (ms) Tâche 2 (ms)

(MovieLens) 20 221 526 0, 1 2, 6

16 500 605 0, 2 3, 9

12 1295 668 0, 7 6, 1

8 5123 805 4, 0 13, 5

6 13461 865 12, 7 23, 3

(BookCrossing) 30 553 6789 0, 9 149, 8

20 1486 9092 4, 9 296, 9

16 2638 10397 13, 0 415, 5

12 5698 12239 45, 0 542, 3

10 10100 13457 114, 7 586, 8

Tableau 4.13 � Temps moyen d'exécution des recommandations de FolkRec.

Le Tableau 4.14 reprend le récapitulatif fait dans le Chapitre 2 en mettant, cette

fois, en lumière nos contributions par rapport aux travaux de la littérature pour les

di�érentes propriétés pré-dé�nies. Par exemple, concernant le problème de cold start, le

recours à des informations supplémentaires et personnelles sur les utilisateurs a permis

de générer des recommandations aux nouveaux utilisateurs en se basant uniquement

sur ces données. En e�et, notre algorithme a permis de proposer des recommandations

à ses nouveaux utilisateurs en cherchant les tags et ressources déjà partagés par des

utilisateurs qui ont en commun un certain nombre d'informations personnelles avec ces

nouveaux utilisateurs.
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M-Mode Couv. C-Start Adaptativité Diversité Sérendipité Scalabilité

[Diederich et Iofciu, 2006a] non no non non oui ? non

[Basile et al., 2007] non non non non ? ? ?

[Jäschke et al., 2007] non non non non oui ? ?

[Landia et Anand, 2009] non non non non non ? ?

[De Meo et al., 2010b] non non non non ? ? ?

[Hu et al., 2011] non non oui non oui ? ?

[Kim et al., 2011] non non non non oui ? ?

[Qumsiyeh et Ng, 2012] non non non non oui ? ?

[Bellogín et al., 2013] non oui non non oui ? ?

Notre approche oui oui oui oui oui oui ?

Tableau 4.14 � Comparaison entre les travaux de la littérature par rapport aux propriétés des

systèmes de recommandation.

4.5 Étude de cas

Dans ce qui suit, nous menons une étude sur un ensemble d'utilisateurs a�n d'avoir

leur "feedback" sur notre système personnalisé de recommandation. Ainsi, nous avons

choisi six sujets avec des pro�ls di�érents : (Nidhal, Homme, 30 ans, Assistant univer-

sitaire, Tunisie), (Imen, Femme, 26 ans, Etudiante, Tunisie), (Roxane, Femme, 27 ans,

Professeur d'arts plastiques, France), (Raymond, Homme, 58 ans, Retraité, Belgique),

(Wassim, Homme, 24 ans, Ingénieur, Canada) and (Quentin, Homme, 28 ans, Opticien,

France). Nos six sujets sont invités à e�ectuer un ensemble de tâches à l'aide du système

et de répondre à di�érentes questions. Un tel processus permet de collecter des don-

nées sur les utilisateurs qui n'est pas directement observable, comme savoir si le sujet a

apprécié l'interface utilisateur ou encore si le sujet a réellement apprécié les recomman-

dations. L'étude est divisée en quatre tâches : (i) Qualité de la recommandation

Nous recommandons à chaque utilisateur une liste de ressources (�lms puis livres) et

nous leur demandons de noter chaque ressource selon l'échelle suivante : 5 :Très bon,

4 :Bon, 3 :Assez bon, 2 :Mauvais, 1 :Très mauvais ; (ii) Recommandation de res-

sources Pour chaque utilisateur de notre étude, nous fournissons une liste élargie de

ressources incluant cinq ressources pertinentes 8 et nous lui demandons de sélectionner

une liste de ressources qu'il (elle) considère comme intéressante. Ensuite, nous cal-

8. Une ressource (resp. tag ou utilisateur) pertinente est une ressource (resp. tag ou utilisateur)

qui est recommandée par notre système de recommandation.
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culons la proportion de ressources pertinentes qui a été sélectionnée. Idéalement, les

ressources sélectionnées par l'utilisateurs correspondent aux ressources recommandées

par FolkRec, i.e., les pertinentes ; (iii) Suggestion de tags Lorsque un utilisateur

s'apprête à partager un �lm ou un livre, nous lui suggérons une liste élargie de tags

incluant trois tags pertinents et lui demandons de sélectionner trois tags qu'il considère

comme appropriés à la ressource qu'il est entrain de partager. Ensuite, nous comparons

les tags sélectionnés par chaque utilisateur avec les tags pertinents a�n de savoir si les

utilisateurs ont réellement choisi les tags qui ont été recommandés par FolkRec ; et

(iv) Proposition d'utilisateurs Pour chaque utilisateur de l'étude, nous proposons

une liste d'utilisateurs avec leurs pro�ls respectifs et nous lui demandons de sélection-

ner le ou les utilisateurs qu'il ajouterait comme ami(s). En�n, les di�érents utilisateurs

de l'étude ont la possibilité de justi�er leurs di�érents choix à travers di�érentes zones

de texte.

Pour la première tâche, les utilisateurs ont noté les �lms et livres recommandés

avec une note moyenne respective de 3, 68 et 3, 1 ce qui démontre une certaine bonne

appréciation des recommandations faites par FolkRec. Parmi les utilisateurs, Roxane

semble réellement apprécier les �lms recommandés (deux "très bon" et deux "bon") ;

elle a commenté "J'ai réellement apprécié le fait que le système me recommande mes

�lms préférés : Le Parrain et Star Wars.". Le même sujet a également apprécié les livres

recommandés "Je ne connaissais pas la plupart de ces livres et j'ai vraiment apprécié

ça." ce qui souligne la nouveauté de nos recommandations. La seconde tâche, i.e.,

la recommandation de ressources, met en évidence que 49, 8% des �lms sélectionnés

par les utilisateurs sont pertinentes. Par exemple, sur les six �lms choisis par Roxane,

quatre sont pertinents. Quant aux �lms sélectionnés, la pertinence s'élève également à

49, 8% : par exemple, 66% des livres sélectionnés par Raymond sont pertinents ; le sujet

commente à ce propos que "les livres sont très divers, y a du classique comme des livres

d'aventures.". Tandis que Raymond a apprécié la diversité de nos recommandations ;

le sujet Nidhal souligne la serendipité des propositions "J'étais vraiment surpris par

les livres recommandés, je ne connaissais pas la plupart des livres. Ca m'a permis de

redécouvrir mes goûts.". Contrairement aux �lms et livres préférés qui peuvent varier

entre utilisateurs d'un même pro�l, les résultats de la troisième tâche (i.e., la sugges-

tion de tags) démontrent que des utilisateurs ayant le même pro�l convergent vers un

vocabulaire commun. Ainsi, 66, 4% des tags sélectionnés par les sujets correspondent à

des tags utilisés par des utilisateurs au même pro�l. Par exemple, pour annoter le �lm
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Jurassic Park, Raymond a préféré les tags dinosaurs, steven_spielberg et oscar_winner

aux tags genetics, action et thriller, ce qui correspond parfaitement aux tags choisis par

les utilisateurs au même pro�l que lui. En�n, la dernière tâche, i.e., la proposition d'uti-

lisateurs, démontre que la moitié des sujets ont choisi un utilisateur ayant le même pro�l

que lui. L'étude démontre, par ailleurs, que si quelques utilisateurs (Roxane, Raymond

et Quentin) cherchent des amis avec le même pro�l, les autres utilisateurs semblent

s'intéresser à des utilisateurs avec un pro�l di�érent. Par exemple, l'assistant univer-

sitaire Nidhal ajouterait comme ami Patrick qui est bibliothécaire intéressé par des

�lms tirés d'une histoire vraie. Le constat général qui se dégage de notre étude est que

les utilisateurs ont été globalement satisfaits par les recommandations de ressources,

de tags et d'utilisateurs comme l'a mentionné Wassim : "J'ai trouvé le questionnaire

très intéressant. Tout d'abord, parce que cela portait sur des �lms qui font partie de

mes loisirs. J'ai aimé répondre aux questions et cela m'a rappelé quelques vieux �lms

que j'ai adoré regarder : Titanic, Braveheart, Blade Runner, etc.".

Cependant, la limite de notre étude est qu'elle soit restreinte au pro�l statique de

nos sujets, ce qui représente une information incomplète pour les recommandations.

Un de nos sujets, Imen a ainsi commenté : "J'ai pas apprécié les livres recommandés !

Et je n'aime pas spécialement que les �lms de �lles, je préfère aussi les �lms d'action

comme Seven ou Die Hard.". Ce problème peut être résolu par une évaluation en ligne

à travers une analyse temps-réel des tags et ressources partagés par les utilisateurs.

Une telle analyse peut, par exemple, nous montrer que Imen s'intéresse non seulement

aux �lms romantiques mais aussi aux �lms d'action. Nous concluons que notre étude

est capable de fournir de bonnes recommandations, mais qu'un suivi en ligne des tags

et ressources des utilisateurs permettrait d'améliorer les résultats de notre système de

recommandation.

4.6 Conclusion

Dans ce chapitre, nous avons utilisé les quadri-concepts extraits par notre algo-

rithme dédié à cette tâche a�n de proposer notre nouveau système personnalisé de

recommandation. Pour améliorer la qualité des recommandations, nous avons égale-

ment introduit une mesure de ranking a�n de classer les di�érentes recommandations.

Nous avons ensuite mené des expérimentations sur deux jeux de données du monde réel

et calculé la précision et le rappel de notre système. Puis, nous avons passé en revue
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les di�érentes propriétés de notre système de recommandation, comme la scalabilité,

la couverture, l'adaptivité, la sérendipité ou encore la diversité des recommandations

proposées. En�n, pour encore plus d'interactivité avec les utilisateurs, nous avons mené

une étude de cas sur six utilisateurs a�n de recueillir leurs impressions sur notre système

de recommandation. Une limite de notre approche est que la première recommanda-

tion reste toujours dépendante de l'étape de pré-traitement qui consiste en l'extraction

des quadri-concepts alors que les recommandations suivantes s'appuient sur un en-

semble de quadri-concepts déjà extraits. Une autre limite est que notre système de

recommandation compte sur des quadri-concepts qui sont statiques qui n'évoluent pas

à travers le temps. Ainsi, nous avons besoin d'une méthode incrémentale qui permet

de mettre à jour l'ensemble des quadri-concepts a�n de proposer les recommandations

les plus récentes. C'est ainsi que dans le chapitre suivant, nous allons proposer un

nouvel algorithme incrémental dont le but est de mettre à jour l'ensemble des quadri-

concepts extraits suite à l'ajout de nouveaux quadruplets dans la base. Cela permettra

de prendre en compte notamment les nouveaux tags et ressources qui viennent d'être

ajoutés à la folksonomie et de proposer aux utilisateurs des recommandations récentes

qui prennent en compte les dernières mises à jour du système.
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CHAPITRE

5 FolkIncr, un algorithme

pour la mise à jour des

tri-concepts

5.1 Introduction

Dans le chapitre précédent, nous avons utilisé les quadri-concepts dans le but de

proposer notre nouveau système personnalisé de recommandation. Nous avons égale-

ment introduit une mesure de ranking a�n de classer les di�érentes recommandations

pour en améliorer la qualité. Les expérimentations que nous avons mené sur deux jeux

de données du monde réel ont donné des résultats satisfaisants en termes de précision et

de rappel. De plus, nous avons passé en revue les di�érentes propriétés de notre système

de recommandation, comme la scalabilité, la couverture, l'adaptivité, la sérendipité ou

encore la diversité des recommandations proposées. En�n, nous avons mené une étude

de cas sur six utilisateurs dans l'objectif d'avoir leur feedback sur notre système. Cette

étude de cas ainsi que l'évaluation expérimentale nous ont éclairé sur certaines limites

de notre système comme la nécessité de mettre à jour l'ensemble des données dans le

but d'avoir des recommandations qui prendront en compte les dernières modi�cations

du contexte en entrée.

Dans ce chapitre, pour atteindre cet objectif, nous allons proposer un nouvel al-

gorithme dont le but est de mettre à jour les données extraites suite à l'ajout de

nouvelles données en entrée. En e�et, les utilisateurs partagent des milliers de res-

sources de manière quotidienne et cela devient irréalisable de relancer à chaque fois

le processus d'extraction de concepts fréquents. Cela nous a donc motivé pour conce-

voir notre algorithme a�n de maintenir à jour l'ensemble des concepts sans devoir
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rescanner le contexte en entier. Dans ce qui suit, nous allons traiter la problématique

de mise à jour de concepts pour le cas tri-dimensionnel représenté par les folksono-

mies. En e�et, le problème d'extraction des tri-concepts est beaucoup plus souvent

traité dans la littérature [Ji et al., 2006] [Jäschke et al., 2008] [Trabelsi et al., 2012]

[Gnatyshak et al., 2012] [Cerf et al., 2013] que celui de l'extraction des quadri-concepts

que nous avons introduit dans ce mémoire. En e�et, il s'agit du cas général permettant

d'extraire des concepts correspondant à la structure classique d'une folksonomie sans

ajout de variables supplémentaires. L'évaluation expérimentale que nous allons donc

mener comparera les performances de notre algorithme à ceux de la littérature dédiés

à la tâche d'extraction des tri-concepts. Cela permettra de prendre en compte notam-

ment les nouveaux tags et ressources qui viennent d'être ajoutés à la folksonomie et

de proposer aux utilisateurs des recommandations récentes qui prennent en compte les

dernières mises à jour du système.

5.2 Problématique

Dans les folksonomies, les utilisateurs partagent quotidiennement des milliers de

ressources en les annotant avec un ensemble de tags. A�n d'exploiter cette gigantesque

quantité d'information pouvant être extraite à partir des folksonomies, des travaux ont

été dédiés à la tâche d'extraction de représentations concises sans perte d'information

de patterns intéressants appelés tri-concepts [Cerf et al., 2013] [Jäschke et al., 2008]

[Ji et al., 2006] [Trabelsi et al., 2012] (cf., Chapitre 3). La tâche consistant à mettre à

jour cet ensemble de tri-concepts est particulièrement motivant étant donné que de tels

concepts sont très utilisés dans plusieurs domaines comme l'analyse des expressions

de gênes [Zhao et Zaki, 2005], l'analyse des réseaux sociaux [Gnatyshak et al., 2012]

ou encore les systèmes de recommandations [Jelassi et al., 2013b] [Ren et al., 2013] vu

qu'ils représentent une représentation concise et sans perte d'information des folkso-

nomies ainsi qu'une précieuse source d'information. Ainsi, avoir un ensemble de tri-

concepts mis à jour permet, par exemple, d'o�rir les recommandations les plus récentes

aux utilisateurs des folksonomies. Cependant, les algorithmes actuels dédiés à la tâche

d'extraction des tri-concepts ne prennent pas en compte le problème de mise à jour des

données, i.e., des changements mineurs dans la folksonomie implique le recalcul des

tri-concepts à partir de toute la folksonomie ainsi mise à jour. En e�et, avec le dévelop-

pement rapide des moyens technologiques, plusieurs applications récentes, spécialement
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les réseaux sociaux, générent quotidiennement de larges quantités de données de ma-

nière continue. Ainsi, le principal avantage des folksonomies réside dans leur dynamique

et continuel développement. Leurs structures évoluent continuellement étant donné que

les utilisateurs participent à la mise à jour permanente du système. Si une telle dyna-

mique peut être vue comme un point fort, elle peut également être considérée comme

une faiblesse. En e�et, la plupart des travaux traitant les folksonomies ne prennent

pas en compte une telle particularité et ne considèrent qu'un instantané statique des

données à un point particulier dans le temps. Par exemple, les travaux mentionnés

ci-dessus [Cerf et al., 2013] [Jäschke et al., 2008] [Ji et al., 2006] [Trabelsi et al., 2012]

qui extraient les tri-concepts à partir des folksonomies proposent de fouiller unique-

ment un instantané statique d'une folksonomie donnée sans prendre en compte les

futures mises à jour a�n de mettre à jour les concepts déjà extraits. Ainsi, la mise à

jour des données dans les folksonomies est le problème majeur lorsque nous voulons

extraire les tri-concepts tout en prenant en compte les nouvelles données qui arrivent.

Par ailleurs, la quantité de partages quotidiens varient d'une folksonomie à une autre.

Par exemple, dans MovieLens 1, quelques 567 �lms sont partagés quotidiennement

par les utilisateurs alors qu'avec un milliard de liens partagés tous les jours, les uti-

lisateurs de Delicious 2 organisent massivement les liens qu'ils trouvent intéressants

sur la toile. A�n de manipuler les données les plus récentes, une solution consiste à

redémarrer un algorithme qui permet d'extraire les tri-concepts et ainsi mettre à jour

l'ensemble de sortie. Cependant, cette tâche s'avère être coûteuse étant donné que cela

revient à re-scanner tout le contexte a�n de modi�er, ajouter ou supprimer des tri-

concepts. Ainsi, le souci majeur avec les grands contextes dynamiques est d'arriver à

ré-arranger l'ensemble de sortie suite à quelques changements mineurs dans l'ensemble

d'entrée. En e�et, avec les nouvelles données qui arrivent, il n'y a pas assez de temps

pour re-scanner l'entière folksonomie, lorsqu'une mise à jour est nécessaire. Donc, un

unique scan de la folksonomie ainsi qu'une utilisation minimale de la mémoire sont

nécessaires. Dans ce chapitre, nous proposons un nouvel algorithme qui permet de

considérer les nouvelles données dans les folksonomies puis de mettre à jour l'ensemble

de tri-concepts. À notre connaissance, aucun algorithme n'a été proposé dans la lit-

térature pour traiter le problème de mise à jour de données dans les folksonomies.

Cependant, quelques travaux ont traité cette problématique dans les contextes à deux

1. https ://movielens.org
2. http ://delicious.com
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dimensions [Valtchev et al., 2002] [Merwe et al., 2004] [Obiedkov et Duquenne, 2007].

Notre algorithme considère un ensemble de tri-concepts extraits à partir d'une folk-

sonomie ainsi qu'un ensemble de nouveaux triplets (au moins un triplet). Le but est

d'arriver à mettre jour l'ensemble de tri-concepts sans devoir les re-calculer, i.e., redé-

marrer le processus d'extraction des tri-concepts. Notre méthode est une technique qui

garantit une bonne adaptation aux contextes dynamiques sans un deuxième parcours

coûteux de la folksonomie.

Exemple motivant

Considérons l'utilisateur John, souhaitant soumettre un nouveau papier à la confé-

rence IDA, qui cherche les papiers les plus récents dans le domaine du Data Mining.

Dans un système de recommandation classique, John aura une liste de papiers re-

commandés qui ont été partagés par quelques utilisateurs à travers des tags relatifs au

domaine du Data Mining. Une telle recommandation est basée sur des donnés statiques

d'une folksonomie donnée (e.g., Bibsonomy). Cependant, des papiers récents ajoutés

par les mêmes utilisateurs à travers les mêmes tags seront zappés étant donné que de

tels papiers n'appartiennent pas encore aux données considérées par le système de re-

commandation. Ainsi, nous avons besoin de mettre à jour ces données a�n de prendre

en compte les papiers les plus récents et les recommander à John. Grâce à une telle mise

à jour, John aura une recommandation sans perte d'information, i.e., tous les papiers

des plus anciens aux plus récents traitant du domaine du Data Mining. La maintenance

du système à travers des mises à jour a deux avantages : (i) le coût de l'opération est

beaucoup moins grand que le redémarrage du processus d'extraction des tri-concepts

pour l'ensemble des données, (ii) la non perte d'information du système qui considère

l'ensemble des données (anciennes et nouvelles) avant l'étape de recommandation.

5.3 État de l'art sur les algorithmes

Le problème de mise à jour de données (aussi appelé problème d'incrémentalité) a

été largement étudiée dans le domaine de la fouille de données dans le but de maintenir

un ensemble d'itemsets fréquents ou/et son treillis correspondant [Valtchev et al., 2002]

[Merwe et al., 2004] [Obiedkov et Duquenne, 2007]. La problématique consiste à ce

qu'à travers de petits changements dans le contexte d'entrée, correspondent des pe-
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tits réarrangements dans le résultat en sortie. Cette problématique concerne surtout

les grand jeux de données à large échelle qui ont la caractéristique d'être dynamiques.

Par exemple, un jeu de données d'un magasin va évoluer quotidiennement au fur et à

mesure que les clients achètent des articles. Chaque article acheté correspondra à une

nouvelle ligne dans le jeu de données. L'objectif est donc de mettre à jour l'ensemble

d'itemsets fréquents extraits sans devoir relancer à nouveau un algorithme dédié à cette

tâche. Dans un cas du monde réel, supposons que nous disposons de l'itemset fréquent

suivant extrait à partir d'un large jeu de données d'un magasin d'aliments généraux :

(beurre, lait, farine) avec le support égal à 3. Maintenant, supposons qu'un nouvel ar-

ticle sucre a été ajouté au jeu de données avec un support égal à 3 et correspondant au

mêmes clients qui ont acheté précédemment le beurre, le lait et la farine. Un algorithme

incrémental aura la tâche d'incruster ce nouvel article dans l'itemset déjà extrait sans

avoir à regénérer l'ensemble d'itemsets fréquents à partir du très grand nombre de don-

nées du jeu de données. Ainsi mis à jour, l'itemset précédent sera égal à : (beurre, lait,

farine, sucre). Cette intéressante perspective a éveillé la curiosité de bon nombre de

chercheurs et suscité de nombreux travaux [Valtchev et al., 2002] [Merwe et al., 2004]

[Obiedkov et Duquenne, 2007]. Dans ce dernier papier, Valtchev et al. proposent une

nouvelle méthode pour l'incrémentalité d'un treillis construit à partir d'un contexte.

Les auteurs ont présenté un algorithme incrémental qui transforme le treillis extrait

suite à l'ajout d'une ligne ou/et colonne dans le contexte d'entrée. En e�et, lorsqu'un

nouvel objet est ajouté, l'algorithme incrémental proposé permet de mettre à jour le

treillis extrait à partir de comparaisons avec les itemsets extraits. À notre connaissance,

aucun travail n'a été proposé dans la littérature pour traiter le problème de mise à jour

de données dans les folksonomies. Ainsi, dans ce qui suit, pour détailler et expliquer le

processus de mise à jour de l'ensemble des itemsets extraits à partir d'un contexte, nous

allons expliciter la méthode de Valtchev et al. pour l'incrémentalité dans les contextes

classiques à deux dimensions.

L'algorithme proposé par Valtchev et al. montre le processus de mise à jour du

treillis extrait suite à l'ajout d'un nouvel objet o. Dans cet algorithme,il y a deux prin-

cipaux cas selon l'intent (i.e., l'ensemble d'attributs correspondant à un concept donné)

d'un itemset du treillis. En e�et, si l'intent d'un itemset c est inclus dans celui de o

(noté o′), alors c est ajouté à un ensemble notéM(o), sinon il est ajouté à un ensemble

noté G(o). À la �n de ce processus, M(o) renferme l'ensemble des concepts Modi�és,

i.e., dont l'extent sera augmenté alors que G(o) renferme l'ensemble des Générateurs
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qui donneront plus tard naissance à de nouveaux concepts. Par ailleurs, implicitement,

dans l'algorithme Compute-Lattice-Inc, il existe un troisième ensemble appelé en-

semble de concepts inchangés qui garderont intacts leur ensembles d'extent et d'intent

au sein du treillis. Par suite, pour tous les itemsets ajoutés à l'ensemble M(o), l'algo-

rithme met à jour leurs extents (i.e., l'ensemble d'objets correspondant à un concept

donné) en l'augmentant par o. En e�et, si l'intent de c est inclus dans celui de o, cela

veut dire que l'objet o peut être ajouté à l'extent de c sans pour autant changer l'intent

de c. Parallèlement, pour les itemsets ajoutés à l'ensemble G(o) dont l'intent n'est pas

inclus dans celui de o, ils donneront naissance à un nouveau concept ĉ dont l'extent est

égal à l'union entre celui de c et o alors que l'intent sera égal à l'intersection entre celui

de c et celui de o. En e�et, si l'extent de c sera augmenté par o, l'intent sera diminué

suite à l'intersection avec celui de o. Ensuite, l'algorithme procède à un processus de

mise à jour des liens au sein du treillis. En e�et, un nouveau concept créé sera direc-

tement lié à l'itemset c qui lui a donné naissance alors que le lien entre c et le concept

qui le contient sera rompu. L'algorithme termine lorsque tous les concepts du treillis

ont été énumérés et retourne ainsi le treillis mis à jour.

Figure 5.1 � (Gauche) Le contexte d'entrée K = (O = {1, 2, . . ., 8}, A = {a, b, . . ., h},R) et le

nouvel objet 9. (Droite) Le treillis extrait à partir de K.

Exemple 11 (Insertion de l'objet 9)

La Figure 5.1 décrit un exemple d'un contexte binaire K contenant 8 objets et 8

colonnes ainsi que le treillis correspondant extrait à partir de ce contexte et renfermant

l'ensemble des concepts. Considérons le nouvel objet o, i.e., l'objet o=9 à insérer dans le

treillis. Nous avons d'abord un ensemble de concepts qui seront inchangés {c#6, c#10}
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tandis qu'à partir de l'intent de chaque concept, nous diviserons l'ensemble des concepts

du treillis en deux ensembles : M(o) et G(o). Par exemple, nous avons intent(c#4)=g

⊆ o′=cdfgh, alors le concept c#4 sera ajouté à l'ensemble M(o). Par contre, nous

avons intent (c#9)=efh ̸⊆ o′=cdfgh, alors le concept c#9 sera ajouté à l'ensemble

G(o). Ce processus se répète pour tous les concepts du treillis et donnera les résultats

suivants : l'ensemble des concepts modi�és est égal à M(o) = {c#1, c#2, c#3, c#4,

c#5, c#8} et l'ensemble des générateurs est égal à G(o) = {c#7, c#9, c#11, c#12,

c#13}. Ce dernier ensemble donnera naissance à cinq nouveaux concepts {c#14, c#15,

c#16, c#17, c#18} dont l'intent respectif est égal à {cd, fh, cdgh, dfgh, cdfgh}. La

Figure 5.2 décrit le treillis ainsi mis à jour suite à l'insertion du nouvel objet 9.

Figure 5.2 � Le treillis extrait à partir de K suite à l'insertion du nouvel objet 9.

Dans cette partie, nous avons décrit le processus de mise à jour dans un contexte

binaire classique. Cependant, à notre connaissance, aucun travail n'a été proposé dans

la littérature pour répondre à ce problème dans les contextes triadiques représentées

par les folksonomies. Ainsi, nous nous sommes inspirés par les travaux courants (décrits

ci-dessus) a�n d'introduire notre nouvel algorithme pour la mise à jour d'un ensemble

de tri-concepts à partir d'une folksonomie. Notre algorithme garantit une adaptation

à la dynamique des folksonomies suite à l'insertion de nouveaux triplets sans avoir à
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recalculer l'ensemble de tri-concepts à partir d'une folksonomie qui est une étape assez

coûteuse.

5.4 Pseudo code

Dans ce qui suit, nous présentons d'abord, quelques notions de base avant d'intro-

duire notre nouvel algorithme pour la mise à jour des tri-concepts dans les folksonomies.

5.4.1 Notions de base

La dé�nition suivante rappelle celle introduite dans [Jäschke et al., 2008] démon-

trant les comparaisons entre tri-concepts (triplets en général).

Dé�nition 16 Pour deux tri-concepts (triplets en général) (A1,A2,A3) et (B1,B2,B3),

et à partir des trois dimensions U , T et R, nous pouvons obtenir un quasi-ordre .U ,

.T et .R sur l'ensemble de tous les tri-concepts (triplets en général). Pour i = 1, 2,

3, (A1,A2,A3) .i (B1,B2,B3) ssi Ai ⊆ Bi.

Exemple 12 Considérons la folksonomie décrite par le Tableau 5.1 et les deux tri-

concepts : TC2=({u2, u3, u4}, {t1, t4}, {r2, r3}) et TC3=({u2, u3}, {t1, t2, t3, t4},

{r2, r3}). Nous avons TC2 .T ,R TC3 puisque {t1, t4} ⊆ {t1, t2, t3, t4} et {r2, r3} ⊆
{r2, r3}. Cependant, TC2 �U TC3 étant donné que {u2, u3, u4} * {u2, u3}

F/R r1 r2 r3

U/T t1 t2 t3 t4 t1 t2 t3 t4 t1 t2 t3 t4

u1 × × × × × × × × ×
u2 × × × × × × × × × × ×
u3 × × × × × × × × × × ×
u4 × × × × × ×

Tableau 5.1 � Un exemple d'une folksonomie.

À partir de la folksonomie décrite par le Tableau 5.1 et les seuils de supports

suivants :minsuppu=2,minsuppt=2 etminsuppr=1, les tri-concepts fréquents extraits

sont :

TC1=({u1, u2, u3}, {t2, t3, t4}, {r1, r2, r3}) TC2=({u2, u3, u4}, {t1, t4}, {r2, r3})

TC3=({u2, u3}, {t1, t2, t3, t4}, {r2, r3}) TC4=({u1, u2, u3, u4}, {t2, t3}, {r1})
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5.4.2 Intuition derrière l'algorithme

L'objectif de notre algorithme est de mettre à jour un ensemble de tri-concepts déjà

extraits en passant un minimum de fois par la folksonomie. Pendant la conception de

notre algorithme, nous avons pu distinguer quatre cas di�érents :

1. la mise à jour de tri-concepts déjà existants : cela revient à véri�er si les anciens

tri-concepts sont inclus dans les nouveaux tri-concepts par rapport à exactement

deux des trois dimensions (cf., Algorithme 6, Lignes 17-19).

2. la découverte de nouveaux tri-concepts : ce cas est véri�é lorsqu'un nouveau triplet

est incomparable avec tous les tri-concepts (cf., Algorithme 6, Lignes 3-9). Un

nouveau triplet est dit incomparable avec un tri-concept lorsqu'il est inclus dans

ce tri-concept par rapport à deux des trois dimensions.

3. la maintenance de tri-concepts inchangés : qui ne sont pas mis à jour mais qui

véri�ent toujours la propriété de fermeture.

4. la suppression de tri-concepts : qui ne véri�ent plus la propriété de fermeture (cf.,

Algorithme 6, Lignes 14-16).

5.4.3 Pseudo code

Le pseudo code de notre algorithme FolkIncr est décrit par l'Algorithme 6. Fol-

kIncr prend en entrée un ensemble non vide T C de tri-concepts fréquents, un en-

semble N de nouveaux triplets, une folksonomie F et les seuils de supports minimaux

minsuppu, minsuppt et minsuppr. FolkIncr donne en sortie un ensemble mis à jour

T C de tri-concepts fréquents. FolkIncr opère comme suit : la première étape consiste

à lier les nouveaux triplets avec les tri-concepts fréquents. Ainsi, pour chaque nouveau

triplet t, FolkIncr parcourt l'ensemble des tri-concepts fréquents T C (lignes 3-9) : si

t est inclus dans un tri-concept déjà existant TC par rapport à seulement deux des

trois dimensions (i.e., t .j,k TC) (cf., dé�nition 16), alors FolkIncr crée un nouveau

triplet g qui est égal, au début, à t (ligne 6). Par suite, l'ensemble de g correspondant

à la dimension i est augmentée par l'ensemble de TC relatif à la même dimension

(cf., la fonction Augmenter_dim_i, ligne 7). Par exemple, lier le triplet (u1, t1, r1)

avec le tri-concept ({u1, u2, u3}, {t2, t3, t4}, {r1, r2, r3}) résulte en un nouveau triplet

({u1}, {t1, t2, t3, t4}, {r1}) puisque le triplet considéré est inclus dans le tri-concept par

rapport aux dimensions U et R (voir d'autres exemples dans les exemples illustratifs
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ci-après). Ensuite, si le nouveau triplet crée g n'appartient pas encore à l'ensemble des

nouveaux tri-concepts T C ′ et qu'il n'existe pas de triplet g′ tel que g soit inclus dans

g′ 3, alors g est ajouté à l'ensemble T C ′ (ligne 9). Ce test est réalisé a�n d'éviter d'avoir

des triplets redondants.

3. g est inclus dans g′ veut dire que tous les ensembles de g (utilisateurs, tags et ressources) sont

inclus dans ceux de g′.
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Algorithme 6 : FolkIncr

Données :

1. un ensemble T C de tri-concepts fréquents

2. un ensemble N de nouveaux triplets

3. une folksonomie F

4. les seuils de supports minimaux minsuppu, minsuppt et minsuppr

Résultats : un ensemble mis à jour T C de tri-concepts fréquents

début1

g : un triplet2

pour chaque nouveau triplet t de N faire3

pour chaque tri-concept tc de T C faire4

si t �i tc et t .j,k tc alors5

g=t ;6

Augmenter_dim_i(g,i) ; //i,j,k ∈ {U ,T ,R}7

si g ̸ ∈ T C ′ et ̸ ∃ g′ / g ⊆ g′ alors8

mettre g dans T C ′ ;9

pour chaque triplet g de T C ′ faire10

Calcul_Fermeture(g) ;11

si non fréquent (g, minsuppu, minsuppt, minsuppr) ou ∃ g′ ∈ T C ′ /12

g = g′ alors

élaguer(g) ;13

pour chaque tri-concept tc de T C faire14

si not fermé(tc) alors15

élaguer (tc) ;16

pour chaque nouveau tri-concept tc′ de T C ′ faire17

si tc �i tc
′ et tc .j,k tc′ alors18

Augmenter_dim_i(tc,i) ;19

T C = T C ∪ T C ′ ;20

retourner T C ;21

�n22
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Une fois les nouveaux triplets créés, la fonction Calcul_Fermeture est appelée

a�n de calculer leurs fermetures respectives (ligne 11). À cette �n, nous utilisons l'opé-

rateur de fermeture dédié à un contexte triadique introduit dans [Trabelsi et al., 2012].

À ce niveau, nous avons besoin de passer par la folksonomie pour pouvoir calculer

les fermetures respectives. Ensuite, nous devons véri�er si chaque nouveau triplet g

est fréquent par rapport aux trois seuils minimaux de support. Si g est infréquent ou

appartient déjà à l'ensemble T C ′, alors il est élagué (lignes 12-13). Après avoir calculé

la fermeture des nouveaux triplets, FolkIncr véri�e si les anciens tri-concepts sont

toujours fermés. Ainsi, un test de fermeture est réalisé (lignes 14-16) a�n d'élaguer

les tri-concepts qui ne sont plus fermés, i.e., qui deviennent inclus dans d'autres tri-

concepts (cf., la fonction non fermé). En�n, quelques anciens tri-concepts gardent

la propriété de fermeture mais ont besoin d'être augmentés : ainsi, si un ancien tri-

concept tc est inclus dans un nouveau tri-concept tc′ par rapport à deux dimensions j

et k, alors, l'ensemble de tc correspondant à la dimension i est augmenté par l'ensemble

correspondant de tc′ relatif à la même dimension (lignes 18-19). FolkIncr arrive à

terme lorsque tous les anciens tri-concepts sont véri�és et notre algorithme retourne

l'ensemble mis à jour des tri-concepts fréquents T C.

5.5 Exemples illustratifs de mise à jour

Considérons la folksonomie décrite par le Tableau 5.1 et les seuils minimaux de sup-

ports suivants : minsuppu=2, minsuppt=2 et minsuppr=1. Les tri-concepts fréquents

extraits sont :

1. ({u1, u2, u3}, {t2, t3, t4}, {r1, r2, r3}) ;

2. ({u2, u3, u4}, {t1, t4}, {r2, r3}) ;

3. ({u2, u3}, {t1, t2, t3, t4}, {r2, r3}) ;

4. ({u1, u2, u3, u4}, {t2, t3}, {r1})

Considérons à présent le premier scénario suivant : les utilisateurs u1, u2, u3 et u4

ont tagué la ressource r1 avec le tag t1. Ainsi, nous avons quatre nouveaux triplets :

triplet 1 (u1, t1, r1)

triplet 2 (u2, t1, r1)

triplet 3 (u3, t1, r1)
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triplet 4 (u4, t1, r1)

La première étape de l'algorithme FolkIncr est de lier les nouveaux triplets avec

les tri-concepts fréquents. Par exemple, lier le premier triplet avec l'ensemble des tri-

concepts fréquents résulte en deux nouveaux triplets : ({u1}, {t1, t2, t3, t4} et ({u1},

{t1, t2, t3}, {r1}). Le premier nouveau triplet a un ensemble de tags qui a été augmenté

par l'ensemble {t2, t3, t4} étant donné que nous avons (tripler 1) �j TC1 et (triplet

1) .i,k TC1 tandis que le second nouveau triplet est élagué puisqu'il est inclus dans

le premier nouveau triplet. Ainsi, lier les quatre nouveaux triplets avec l'ensemble des

tri-concepts résulte en 7 nouveaux triplets :

1. ({u1}, {t1, t2, t3, t4}, {r1})

2. ({u2}, {t1, t2, t3, t4}, {r1})

3. ({u2}, {t1}, {r1, r2, r3})

4. ({u3}, {t1, t2, t3, t4}, {r1})

5. ({u3}, {t1}, {r1, r2, r3})

6. ({u4}, {t1}, {r1, r2, r3})

7. ({u4}, {t1, t2, t3}, {r1})

Ensuite, la seconde étape consiste à calculer la fermeture de chacun des nouveaux

triplets :

� ({u1}, {t1, t2, t3, t4}, {r1}) 99K ({u1, u2, u3}, {t1, t2, t3, t4}, {r1})

� ({u2}, {t1, t2, t3, t4}, {r1}) 99K ({u1, u2, u3}, {t1, t2, t3, t4}, {r1}) (élagué, déjà

calculé)

� ({u2}, {t1}, {r1, r2, {r3}) 99K ({u2, u3, u4}, {t1}, {r1, r2, r3}) (élagué, infréquent

par rapport à l'ensemble de tags)

� ({u3}, {t1, t2, t3, t4}, {r1}) 99K ({u1, u2, u3}, {t1, t2, t3, t4}, {r1}) (élagué, déjà

calculé)

� ({u3}, {t1}, {r1, r2, r3}) 99K ({u2, u3, u4}, {t1}, {r1, r2, r3}) (élagué, infréquent

par rapport à l'ensemble de tags)

� ({u4}, {t1}, {r1, r2, r3}) 99K ({u2, u3, u4}, {t1}, {r1, r2, r3}) (élagué, infréquent

par rapport à l'ensemble de tags)

� ({u4}, {t1, t2, t3}, {r1}) 99K ({u1, u2, u3, u4}, {t1, t2, t3}, {r1})

Ainsi, à la �n de cette étape, nous obtenons deux triplets fréquents : ({u1, u2, u3},

{t1, t2, t3, t4}, {r1}) et ({u1, u2, u3, u4}, {t1, t2, t3}, {r1}). L'étape suivante consiste à
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élaguer les anciens tri-concepts fréquents qui ne véri�ent plus la propriété de fermeture.

C'est le cas du tri-concept ({u1, u2, u3, u4}, {t2, t3}, {r1}) qui perd sa propriété de

fermeture. Il est donc élagué puisqu'il est inclus dans le nouveau tri-concept ({u1, u2,

u3, u4}, {t1, t2, t3},{ r1}). En�n, nous véri�ons si d'anciens tri-concepts ont besoin

d'être augmentés. C'est le cas du tri-concept ({u2, u3}, {t1, t2, t3, t4}, {r2, r3}). En

e�et, il est inclus dans le nouveau tri-concept ({u1, u2, u3, u4}, {t1, t2, t3}, {r1}) par

rapport aux deux dimensions "utilisateurs" et "tags". Ainsi, la ressource r1 est ajoutée

à l'ensemble de ressources du troisième tri-concept. L'ensemble ainsi mis à jour des

tri-concepts fréquents est comme suit :

1. TC1=({u1, u2, u3}, {t2, t3, t4}, {r1, r2, r3})

2. TC2=({u2, u3, u4}, {t1, t4}, {r1, r2, r3})

3. TC3=({u2, u3}, {t1, t2, t3, t4}, {r1, r2, r3})

4. TC4=({u1, u2, u3}, {t1, t2, t3, t4}, {r1})

5. TC5=({u1, u2, u3, u4}, {t1, t2, t3}, {r1})

Considérons à présent le deuxième scénario suivant : les utilisateurs u2 et u3 ont

tagué la ressource r1 avec le tag t1 tandis que l'utilisateur u4 a tagué la même ressource

avec les tags t1 et t4. Ainsi, nous obtenons quatre nouveaux triplets :

triplet 1 (u2, t1, r1)

triplet 2 (u3, t1, r1)

triplet 3 (u4, t1, r1)

triplet 4 (u4, t4, r1)

La première étape de l'algorithme FolkIncr consiste à lier ces quatre nouveaux

triplets avec les tri-concepts fréquents déjà extraits. Après élagage des triplets résultants

qui sont redondants, nous obtenons 9 nouveaux triplets :

� ({u2}, {t1, t2, t3, t4}, {r1})

� ({u2}, {t1}, {r1, r2, r3})

� ({u3}, {t1, t2, t3, t4}, {r1})

� ({u3}, {t1}, {r1, r2, r3})

� ({u4}, {t1}, {r1, r2, r3})

� ({u4}, {t1, t2, t3}, {r1})

� ({u1, u2, u3, u4}, {t4}, {r1})
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� ({u4}, {t4}, {r1, r2, r3})

� ({u4}, {t2, t3, t4}, {r1})

Par suite, nous calculons pour chaque nouveau triplet sa fermeture correspondante,

ce qui donne les résultats suivants :

� ({u2}, {t1, t2, t3, t4}, {r1}) 99K ({u2, u3, u4}, {t1, t2, t3, t4}, {r1})

� ({u2}, {t1}, {r1, r2, r3}) 99K ({u2, u3, u4}, {t1, t4}, {r1, r2, r3})

� ({u3}, {t1}, t2, t3, t4}, {r1}) 99K ({u2, u3, u4}, {t1, t2, t3, t4}, {r1}) (élagué, déjà

calculé)

� ({u3}, {t1}, {r1, r2, r3}) 99K ({u2, u3, u4}, {t1, t4}, {r1, r2, r3}) (élagué, déjà

calculé)

� ({u4}, {t1}, {r1, r2, r3}) 99K ({u2, u3, u4}, {t1, t4}, {r1, r2, r3}) (élagué, déjà

calculé)

� ({u4}, {t1, t2, t3}, {r1}) 99K ({u2, u3, u4}, {t1, t2, t3, t4}, {r1}) (élagué, déjà

calculé)

� ({u1, u2, u3, u4}, {t4}, {r1}) 99K ({u1, u2, u3, u4}, {t2, t3, t4}, {r1})

� ({u4}, {t4}, {r1, r2, r3}) 99K ({u1, u2, u3, u4}, {t4}, {r1, r2, r3}) (élagué, infré-

quent par rapport à l'ensemble de tags)

� ({u4}, {t2, t2, t4}, {r1}) 99K ({u1, u2, u3, u4}, {t2, t3, t4}, {r1}) (élagué, déjà

calculé)

Ainsi, nous obtenons trois nouveaux tri-concepts fréquents à la �n de cette étape :

({u2, u3, u4}, {t1, t2, t3, t4}, {r1}), ({u2, u3, u4}, {t1, t4}, {r1, r2, r3}) et ({u1, u2, u3,

u4}, {t2, t3, t4}, {r1}). Ensuite, nous élaguons les anciens tri-concepts fréquents qui

ne véri�ent plus la propriété de fermeture. C'est le cas des tri-concepts ({u1, u2, u3},

{t2, t3, t4}, {r1, r2, r3}) et ({u1, u2, u3, u4}, {t2, t3}, {r1}) qui sont élagués. En�n, le

troisième tri-concept ({u2, u3}, {t1, t2, t3, t4}, {r2, r3}) est augmenté par rapport à la

dimension "ressource" donnant naissance au tri-concept suivant : ({u2, u3}, {t1, t2, t3,

t4}, {r1, r2, r3}). L'ensemble des tri-concepts fréquents mis à jour est donc égal à :

1. ({u1, u2, u3}, {t2, t3, t4}, {r1, r2, r3}) ;

2. ({u2, u3, u4}, {t1, t4}, {r1, r2, r3}) ;

3. ({u2, u3}, {t1, t2, t3, t4}, {r1, r2, r3}) ;

4. ({u1, u2, u3, u4}, {t2, t3, t4}, {r1}) ;

5. ({u2, u3, u4}, {t1, t2, t3, t4}, {r1}) ;
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Dans ce qui suit, nous étudions les propriétés de l'algorithme FolkIncr, i.e., sa

correction, complétude et terminaison.

5.6 Propriétés de FolkIncr

Proposition 5 L'algorithme FolkIncr est correct et complet. Il met à jour correc-

tement tous les tri-concepts fréquents.

Preuve 2 Création de nouveaux tri-concepts : (Algorithme 6, Lignes 3-9) À ce

niveau, tous les nouveaux triplets sont comparés avec chaque élément de l'ensemble des

tri-concepts fréquents (lignes 3 et 4). Cela donne naissance à de nouveaux triplets qui

véri�ent la condition de la ligne 5. Ensuite, la seconde boucle (lignes 14-19) permet à

la fois de calculer la fermeture de chaque triplet et de véri�er leurs fréquences. Ainsi,

ces nouveaux triplets sont fermés et fréquents, i.e., ce sont donc des tri-concepts.

Élagage d'anciens tri-concepts : (Algorithme 6, Lignes 14-16) Cette étape per-

met d'élaguer les anciens tri-concepts qui ne véri�ent plus la propriété de fermeture.

Cela assure la correction de notre algorithme, i.e., les tri-concepts qui ne sont plus

fermés doivent être élagués.

Mise à jour d'anciens tri-concepts : (Algorithme 6, Lignes 17-19) Cette boucle

assure la mise à jour d'anciens tri-concepts fréquents qui doivent être augmentés (selon

une dimension, i.e., Ligne 25) suite à l'apparition des nouveaux tri-concepts. Cette

étape permet d'assurer la correction de l'ensemble de sortie puisque tous les tri-concepts

doivent toujours véri�er la propriété de fermeture.

Maintenance des anciens tri-concepts : Implicitement, FolkIncr assure que

les anciens tri-concepts fréquents qui n'ont pas été élagués ou modi�és appartiennent

toujours à l'ensemble des tri-concepts fréquents T C puisqu'ils sont toujours fermés et

fréquents. Cela assure la complétude de notre algorithme.

Ainsi, grâce à ces quatre cas, FolkIncr permet de mettre à jour l'ensemble des

tri-concepts fréquents T C. Nous concluons que FolkIncr met à jour �dèlement tous

les tri-concepts fréquents. Donc, il est correct et complet.

Proposition 6 L'algorithme FolkIncr termine.

Preuve 3 Le nombre de tri-concepts générés par FolkIncr est �ni. En e�et, le
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nombre de tri-concepts candidats générés à partir d'un ensemble de m tri-concepts

et d'un ensemble de p nouveaux triplets est égal au maximum à m × p. De plus, le

nombre d'opérations pour traiter chaque tri-concept candidat est �ni. Donc, FolkIncr

termine.

Complexité Théorique

Soit m le nombre des tri-concepts fréquents déjà extraits et n le nombre de triplets

de la folksonomie. FolkIncr parcourt quatre fois l'ensemble de tri-concepts a�n de

les lier avec les nouveaux triplets, calculer la fermeture des nouveaux triplets, véri�er

la fermeture des anciens tri-concepts ou encore mettre à jour les anciens tri-concepts.

Cependant, lorsque FolkIncr calcule la fermeture des nouveaux triplets, il a besoin

de passer par la folksonomie m fois, i.e., pour chaque nouveau triplet (Lignes 10 - 13).

Ainsi, la complexité théorique de notre algorithme FolkIncr est de O(m(4 + n)).

Cependant, et comme il sera démontré dans ce qui suit, d'un point de vue pratique, les

performances pratiques de notre algorithme sont loin des prédictions théoriques. Pour

cette raison, nous nous focaliserons sur une évaluation qui sera menée sur des jeux de

données du monde réel à large échelle.

5.7 Évaluation de l'approche

Dans ce qui suit, nous allons comparer les temps d'exécution de notre algorithme

FolkIncr avec le redémarrage des trois algorithmes de la littérature dédiés à la tâche

d'extraction des tri-concepts, i.e., TriCons, Trias et Data Peeler. Nous avons

implémenté notre algorithme en C++ (compilé avec GCC 4.1.2). Nous avons utilisé

un processeur Intelr Core i5 muni d'une mémoire de 8 GB. Les tests ont été menés

sur le système d'exploitation Linux (Distribution Ubuntu 13.10 64 bits).

5.7.1 Jeux de données

Nous avons mené nos expérimentations sur di�érents instantanés issus de quatre

jeux de données du monde réel. De plus, a�n d'étudier le comportement de FolkIncr

et de le comparer à ses concurrents dans di�érentes situations, nous avons également
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généré deux jeux de données synthétiques avec des densités prédé�nies (cf., Table 5.2) 4.

Pour chaque instantané des jeux de données considérés, nous avons calculé sa densité en

utilisant la formule de densité suivante : #triples
#users×#tags×#resources

. Le Tableau 5.2 résume

les caractéristiques des jeux de données utilisés. Les quatre jeux de données du monde

réel utilisés pour notre évaluation sont décrits comme suit :

� Le jeu de données de �lmographie MovieLens 5 dont le jeu de données utilisé

pour notre évaluation est téléchargeable gratuitement 6.

� Le jeu de données de livres BookCrossing 7 dont le jeu de données utilisé est

téléchargeable gratuitement 8.

� Le jeu de données Last.fm (http ://last.fm) est un siteweb de musique en ligne,

crée en 2002. Il regroupe plus de 30 millions d'utilisateurs actifs (depuis Mars

2009). Les utilisateurs partagent leurs artistes préférés en les annotant par des

tags (e.g., <Ross, MichaelJackson, kingofpop>). Le jeu de données utilisé pour

notre évaluation est téléchargeable gratuitement 9.

� Delicious (http ://delicious.com) est un web service social de marque page pour

partager, enregistrer et découvrir des sites web ou marque page. Les triples sont

des ensembles d'utilisateurs partageant des sites web à travers des tags (e.g.,

<Jennifer, www.springer.com, publisher>). Le jeu de données utilisé pour notre

évaluation est téléchargeable gratuitement 10.

5.7.2 Temps d'exécution

MovieLens 1 MovieLens 2 MovieLens 3

4. Nous avons utilisé un générateur de jeux de données synthétiques téléchargeable à partir de ce

lien http ://www.isima.fr/ jelassi/SyntheticGenerator

5. http ://movielens.umn.edu/

6. http ://www.grouplens.org/node/73

7. http ://www.bookcrossing.com/

8. http ://www.grouplens.org/node/74

9. http ://mtg.upf.edu/static/datasets/last.fm/lastfm-dataset-1K.tar.gz

10. http ://�les.grouplens.org/datasets/hetrec2011/hetrec2011-delicious-2k.zip
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Jeu de données Densité # Triplets min_u min_t min_r # Tri-Concepts

MovieLens 1 0, 0003% 15.000 2 1 1 2123

MovieLens 2 0, 00004% 47.957 2 1 1 925

MovieLens 3 1% 100.000 12 1 2 2775

BookCrossing 1 0, 001% 102.430 3 1 1 9872

BookCrossing 2 0, 001% 200.000 8 1 1 4738

LastFM 0, 00008% 186.474 2 1 1 1987

Delicious 0, 000008% 437.593 4 1 1 3261

Synthétique 1 2% 18.560 1 1 1 175

Synthétique 2 50% 50.000 2 1 1 504

Tableau 5.2 � Caractéristiques des di�érents jeux de données.

BookCrossing 1 BookCrossing 2 Delicious

LastFM Synthétique 1 Synthétique 2

La Figure ci-dessus démontre les temps d'exécution de FolkIncr vs. le redémar-

rage des algorithmes TriCons, Trias et Data Peeler. Pour ces expérimentations,

nous avons exécuté tous les algorithmes sur di�érents jeux de données. De plus, nous

dé�nissons, pour chaque jeu de données, les valeurs de supports minimaux de supports

(minsuppu, minsuppt and minsuppr), calculons le nombre de tri-concepts extraits (cf.,

Table 5.2) et varions le nombre de nouveaux triplets considérés.

Nous avons d'abord redémarré les algorithmes TriCons, Trias et Data Peeler

sur les ensembles d'entrée mis à jour (le jeu de données de départ + l'ensemble de

nouveaux triplets ), puis nous avons exécuté l'algorithme FolkIncr qui prend comme
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entrée l'ensemble de tri-concepts fréquents extraits par l'un des trois algorithmes dédiés

à cette tâche ainsi que l'ensemble de nouveaux triplets et le jeu de données de départ.

L'objectif en commun est d'extraire l'ensemble mis à jour des tri-concepts fréquents

et de conclure s'il est plus judicieux d'exécuter FolkIncr a�n de mettre à jour cet

ensemble ou s'il faut opter pour l'un des trois algorithmes de la littérature pour gé-

nérer le même ensemble. Ainsi, la Figure démontre que FolkIncr fait mieux que les

trois algorithmes de la littérature pour la plupart des jeux de données et paramètres

considérés.

Pour le jeu de données MovieLens (premier instantané), FolkIncr fait mieux

que les autres algorithmes pour toutes les valeurs de nouveaux triplets. En e�et, par

exemple, FolkIncr prend 103,51 moins de temps que TriCons a�n de mettre à jour

l'ensemble des 2123 tri-concepts fréquents, i.e., un gain de temps égal à 99%. Concer-

nant les autres instantanés du jeu de donnéesMovieLens, si TriCons fait légèrement

mieux que FolkIncr dans le second instantané (une di�érence d'à peine 0, 78 secondes

au maximum), notre algorithme demeure meilleur que tous les autres algorithmes pour

toutes les valeurs de nouveaux triplets (jusqu'à 83% de gain de temps). Pour les deux

instantanés du jeu de données BookCrossing, ni Trias ni Data Peeler n'a été ca-

pable de régénérer l'ensemble de tri-concepts fréquents. Par ailleurs, la di�érence entre

FolkIncr et TriCons augmente considérablement étant donné que le nombre de tri-

plets du jeu de données est très élevé (entre 100.000 et 200.000) et, par conséquence, le

nombre de tri-concepts fréquents est aussi élevé (respectivement 9872 et 4738). Cela a

pour e�et de ralentir TriCons qui prend, par exemple, 305, 33 secondes a�n de mettre

à jour un ensemble de 4738 tri-concepts et 1894, 28 secondes a�n de mettre à jour un

ensemble de 9872 tri-concepts. En comparaison, FolkIncr met à jour les deux mêmes

ensembles en, respectivement, 7, 43 et 24, 50 moins de temps avec un gain de temps

de, respectivement, 86% et 95%. En d'autres termes, nous avons amélioré entre 86%

et 95% le temps pour mettre à jour l'ensemble de tri-concepts fréquents en utilisant

FolkIncr au lieu de redémarrer TriCons. Cela revient au fait que le parcours de

l'ensemble de tri-concepts fréquents (opéré par FolkIncr) est plus rapide que le par-

cours de l'ensemble du jeu de données (opéré par TriCons) pour régénérer l'ensemble

de tri-concepts fréquents. Alors que TriCons a besoin de re-scanner l'entière folksono-

myie et de calculer la fermeture de chaque triplet, ce qui prend un temps considérable,

la tâche de FolkIncr revient seulement à lier l'ensemble de nouveaux triplets avec

l'ensemble de tri-concepts fréquents puis de calculer la fermeture seulement pour l'en-
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semble résultant. Par exemple, pour le premier instantané de BookCrossing, tandis

que TriCons a besoin de régénérer et de calculer la fermeture de chacun des 9772

tri-concepts fréquents, FolkIncr calcule uniquement la fermeture de 24 triplets qui

sont le résultats de l'opération de liaison entre les tri-concepts fréquents et les nou-

veaux triplets. Concernant le jeu de données LastFM, FolkIncr fait mieux que tous

les autres algorithmes et s'exécute entre 5, 40 et 17, 99 secondes pour toutes valeurs

de nouveaux triplets, ce qui demeure un temps d'exécution raisonnable. Par exemple,

pour mettre à jour 3261 tri-concepts, FolkIncr est 15, 87 plus rapide que son prin-

cipal concurrent, i.e., TriCons, avec un gain de temps égal à 93% par rapport à ce

dernier. Les mêmes statistiques peuvent être observées sur le jeu données Delicious

où FolkIncr est meilleur que TriCons, Trias et Data Peeler, i.e., un gain de

temps moyen égal à 88%. En�n, si pour le premier jeu de données synthétique, les

performances de FolkIncr, TriCons et Trias sont assez proches, l'avantage tourne

court pour FolkIncr concernant le second jeu de données synthétique. De tels résul-

tats sont expliqués par le fait que les deux jeux de données son plus denses que les

autres jeux de données du monde réel, donc, cela prend plus de temps à FolkIncr

pour traiter le nombre impressionnant de candidats générés avant de calculer les tri-

concepts fréquents. Ainsi, si le nombre de triplets du jeu de données est assez élevé,

cela revient moins cher d'opter pour FolkIncr a�n de mettre à jour l'ensemble de

tri-concepts fréquents que de redémarrer l'un des algorithmes de la littérature dédiés

à cette tâche. Cependant, l'une des limites de notre approche est lorsque les deux en-

sembles de tri-concepts fréquents et de nouveaux triplets sont très grands, le nombre

de comparaisons et de liaisons devient très grand et cela prend beaucoup plus de temps

à FolkIncr pour générer et calculer la fermeture de chaque candidat. Par exemple,

pour BookCrossing, lorsque le nombre de tri-concepts fréquents est égal à 9872 et

le nombre de nouveaux triplets est égal à 200, cela résulte en 1554600 comparaisons

ce qui résulte ensuite en le calcul de la fermeture de 30 nouveaux triplets, ce qui a

pour e�et de ralentir FolkIncr malgré le fait qu'il demeure plus rapide que les autres

algorithmes.

5.7.3 Expérimentations qualitatives

Les tri-concepts fréquents que nous cherchons à extraire ou/et à mettre à jour

peuvent être intéressants et utiles dans de nombreux domaines, e.g., la recommandation
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de ressources, la suggestion de tags ou encore la proposition d'amis. Par exemple, si

nous nous intéressons à la proposition d'amis, les meilleurs tri-concepts, d'un point de

vue qualitatif, sont ceux ayant les ensembles de tags et de ressources les plus grands.

En e�et, de tels concepts permettent de regrouper les utilisateurs ayant le maximum

de tags et de ressources en commun. Ainsi, il sera recommandé aux utilisateurs d'une

folksonomie donnée une liste d'amis ayant partagé un maximum de tags et de ressources

en commun. Cependant, si nous traitons le domaine de recommandation de ressources,

les concepts les plus intéressants seraient ceux qui regroupent un ensemble maximal

d'utilisateurs. En e�et, il est plus intéressant de recommander des ressources qui ont

été partagés par un très grand nombre d'utilisateurs. Ainsi, les tri-concepts les plus

intéressants, d'un point de vue qualité, dépendent du domaine dans lequel nous voulons

les appliquer.

5.8 Conclusion

Avec l'évolution constante des folksonomies, cela revient de plus en plus cher de

redémarrer le processus d'extraction de tri-concepts pour manager chaque mise à jour.

Pour cette raison, nous avons proposé un nouvel algorithme dont le but est de mettre

à jour l'ensemble des tri-concepts extraits suite à l'ajout de nouveaux triplets. Par

ailleurs, il sera possible d'étendre notre solution au cas quadri-dimensionnel a�n de

mettre à jour un ensemble de quadri-concepts. L'évaluation expérimentale que avons

mené a comparé les performances de notre algorithme à ceux de la littérature dédiés à

la tâche d'extraction des tri-concepts. Ces expérimentations ont démontré qu'il revient

moins cher d'opter pour notre algorithme de mise à jour de concepts que de relancer

un algorithme de la littérature pour mettre à jour le même ensemble. Cette mise à

jour permettra de prendre en compte notamment les nouveaux tags et ressources qui

viennent d'être ajoutés à la folksonomie et de proposer aux utilisateurs des recomman-

dations récentes qui prennent en compte les dernières mises à jour du système. Une des

limites de notre approche est qu'elle a besoin de passer par la folksonomie (le jeu de

données d'entrée) a�n de véri�er la fermeture d'un tri-concept candidat. Ainsi, nous

aspirons à améliorer notre algorithme a�n de prendre en compte plus de nouveaux

triplets et d'éviter d'utiliser la folksonomie pour véri�er la fermeture des candidats.



Conclusion générale et

perspectives

Conclusion

La tâche d'extraction des quadri-concepts à partir des folksonomies se propose de

représenter le contexte sous forme de quadruplets maximaux <utilisateurs, tags, res-

sources, variables>. Cette dernière dimension nouvellement introduite dans cette thèse

peut être représentée sous di�érents aspects : le temps si on veut étudier la dynamique

temporelle des folksonomies ou encore le pro�l dans un cas de recommandations per-

sonnalisés. Dans cette thèse, nous avons d'abord proposé un algorithme qui permet

d'extraire les quadri-concepts et qui soit plus performant que son prédécesseur de la

littérature. Ensuite, il s'agit de considérer la quatrième dimension en fonction du be-

soin (pro�l, temps, etc.) pour proposer un système personnalisé de recommandation

aux utilisateurs. Concernant la première approche, le but était de proposer un algo-

rithme appelé QuadriCons dédié pour la tâche d'extraction des quadri-concepts. A

cet e�et, nous avons proposé un nouvel opérateur de fermeture et propose de localiser

les quadri-générateurs en premier lieu pour faciliter l'extraction des quadri-concepts

ensuite. Ainsi, le principal point fort de Data Peeler, le principal concurrent de la litté-

rature, i.e., sa généricité pour un contexte n-aire, constitue aussi sa faiblesse. En e�et,

pour n=4, i.e., une instance particulière du problème général traité par Data Peeler,

QuadriCons, spécialement dédié à la tâche d'extraction des quadri-concepts, est plus

apte à mieux les extraire avec un laps de temps largement inférieur. De plus, Qua-

driCons, contrairement à Data Peeler, ne stocke pas le jeu de données en mémoire

avant l'extraction des quadri-concepts. En�n, QuadriCons génère moins de candi-

dats grâce à l'habile détection des quadri-générateurs qui réduisent considérablement
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l'espace de recherche. L'étude expérimentale faite sur deux jeux de données réelles a

con�rmé l'intérêt de cette approche, qui a donné lieu à une publication à RJCIA'14

[Jelassi, 2014].

Comme deuxième approche dans cette thèse, nous nous sommes appuyés sur l'algo-

rithme QuadriCons a�n de proposer un nouveau système personnalisé de recomman-

dation appelé PersoRec. Ainsi, grâce aux quadri-concepts extraits, nous proposons

une nouvelle approche a�n de personnaliser les recommandations faites aux utilisateurs

des folksonomies. La personnalisation des recommandations est réalisée en prenant en

compte le pro�l des utilisateurs. Cette nouvelle donnée permet de proposer aux utili-

sateurs des tags ou/et ressources plus adaptées à ses besoins. Cela permet notamment

d'éviter de proposer les mêmes recommandations à tous les utilisateurs et de person-

naliser les réponses faites aux utilisateurs. Une étude critique des approches proposées

dans la littérature montre que la plupart des travaux propose aux utilisateurs les tags

et ressources les plus utilisés (dits populaires) dans les folksonomies. Si certaines ap-

proches se di�érencient des autres en tenant compte le pro�l des utilisateurs (principa-

lement son historique de tagging), ils échouent à l'étape de cold start ou de couverture

de l'espace. En e�et, la plupart des approches sont incapables de proposer une re-

commandation aux nouveaux utilisateurs ou de tenir compte de nouvelles données qui

arrivent au fur et à mesure dans les folksonomies. Ainsi, la prise en compte du pro�l

des utilisateurs au moment du processus de recommandation, ainsi que le recours aux

quadri-concepts a�n de regrouper les utilisateurs ayant partagé le maximum de tags

et de ressources en commun tout en ayant des pro�ls équivalents, a permis d'améliorer

les recommandations faites aux utilisateurs. Ces recommandations concernent à la fois

les ressources mais également la suggestion de tags a�ectés à ces dernières et en�n la

proposition d'utilisateurs susceptibles d'être amis avec un utilisateur cible. Prenant en

entrée l'utilisateur cible ainsi que son pro�l, notre algorithme proposé, i.e., Perso-

Rec dont l'amélioration par l'introduction d'une mesure de ranking a donné naissance

à l'algorithme FolkRec, est donc capable de générer une recommandation personna-

lisée pour chaque utilisateur selon le mode de recommandation qu'il désire et selon le

pro�l qu'il possède. Ce travail a donné lieu à deux publications à WI&C@WWW'13 [?],

IC'13 [Jelassi et al., 2013a] et une démonstration à PFIA'15 et EGC'16. Nous avons

ensuite proposé d'étudier les propriétés du nouveau système personnalisé de recom-

mandation proposé FolkRec. En e�et, des expérimentations ont été menées sur des
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jeux de données du monde réel tel que le réseau social BookCrossing et le système

de recommandation �lmographiqueMovieLens ont données des résultats satisfaisants

tout d'abord en terme de précision et de rappel où il a�che de meilleurs scores que

ses prédécesseurs sur les mêmes jeux de données. Ensuite, nous avons évalué le sys-

tème de recommandation FolkRec suivant un certain nombre de propriétés dé�nis

dans la littérature. Ainsi, FolkRec, contrairement à ses concurrents, réussit à trouver

une solution au problème de Cold Star en proposant aux nouveaux utilisateurs des

recommandations en prenant en compte comme information uniquement le pro�l dé-

mographique qu'ils entrent en arrivant sur le réseau social. De plus, cela permet une

bonne couverture de l'espace puisqu'il propose des recommandations à l'ensemble des

utilisateurs. D'autres propriétés ont été démontrées à l'aide de métriques de qualité :

tout d'abord, la sérendipité où il a été démontré que le système est capable de sur-

prendre l'utilisateur par des recommandations auxquelles il ne s'attendait pas. Ensuite,

la même métrique démontre la nouveauté de FolkRec qui est capable de proposer des

recommandations nouvelles que l'utilisateur ne connaît pas encore et qu'il n'a jamais

partagées. D'autres métriques ont également été testées a�n de véri�er l'e�cacité du

système : la couverture de l'espace, l'adaptivité qui mesure à quel point un système

s'adapte aux changements dans le pro�l des utilisateurs ou encore la diversité qui me-

sure à quel point les recommandations proposées peuvent être diverses. En e�et, par

exemple, un utilisateur va préférer cinq livres di�érents de cinq auteurs di�érents plutôt

que cinq livres d'un même auteur. En�n, la scalabilité (passage à l'échelle) a été étudiée

a�n de mesurer la rapidité de réponse des recommandations. Ce travail a donné lieu à

deux publications dans les conférences IC'14 [Jelassi et al., 2014] et CaRR@ECIR'15

[Jelassi et al., 2015a] ainsi que dans la revue internationale Social Networks Analysis

and Mining [Jelassi et al., 2015b]. En�n, pour la dernière approche de cette thèse, nous

nous sommes penchés sur le problème de mise à jour des données dans les folksonomies.

Nous avons donc proposé un algorithme appelé FolkIncr qui est capable d'incruster

de nouvelles données dans un ensemble de concepts déjà extraits. Cela a été motivé

par la dynamique des folksonomies où quotidiennement des milliers de données sont

ajoutés sans que cela ne soit pris en compte par les algorithmes dits "statiques" de la

littérature. Cela a pour e�et que les recommandations de FolkRec ne s'appuient plus

sur un ensemble statique de données mais sur un ensemble régulièrement mis à jour

o�rant ainsi aux utilisateurs les recommandations les plus récentes.
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Perspectives

Si notre travail nous a permis d'obtenir des résultats encourageants, plusieurs pers-

pectives et améliorations sont encore envisagées :

� la première des perspectives consiste à proposer un algorithme incrémental et

ainsi se passer de la folksonomie lors du processus de mise à jour des données. Cet

algorithme pourra agir directement sur les tri-concepts pour les mettre à jour sans

devoir repasser par la folksonomie pour calculer la fermeture des nouveaux tri-

concepts. Cela permettra notamment d'accélérer ce processus et donc de prendre

en compte plus de nouveaux triplets, comme c'est le cas dans les grand jeux de

données.

� la deuxième perspective est d'approfondir la modélisation de la variable de la

quatrième dimension par le temps. Le nouveau système de recommandation qui

en découlera s'appuiera sur les règles d'association a�n de prédire les recomman-

dations. Une étude expérimentale sur des jeux de données du monde réel est

nécessaire pour prouver l'e�cacité de cette nouvelle approche.

� toujours dans l'optique de valoriser nos contributions, de nouvelles expérimen-

tations sur des structures di�érentes des folksonomies mais très utilisées dans

le monde (e.g., Amazon), et donc nettement plus volumineux que ceux pris en

compte dans l'étude expérimentale présentée dans ce manuscrit, sont nécessaires

a�n de jauger l'impact de nos recommandations personnalisées.

� améliorer la complexité exponentielle de l'algorithme d'extraction des quadri-

concepts en réduisant le nombre de calculs nécessaire pour y parvenir.

� améliorer la plateforme fonctionnelle de notre système de recommandation pour

prendre en compte les nouvelles données lors du processus de recommandation

aux utilisateurs

� proposer une hiérarchisation des quadri-concepts, c'est-à-dire, des liens entre les

quadri-concepts selon l'inclusion des di�érents ensembles. Cela aura pour e�et

de réduire le nombre de quadri-concepts et d'en retrouver d'autres grâce à une

navigation habile entre les di�érents ensembles.



Annexe

A�n d'implémenter notre système personnalisé de recommandation et de générer

une interface interactive pour proposer des recommandations aux utilisateurs, nous

proposons de créer un site web qui gère les recommandations destinées aux utilisateurs

basées sur leur pro�l. Pour ce faire, nous utilisons le framework php Symfony. Sym-

fony a pour objectif d'accélérer la création et la maintenance d'applications web et de

remplacer les tâches de codage répétitives.

La démonstration de notre système personnalisé de recommandation 11 démontre

le processus de recommandation orienté vers un utilisateur à travers deux jeux de

données du monde réel, i.e., MovieLens 12 et BookCrossing 13. Le processus de

recommandation est basé à la fois sur le pro�l de l'utilisateur et sur les quadri-concepts,

i.e., les tags et ressources d'utilisateurs aux pro�ls et intérêts proches. Comme exemple,

considérons l'utilisateur Yasmine qui utilise le système. La Figure 5.3 illustre un aperçu

de notre site web. Sur la gauche, notre système a�che le pro�le de Yasmine ainsi que les

�lms qu'elle a partagé et la liste de ses amis, tandis qu'au centre, notre système a�che

les recommandations de �lms pour Yasmine. Sur la droite de l'interface, notre système

a�che la liste des amis proposés pour Yasmine. Ainsi, un utilisateur de notre site web

reçoit des recommandations basés à la fois sur son pro�l et sur les tags et ressources

partagés par des utilisateurs ayant le même pro�l. De plus, il/elle recevra une liste

d'amis proposés qu'il/elle pourra ou pas ajouter à sa liste d'amis. Chaque utilisateur

est capable de partager des ressources (e.g., �lms ou livres), d'ajouter des amis ou

encore d'annoter des ressources avec des tags (librement choisis ou ajoutés à partir

de la liste de tags suggérés). Ainsi, par exemple, lorsque Yasmine souhaite partager le

�lm Raiders of Lost Ark, notre système personnalisé de recommandation lui suggère des

11. disponible à cette adresse http ://www.isima.fr/ jelassi/Demo.
12. http ://movielens.umn.edu/
13. http ://www.bookcrossing.com/
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tags qui ont été utilisés par des utilisateurs ayant le même pro�l qu'elle, i.e., indiana

jones, archeology et nazis (c.f., Figure 5.4). En�n, avant d'ajouter un utilisateur à

sa liste d'amis, Yasmine a la possibilité de consulter son pro�l, i.e., ses informations

personnelles ainsi que les ressources qu'il a partagés comme cela est démontré par la

Figure 5.5.

Figure 5.3 � Un aperçu de notre système personnalisé de recommandation pour le jeu de don-

nées MovieLens. (gauche) Le pro�l de Yasmine, les �lms qu'elle a partagé et la liste de ses amis

(centre) les recommandations de �lms pour l'utilisateur Yasmine (droite) la liste d'amis proposés

pour Yasmine.
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Figure 5.4 � La recommandation de tags pour Yasmine qui souhaite partager le �lm Raiders of

Lost Ark.

Figure 5.5 � Consultation du pro�l de l'utilisateur nader avant l'ajout à la liste des amis.
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Publications scienti�ques acceptées

Journal

� Mohamed Nader Jelassi, Sadok Ben Yahia et Engelbert Mephu Nguifo : Towards

more targeted recommendations in folksonomies. Social Networks Analysis and

Mining journal (SNAM). Springer Ed. 5(1) : 68 :1-68 :18 (2015). Springer Ed.

Chiraz Trabelsi, Mohamed Nader Jelassi et Sadok Ben Yahia : BGRT : une

nouvelle base générique de règles d'association triadiques. Application à l'auto-

complétion de requêtes dans les folksonomies. Document Numérique 15(1) 2012 :

101-124. Editions Lavoisier.

Conférences et Workshops

� Mohamed Nader Jelassi : A Quadratic Approach for Trend Detection in Folksono-

mies. International Conference on Web Reasoning and Rule Systems (RR 2012) :

278-283.

� Mohamed Nader Jelassi, Sadok Ben Yahia et Engelbert Mephu Nguifo : A perso-

nalized recommender system based on users' information in folksonomies. Inter-

national Workshop on Web Intelligence & Communities(WI&C 2013 ) in conjunc-

tion with the 22nd International Conference on World Wide Web (WWW 2013).

1215-1224.

� Mohamed Nader Jelassi, Sadok Ben Yahia et Engelbert Mephu Nguifo : Nouvelle

approche de recommandation personnalisée dans les folksonomies basée sur le

pro�l des utilisateurs. Journées francophones d'Ingénierie des Connaissances (IC

2013) : 224-226.

� Mohamed Nader Jelassi, Sadok Ben Yahia et Engelbert Mephu Nguifo : Vers

des recommandations plus personnalisées dans les folksonomies. 25es Journées

francophones d'Ingénierie des Connaissances (IC 2014) : 187-198.

� Mohamed Nader Jelassi : Une nouvelle approche pour l'extraction e�cace des

quadri-concepts fréquents. Rencontre des Jeunes Chercheurs en Intelligence Arti-

�celle (RJCIA 2014) : 146-151.

� Mohamed Nader Jelassi, Sadok Ben Yahia et Engelbert Mephu Nguifo : To-

wards more targeted recommendations in folksonomies. 5th Workshop on Context-

awareness in Retrieval and Recommendation (CaRR 2015) in conjunction with
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the 37th European Conference on Information Retrieval (ECIR 2015).

� Mohamed Nader Jelassi, Sadok Ben Yahia et Engelbert Mephu Nguifo : PERSO-

REC : un système personnalisé de recommandations pour les folksonomies basé

sur les concepts quadratiques (IC 2015).

Chiraz Trabelsi, Mohamed Nader Jelassi et Sadok Ben Yahia : Auto-complétion

de requêtes par une base générique de règles d'association triadiques. Conférence

en Recherche d'Information et Applications (CORIA) 2011 : 9-24.

Chiraz Trabelsi, Mohamed Nader Jelassi et Sadok Ben Yahia : Scalable Mining of

Frequent Tri-concepts from Folksonomies. Paci�c Asia Conference on Knowledge

Discovery and Data Mining (PAKDD) 2012 : 231-242.
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